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RESUMO

A estimativa do teor de nutrientes do solo por espectroscopia de refletancia difusa € feita
através de um modelo de predi¢do, do qual seu desempenho determina a efetividade do
método em realiza-la. Esse modelo é elaborado por técnicas que procuram correlacionar
dados de refletancia de uma colecdo de amostras ao respectivo valor de referéncia obtido por
andlise quimica, ambos dispostos como atributos de um conjunto de dados. N&o obstante, a
quantidade de atributos desse conjunto é elevada — alta dimensionalidade — e nem todos sdo
relevantes a predicdo do nutriente de interesse, logo elaborar um modelo a partir de um
conjunto com essas caracteristicas envolve uma série de complicacdes que prejudicam seu
desempenho de predicdo. Uma das estratégias para contornad-las € manter no conjunto de
dados apenas atributos relevantes a predicdo do nutriente de interesse, o que é feito atraves da
Selecdo de Subconjunto de Atributos (SSA), porém a maioria dos algoritmos que a executam
ndo apresentam desempenho satisfatorio ao manusear conjuntos de alta dimensionalidade. A
literatura pertinente, por outro lado, constatou que o emprego de algoritmos evolutivos para
SSA em conjuntos com essa caracteristica fornece subconjuntos de qualidade num tempo de
execucdo aceitavel, logo o objetivo desta dissertacdo foi identificar com o apoio da
metaheuristica de Otimizacdo por Enxame de Particulas — PSO — os comprimentos de onda da
regido do infravermelho visivel e proximo relevantes a predi¢éo do teor de aluminio trocavel
de amostras de solo da regido dos Campos Gerais. Para isso, a SSA foi configurada como um
problema de otimizacdo em que o objetivo foi minimizar o valor de AIC dos modelos
elaborados pelo algoritmo de Regressdo Linear Multipla a partir dos subconjuntos candidatos.
Ademais, sabendo da influéncia dos parametros do algoritmo no resultado final, primeiro
foram investigados os valores ideais para nimero de itera¢fes, tamanho do enxame e valor de
limiar que proporcionaram a selegdo dos melhores subconjuntos, depois estes foram validados
num conjunto de dados independente e 0 melhor apontado. Nossos resultados sugerem que,
para nosso cenario, 40 iteracdes, tamanho de enxame 20 e limiar 0,6 fornecem os melhores
subconjuntos, porém o desempenho de predicdo do melhor modelo identificado ainda é
passivel de aprimoramento. A reducdo proporcionada pelo método adotado foi significativa e
por conta disso essa abordagem é indicada para SSA em conjuntos de dados de
espectroscopia.

Palavras-chave: Espectroscopia do Solo, Selecdo de Atributos, Mineracdo de Dados,
Algoritmos Evolutivos, Otimizacéo.



ABSTRACT

The soil nutrient content estimation by diffuse reflectance spectroscopy is done through a
prediction model whose performance determines the method effectiveness when performing
it. This model is elaborated by techniques that try correlating a sample collection’s reflectance
data to the respective reference value obtained through chemical analysis, both arranged as
dataset attributes. Nevertheless, the dataset attributes amount is large — high dimensionality —
and not all of them are relevant to the interest nutrient’s prediction, so elaborating a model
from a dataset with these characteristics involves some complications that impact its
prediction performance. A strategy to circumvent them is keeping only relevant attributes to
the interest nutrient’s prediction, which is done through Feature Subset Selection (FSS), but
the majority of algorithms that perform it do not operate satisfactorily when handling high-
dimensional sets. On the other hand, the pertinent literature found that employing
evolutionary algorithms for FSS in high-dimensionality datasets provides quality subsets in an
acceptable execution time, so this master thesis’ objective was to identify with Particle Swarm
Optimization — PSO — metaheuristic support the relevant wavelengths of visible and near
infrared region for exchangeable aluminum content prediction of Campos Gerais region soil
samples. For this, the FSS was configured as an optimization problem which the objective
was to minimize the AIC value of candidate subsets models elaborated by Multiple Linear
Regression algorithm. In addition, knowing the algorithm parameters influence on its final
result, first the ideal values for iterations number, swarm size and threshold value that
provided the selection of best subsets were investigated, then these subsets were validated in
an independent dataset and the best established. Our results suggest that in our scenario 40
iterations, swarm size 20 and threshold 0.6 provided the best subsets, but the prediction
performance of the best model is amenable to improvement. The dimensionality reduction
provided by the adopted method was significant, so this approach is recommended for FSS in
spectroscopy datasets.

Keywords: Soil Spectroscopy, Feature Selection, Data Mining, Evolutionary Algorithms,
Optimization.
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1 INTRODUCAO

A estimativa do teor dos nutrientes quimicos do solo, atividade essencial para seu
manejo e antes realizada unicamente através de anélises quimicas custosas e demoradas, foi
aprimorada pela espectroscopia de refletancia difusa do infravermelho (ERD-IR), a qual
tornou-se uma alternativa reconhecida para executa-la e que em algumas situacdes até
substituiu a andlise quimica por lograr resultados mais precisos. Todavia, para quantificar
certo nutriente é necessario um modelo de predi¢do, o qual é previamente elaborado por
técnicas puramente estatisticas ou métodos computacionais de Aprendizado de Maquina
(AM) gue procuram correlacionar a informacéo de refletancia registrada no espectro amostral
ao respectivo valor de referéncia obtido pela analise quimica convencional, ambos dispostos
num conjunto com dados de diversas amostras. Nesse cenério, o desempenho de predi¢do do
modelo que determina o éxito da técnica para estimativa do teor do nutriente.

O espectro amostral apresenta a fracdo de refletancia obtida em cada comprimento de
onda da regido infravermelha manipulada. Cada comprimento é entdo representado como um
atributo do conjunto de dados utilizado na elaboragdo do modelo, portanto a quantidade de
atributos ou dimensionalidade é elevada. Ndo obstante, somente alguns desses comprimentos
sdo Uteis a predicdo do nutriente de interesse (XIAOBO et al., 2010), logo atributos inerentes
aos comprimentos restantes sdo desnecessarios e apenas aumentam a dimensionalidade do
conjunto. Como consequéncia, tais caracteristicas restringem a operacdo de certos algoritmos
de ML, ampliam a complexidade do modelo e ainda prejudicam o desempenho de predicédo, o
que compromete a efetividade da ERD-IR.

Uma estratégia para circundar tais complicacdes € utilizar algoritmos de AM que
desconsideram atributos desnecessarios e operam de maneira satisfatoria na alta
dimensionalidade, como os algoritmos Partial Least Squares Regression (PLSR) e Maquinas
de Vetores de Suporte para Regressdo (SVMR, do inglés Support Vector Machines for
Regression) comumente empregues na elaboracdo de modelos de ERD-IR. Outra estratégia
consiste em selecionar e manter no conjunto de dados apenas atributos que favorecam a
predicdo do nutriente de interesse, o que pode reduzir seu numero de atributos e com isso
minimizar as complicacOes da alta dimensionalidade, permitir que outros algoritmos de AM
antes ndo utilizados por conta do nimero de atributos sejam utilizados e em algumas situactes
até melhorar o desempenho de predi¢do do modelo, inclusive daqueles elaborados através dos
algoritmos citados anteriormente (ROSSEL; BEHRENS, 2010; VOHLAND et al., 2014,
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2016; XIAOBO et al., 2010). Em funcéo de seus beneficios, selecionar atributos mostra-se
mais interessante que utilizar algoritmos especificos.

A Selecdo de Subconjunto de Atributos (SSA) é uma técnica para reducdo da
dimensionalidade de conjuntos de dados que procura pelo subconjunto minimo de atributos
que assegure a obtencdo de desempenho de predicdo satisfatorio (KOHAVI; JOHN, 1997).
Seus algoritmos sdo, de modo genérico, a combinacdo de um método de busca e uma medida
de avaliacdo que atuam para identificar o subconjunto ideal segundo um critério particular
dentre os 2™ subconjuntos possiveis para um conjunto com m atributos (TAN; STEINBACH,;
KUMAR, 2009). Ao diversificar as partes dessa combinacao, algoritmos com desempenho e
propdsitos distintos sdo obtidos, o que justifica a pluralidade de algoritmos de SSA
disponiveis (JOVIC; BRKIC; BOGUNOVIC, 2015; XIAOBO et al., 2010).

A alta dimensionalidade dos conjuntos de dados de ERD-IR dificulta a obtencdo de
subconjuntos adequados com a maioria dos algoritmos de SSA disponiveis, ja que o tamanho
resultante do espacgo de busca (2™) torna inviavel sua exploracdo por métodos convencionais
de busca comumente utilizados nesses algoritmos. Em contrapartida, estudos constataram que
empregar algoritmos evolutivos como metodo de busca proporciona subconjuntos de
desempenho superior ao de outros métodos quando conjuntos com essa caracteristica sao
manipulados (KUDO; SKLANSKY, 2000; NICOLETTI; SANTORO, 2008; VINISKI;
GUIMARAES, 2017; XUE; ZHANG; BROWNE, 2012), haja visto sua poderosa capacidade
de busca global. Essa abordagem, nomeada SSA Evolutiva, é apontada como tendéncia de
pesquisa, porém ainda ndo foi aplicada em conjuntos de ERD-IR para identificar atributos
relevantes a estimativa do teor de aluminio do solo, nutriente este que precisa ser mensurado e
manejado ja que em grandes concentracfes prejudica o desenvolvimento das culturas.

Para realizar a SSA Evolutiva é necessario um algoritmo evolutivo, porém dentre as
diversas opc¢Oes disponiveis o algoritmo de Otimizacdo por Enxame de Particulas (PSO, do
inglés Particle Swarm Optimization) destaca-se pela sua simplicidade e robustez ao
solucionar problemas complexos. Ndo obstante, é reconhecido que o tamanho do seu enxame
e 0 numero de iteracdes interferem no resultado final, portanto é necessario investigar os
valores que proporcionam os melhores resultados. Além disso, ao utilizar a verséo continua
do algoritmo na SSA € necessario estabelecer um valor de limiar que determina se os atributos
foram selecionados ou ndo — haja visto que a SSA é um problema do tipo discreto — o qual
também interfere no resultado final conforme demonstrado por Tran et al. (2016). Diante

dessas constatacdes, se faz necessario identificar a combinacdo ideal de nimero de iteragdes,
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tamanho do enxame e valor de limiar a ser utilizada quando o PSO é aplicado na SSA, visto
que as particularidades de cada conjunto de dados podem interferir no resultado do algoritmo.

1.1  OBJETIVOS GERAIS E ESPECIFICOS

Assumindo a hipotese de que a SSA evolutiva permite a identificacdo de
subconjuntos de qualidade em conjuntos de dados de alta dimensionalidade, o objetivo geral
desta dissertacdo é identificar através da SSA com algoritmo PSO os comprimentos de onda
das regides do infravermelho visivel e proximo do espectro eletromagnético que produzem o
modelo com melhor desempenho de predi¢do do teor de aluminio trocavel de amostras de
solo da regido dos Campos Gerais. Junto a este, 0s seguintes objetivos especificos foram
incluidos:

e Apontar o tamanho do enxame, numero de iteracbes e valor de limiar que
proporcionam a sele¢do dos melhores atributos do conjunto de dados manipulado;

e Elaborar um modelo confiavel para a predicdo do teor de aluminio trocavel das
amostras de solo dos Campos Gerais;

e Reduzir a dimensionalidade do conjunto de dados ao manter somente atributos

relevantes a predicao do teor de aluminio.

1.2 ORGANIZACAO DO DOCUMENTO

Este capitulo apresentou uma introducdo ao tema abordado e os objetivos desta
dissertacdo, enquanto os proximos capitulos tratam dos seguintes assuntos: O capitulo 2
apresenta a revisdo da literatura referente aos temas abordados, o capitulo 3 apresenta o
método adotado para alcancar os objetivos almejados, o capitulo 4 apresenta e discute 0s
resultados obtidos, enquanto o capitulo 5 apresenta as conclusdes auferidas e sugestfes de

trabalhos futuros.
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2 REVISAO DE LITERATURA

Este capitulo apresenta a revisdo de literatura dos temas abordados nessa dissertacao.
Primeiro séo revisados conceitos do solo e da predi¢do de seus nutrientes por espectroscopia
(Secdo 2.1), da selecdo de subconjunto de atributos convencional e evolutiva (Secdes 2.2 e
2.3, respectivamente) e do algoritmo PSO (Secdo 2.4), depois a Secdo 2.5 apresenta oS

trabalhos correlatos finalizando a revisao.

2.1  SOLO E PREDICAO DE SEUS NUTRIENTES POR ESPECTROSCOPIA

O solo é um sistema quimicamente complexo e dindmico constituido de partes
solidas, liquidas e gasosas geradas e ininterruptamente transformadas em razdo da
modificacdo quimica das rochas, do intemperismo que ocorre sobre a crosta terrestre, da
decomposicdo da matéria organica e também pela acdo do homem (DOS SANTOS et al.,
2006; TAN, 2010). Seus principais componentes sdo agua, ar e matéria organica e inorganica,
0s quais estdo distribuidos de maneira heterogénea pelo espaco que ocupam e séo primordiais
para a agricultura, visto que € do solo e das rea¢bes quimicas que nele ocorrem que as raizes
das plantas obtém a agua e 0s nutrientes necessarios para seu desenvolvimento (TAN, 2010).

Um dos nutrientes presentes no solo é o Aluminio (Al), o qual em grandes
concentracdes impede o crescimento do sistema radicular das plantas — o0 que compromete a
absorcdo de &gua e nutrientes do solo — e com isso o desenvolvimento das culturas e
consequentemente a producdo de alimentos sdo prejudicados (FAGERIA; BALLGAR;
WRIGHT, 1988). Para antever se a concentracdo de Al afetara o desenvolvimento das
culturas € necessario realizar a amostragem do solo, a qual mensura a concentracdo dos
nutrientes existentes e permite, a partir do seu resultado, determinar se alguma préatica de
manejo que favorega o desenvolvimento das culturas, como a corre¢do de Al, sera necessaria.

O método convencional de amostragem utiliza-se de andlises quimicas tradicionais
para mensurar o teor dos nutrientes do solo, as quais exigem tempo para serem executadas e
empregam reagentes quimicos custosos que poluem a amostra e implicam no seu descarte
apos a andlise (ROSSEL; MCBRATNEY, 1998). Além disso, tal analise procura estabelecer
uma relacdo entre as propriedades quimicas do solo e seus atributos individuais sem
considerar as complexas interacdes existentes entre eles, 0 que segundo Rossel et al. (2006)
prejudica a interpretacdo dos resultados. Com o surgimento e crescente adocao da Agricultura
de Precisdo (GEBBERS; ADAMCHUK, 2010), a qual utiliza artefatos tecnolégicos com
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objetivo de reduzir o impacto ambiental e otimizar a producdo agricola através do manejo da
heterogeneidade do solo, a quantidade de amostras a serem analisadas tornou-se muito grande
e 0 meétodo convencional mostrou-se custoso e demorado para esse cenario (ROSSEL,;
MCBRATNEY, 1998), portanto novas alternativas foram buscadas.

A espectroscopia de refletancia difusa do infravermelho apresentou-se como uma
alternativa viavel ao método convencional de andlise quimica do solo, capaz de realizar
rapidamente a amostragem simultanea de diversos atributos quimicos, fisicos e biol6gicos
sem a necessidade de reagentes quimicos ou rigorosos preparos amostrais (NOCITA et al.,
2015; SORIANO-DISLA et al., 2014). Tal técnica incide um nivel de energia conhecido sob a
amostra e mensura a quantidade de energia refletida, ja que ao expor uma molécula a radiacéo
ocorre 0 movimento vibracional das ligac6es de seus &tomos e com isso uma parte da radiagédo
¢ absorvida enquanto o restante é refletido, semelhante ao ilustrado na Figura 1 (NOCITA et
al., 2015; STUART, 2004). Por conta de cada molécula dispor de uma capacidade de
absorcdo especifica ao nivel de energia fornecido, é possivel identificar e quantificar a
composicdo quimica das amostras através da interpretacdo da fracdo de energia refletida
registrada no seu espectro (SORIANO-DISLA et al., 2014; STUART, 2004).

Figura 1 - llustracéo da absorcéo e refletancia de energia ao expor uma amostra a radiagdo

Radiacéo Refletida
Radiacéo Incidente

\ W

Amostra

<«———— Radiagéo absorvida

Fonte: Adaptado de Stuart (2004, p. 36).

O espectro de uma amostra contém os valores de refletancia' de cada comprimento
de onda da regido espectral em que o0 equipamento que realiza as medicbes —
espectrofotbmetro — opera. A regido infravermelha do espectro eletromagnético abrange o

intervalo de 400 a 25.000 nm e é subdividida, segundo Rossel et al. (2006), de acordo com o

! Também & possivel gerar um espectro de absorcao, visto que ambos s&0 inversamente proporcionais.
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intervalo de seus comprimentos de onda, conforme apresentado no Quadro 1. Por conta da
quantidade de comprimentos de onda, bem como da sobreposi¢do das bandas devido aos
diferentes constituintes do solo, é necessario extrair matematicamente a informacdo do
espectro e correlaciona-la ao atributo desejado para que a espectroscopia possa ser utilizada
na estimativa do teor dos nutrientes quimicos do solo (ROSSEL; BEHRENS, 2010).

Quadro 1 - Divisdo da regido infravermelha do espectro eletromagnético de acordo com o intervalo de seus
comprimentos de onda

Infravermelho Visivel (Vis-IR) | 400 a 700 nm
Infravermelho Proximo (NIR) | 700 a 2.500 nm
Infravermelho Médio (MIR) 2.500 a 25.000 nm

Fonte: Rossel et al. (2006).

A estimativa dos nutrientes do solo por ERD-IR é feita a partir de um modelo de
predicdo, o qual interpreta os valores de refletancia a ele fornecidos e retorna o teor do
nutriente a que foi pré-determinado. Esse modelo é elaborado através de técnicas puramente
estatisticas ou métodos computacionais de AM que executam a regressdo® multivariada sob
um conjunto de dados de treinamento com objetivo de ajustar uma funcéo alvo responsavel
por interpretar os valores de refletdncia (ROSSEL; BEHRENS, 2010; SORIANO-DISLA et
al., 2014). Ja o conjunto de dados de treinamento é formado pelos comprimentos de onda
contidos no espectro amostral — no qual cada comprimento vem a ser um atributo do conjunto
— e o0 respectivo valor de referéncia do atributo de interesse — também chamado de atributo
meta ou de saida — obtido por meio de analise convencional (NOCITA et al., 2015). A Figura
2 ilustra como se d& a composi¢cdo do conjunto de dados de treinamento até a geracdo do
modelo de predicéo.

O desempenho de predi¢cdo do modelo é o que determina a efetividade da ERD-IR na
quantificacdo do teor dos nutrientes. Esse & comumente reconhecido, segundo Soriano-Disla
et al. (2014), através do Coeficiente de Determinacdo (R?) e Raiz do Erro Médio Quadratico
(RMSE), que sdo medidas descritivas da qualidade do ajuste e da acuracia de um modelo,
respectivamente. As Equacdes 1 e 2 apresentam como € calculado o0 RZe RMSE, em que n é 0
numero de amostras, y o valor observado, ¥ o valor predito pelo modelo e y o valor médio
das observagdes. Quanto mais proximo de 1 o valor de R2 — visto que esse variaentre0Oe 1 —e
mais préximo de 0 o valor de RMSE, melhor sera o desempenho do modelo. Alguns autores

também utilizam o Desvio Residual de Predi¢cdo (RPD, do inglés Ratio of Performance to

2 Por exigéncia da técnica de regressao, os atributos devem ser do tipo continuo (TAN; STEINBACH; KUMAR,
2009, p. 873).
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Figura 2 — llustracdo das etapas de composi¢do do conjunto de dados de treinamento e elaboragdo do modelo de
predicdo

CONJUNTO DE
ANALISE DE REFERENCIA DADOS

2492 2494 249 2438 Aluminio , REGRESSAO

0,578967 0,578419 0,577923 0,577468 1,75 |
,MULTIVARIADA

0,577396 0,576856 0,576349 0,57591 0,85

0,565983 0,565435 0,564932 0,564498 2,35

0,567757 0,567214 0,56672 0,566286 4,075

MODELO
i\ ANALISE DE
+ e s i o s | ESPECTRAL PREDICAO

Fonte: O autor.

Deviation) como medida de avaliacdo, o qual possibilita a comparacdo de desempenho entre

modelos elaborados em conjuntos de dados distintos e que é obtido conforme a Equagdo 3, na

qual SD,, refere-se ao desvio padrao dos valores observados (SORIANO-DISLA et al., 2014).
Yina i — 9)?
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- 3
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Uma caracteristica dos espectros de refletdncia das amostras € a existéncia de
comprimentos de onda que ndo fornecem nenhuma resposta espectral ao atributo de interesse,
visto que o espectrofotdmetro captura as informacdes de refletancia de toda a faixa espectral
em que opera. Por conta de cada comprimento de onda tornar-se um atributo do conjunto de
dados utilizado na construgdo do modelo de predicdo, € fundamental desconsiderar ou
remover atributos desnecessarios uma vez que aumentam a dimensionalidade do conjunto de
treinamento e com isso a tarefa de AM e o desempenho do modelo de predi¢do sdo
prejudicados (WANG; TANG; LIU, 2017). Uma maneira conveniente de realizar isso &
através da selecé@o de subconjunto de atributos, a qual é uma técnica de pre-processamento de

conjuntos de dados discutida na proxima sec&o.
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2.2  SELECAO DE SUBCONJUNTO DE ATRIBUTOS

A presenca de muitos atributos em um conjunto de dados — denominada alta
dimensionalidade — representa um desafio ao AM, ja que dificulta a operacdo de certos
algoritmos de aprendizado, demanda mais recursos computacionais para processa-lo e produz
modelos complexos e de dificil interpretacdo (TAN; STEINBACH; KUMAR, 2009; WANG;
TANG; LIU, 2017). Além disso, & medida que a dimensdo do conjunto aumenta cada vez
mais instancias de treinamento sdo exigidas para manter o bom desempenho do algoritmo de
AM e evitar o sobre-ajuste ou overfitting® do modelo, o que é reconhecido como a Maldicéo
da Dimensionalidade (KEOGH; MUEEN, 2017; KOHAVI; JOHN, 1997). Uma maneira de
minimizar tais complicacdes é através da reducdo da dimensionalidade dos conjuntos.

A SSA ou Selecdo de Variaveis é uma técnica de pré-processamento para reducao da
dimensionalidade de conjuntos de dados que procura pelo subconjunto minimo de seus
atributos que forneca o melhor desempenho de predicdo ao ser utilizado na elaboracdo de um
modelo (KOHAVI; JOHN, 1997; TAN; STEINBACH; KUMAR, 2009). Para isso, atributos
com ruido®, redundantes ou irrelevantes que poderiam reduzir a exatidio do modelo sdo
detectados e removidos enquanto apenas aqueles relevantes a tarefa em questdo sao mantidos,
semelhante ao ilustrado na Figura 3. Ao utilizar o subconjunto identificado — nomeado
subconjunto 6timo — espera-se combater os desafios impostos pela alta dimensionalidade,
bem como obter desempenho superior ou equivalente a utilizacdo de todos os atributos do
conjunto de dados (TAN; STEINBACH; KUMAR, 2009; WANG; TANG; LIU, 2017).

Um conjunto de dados com m atributos produz 2™ subconjuntos possiveis, portanto
a SSA efetua uma busca pelo subconjunto 6timo nesse espaco de possibilidades (TAN;
STEINBACH; KUMAR, 2009). Para executa-la, o algoritmo de SSA utiliza uma técnica de
busca que propde os subconjuntos de atributos candidatos enquanto uma medida de avaliacéo
analisa-os e atribui uma pontuacéo referente ao seu desempenho, o que é repetido até que um
critério de parada seja atendido. Depois, 0 subconjunto que obteve a melhor pontuacio® é
retornado e validado em um conjunto de dados independente ou por especialistas do dominio,

0 que conclui o procedimento de SSA devidamente ilustrado na Figura 4 (L1U; YU, 2005).

® O overfitting ocorre quando o modelo produzido se ajusta muito bem aos dados de treinamento, mas sua
capacidade de predicdo em novos dados é péssima, por isso deve ser evitado (KOHAVI; JOHN, 1997).

* Um atributo com ruido é aquele que teve seus dados incorretamente registrados devido a algum problema
durante sua coleta, portanto deve ser desconsiderado (WANG; TANG; LIU, 2017).

® Durante a busca o subconjunto que detém a melhor pontuacéo é memorizado, portanto cada novo subconjunto
candidato tem sua pontuagdo comparada com a de melhor desempenho até 0 momento. Se contemplar uma
pontuacdo melhor, entdo assume o posto de melhor subconjunto (LIU; YU, 2005).
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Figura 3 - llustracdo da selegdo de subconjunto de atributos em um conjunto de dados com cinco atributos de

entrada (A1-A5) e o atributo meta (A6)

Atributo
irrelevante

A1|A2| A3 | A4| A5 | A6

Conjunto de dados de entrada

Fonte: O autor.

Atributo
com Atributos
ruido redundantes

A1|A2| A3| A4| A5| A6

Selegao de Subconjunto
de Atributos

A1| A4| A6

Subconjunto otimo

Figura 4 - llustracdo do procedimento de identificagdo do subconjunto 6timo de atributos de um conjunto de

dados
Algoritmo de Selegdo de Subconjunto de Atributos
Atendido
erificar
Nao Atendido—=_ critério de
parada
Propor
Conjunto subconjunto de Avaliar
de dados atributos subconjunto
de entrada candidato
A
Subcc‘.\.njuntu de
atributos

Fonte: Adaptado de Tan, Steinbach e Kumar (2009).

Subconjunto
com melhor
escore

Validar

resultados

A SSA é um problema complexo néo sé pelo tamanho do espaco de busca (2™), mas

também pela interacdo entre os atributos do conjunto de dados. Segundo Kohavi e John
(1997) e Xue et al. (2016), um atributo irrelevante pode melhorar o resultado da predicdo ao
ser utilizado em conjunto com outro atributo ou entdo um atributo individualmente relevante

pode tornar-se redundante ao ser utilizado na presenca de outro atributo. Essas caracteristicas

tornam a SSA desafiadora, a qual é considerada um problema NP-Dificil ja que métodos

tradicionais de busca podem n&o conseguir encontrar uma solugdo em tempo habil (LIU; YU,
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2005). Diante de tais particularidades, Xue et al. (2016) enfatizam que a técnica de busca e a
medida de avaliacdo s&o os fatores-chave da SSA, ja que uma é responsavel por explorar o
espaco de possibilidades em busca do subconjunto 6timo enguanto a outra fornece o escore
que orienta tal busca, respectivamente.

Diferentes técnicas de busca e medidas de avaliacdo podem ser utilizadas na SSA, as
quais interferem no desempenho da busca e consequentemente no resultado obtido (LIU; YU,
2005; NICOLETTI; SANTORO, 2008). A técnica de busca necessita de um ponto de partida
e uma direcdo, além da propria estratégia de exploracdo do espaco de possibilidades. O ponto
de partida € o estado em que a busca se inicia e que influencia sua dire¢do, o qual pode iniciar
sem nenhum atributo (subconjunto vazio), com todos os atributos (subconjunto completo) ou
com os atributos definidos de maneira aleatoria (subconjunto aleatorio) e entdo somente
adicionar ou remover atributos progressivamente (direcdo para frente ou para tréas,
respectivamente) ou adicionar e remover atributos simultaneamente (bidirecional) (LIU; YU,
2005).

Quanto a estratégia de exploracdo do espago de possibilidades, Tan, Steinbach e
Kumar (2009, p. 63) destacam que a abordagem ideal seria testar todas as combinacdes
possiveis de atributos — busca exaustiva — e utilizar aquela que produz o melhor resultado, no
entanto isso ndo é pratico até em situacdes com um numero razoavel de atributos por conta da
guantidade de subconjuntos que necessitam ser avaliados (2™). Desse modo, é necessario
recorrer a métodos de busca heuristica que eliminam a necessidade de explorar todo o espago
de possibilidades, mas ndo garantem a identificacdo do subconjunto 6timo (NICOLETTI,
SANTORO, 2008). Alguns dos métodos de busca sdo 0s seguintes:

e Busca completa: garante encontrar o resultado 6timo conforme o critério de avaliacdo
utilizado, mas apresenta um espaco de busca de O(2™), sendo m o0 numero de
atributos do conjunto;

e Busca sequencial: este tipo de busca ndo garante a identificagdo do subconjunto
6timo, mas obtém rapidamente o resultado por conta do seu espaco de busca ser
geralmente O(m?) ou menor;

e Busca aleatoria: inicia com um subconjunto definido aleatoriamente e pode
prosseguir de duas formas; seguindo uma abordagem sequencial e injetar

aleatoriedade nela ou gerar 0s subconjuntos de maneira totalmente aleatoria.

Segundo Tan, Steinbach e Kumar (2009), a técnica de busca ideal deve encontrar o

subconjunto 6timo ou préximo do 6timo e ndo ser computacionalmente custosa, mas
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geralmente ndo é possivel atender ambos os requisitos e com isso balanceamentos séo

necessarios. Ainda, Liu e Yu (2005) destacam que o uso da aleatoriedade na busca ajuda a

escapar de 6timos locais, portanto técnicas com essa caracteristica sdo mais indicadas.

A medida de avaliacdo influencia a escolha do subconjunto 6timo, ja que estabelece

0 critério para comparar subconjuntos candidatos e assim apontar o melhor desses (TAN;
STEINBACH; KUMAR, 2009). Entretanto, cada medida utiliza um critério especifico de
avaliacdo e o subconjunto apresentado como 6timo por uma medida pode ndo ser visto da
mesma forma por outra (LIU; YU, 2005). Segundo Wang, Tang e Liu (2017) e Xue et al.

(2016), as medidas existentes diferem quanto a dependéncia ou ndo de um algoritmo de

aprendizado e por conta disso categorizam a SSA nas seguintes abordagens:

Baseada em filtros: a abordagem baseada em filtros recorre a medidas estatisticas que
analisam caracteristicas intrinsecas dos dados — ex. informacdo, consisténcia,
dependéncia/correlacdo ou distancia — para eleger o subconjunto Otimo, sem
utilizar/depender de algoritmos de aprendizado (JOVIC; BRKIC; BOGUNOVIC,
2015; LIU; YU, 2005, p. 493; XUE et al., 2016, p. 615-617). Por ndo envolver
algoritmos de ML a avaliacdo do subconjunto é executada rapidamente, mas o Vviés
existente entre os atributos e algoritmo de ML ndo é considerado e com isso 0
desempenho do subconjunto identificado pode ndo ser satisfatorio (WANG; TANG,;
LIU, 2017). Uma tabela com as técnicas de filtros mais comuns e suas respectivas
referéncias é apresentada em Jovic, Brkic e Bogunovic (2015, p. 1201) enquanto a
Figura 5 (a) ilustra o fluxo da SSA através dessa abordagem.

Baseada em envoltdrio ou wrapper: a abordagem wrapper utiliza como medida de
avaliagcdo o desempenho do modelo elaborado a partir do subconjunto candidato pelo
préprio algoritmo de aprendizado (TAN; STEINBACH; KUMAR, 2009). Segundo
Kohavi e John (1997) esse algoritmo opera como uma caixa-preta, j& que nenhum
conhecimento sobre seu funcionamento é necessario, portanto a técnica de busca acaba
tendo um papel de destaque nessa abordagem. Na avalia¢do de um subconjunto todo o
procedimento de ML é executado, portanto essa abordagem € lenta e demanda mais
recursos computacionais que a abordagem de filtros, entretanto considera o viés
existente entre atributos-algoritmo e com isso subconjuntos com elevado desempenho
sdo obtidos (LIU; YU, 2005; WANG; TANG; LIU, 2017). O subconjunto identificado
como 6timo, por sua vez, sera totalmente dependente do algoritmo utilizado, visto que

algoritmos distintos produzem subconjuntos otimos distintos e um atributo que
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beneficia certo algoritmo pode prejudicar ao outro (KOHAVI; JOHN, 1997; LIU; YU,
2005). A Figura 5 (b) ilustra o fluxo da SSA através dessa abordagem.

Figura 5 - llustracdo dos procedimentos envolvidos na (a) abordagem de filtro, e (b) abordagem wrapper da
selecdo de subconjunto de atributos

Conjunto de treinamento

Selecéo de Algoritmo de
——» subconjunto de Atributos selecionados aprendizado de
atributos > maquina

Conjunto de
treinamento

v - (a)
Acuracia
estimada
——

Avaliacéo final

Conjunto de
testes
Selecéo de . .
subconjunto de Conjunto de ‘Lremalmentn::= Algoritmo de
atributos i
Atributos selecionados apren;ilzgdo =
Algoritmo de " maquina
aprendizado de
Conjunto de magquina
treinamento - (b)
Acuracia
» Avaliacdo final  estimada,
Conjunto de
testes

Fonte: Adaptado de Kohavi e John (1997).

Por conta de cada abordagem adotar um critério especifico de avaliacdo, diferentes
propdsitos podem ser alcangados com a SSA. Segundo Liu e Yu (2005), para o proposito de
remocdo da redundancia ou irrelevancia a abordagem de filtros é sugerida, enquanto que para
obter elevado desempenho de predicdo a abordagem wrapper é mais indicada. Segundo
Kohavi e John (1997), apesar de a abordagem wrapper ser lenta, ainda € muito superior a
abordagem de filtros quando utilizada em conjuntos de dados reais. Por conta de um dos
objetivos dessa dissertacdo envolver a elaboracdo de um modelo com boa capacidade de
predicdo do teor de Al trocivel de amostras de solo, a abordagem wrapper de SSA foi

utilizada.
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Segundo Nicoletti e Santoro (2008), a abordagem wrapper enfatiza a importancia da
técnica de busca ja que a avaliagio depende somente do algoritmo de aprendizado utilizado. A
vista disso, diversos estudos foram conduzidos com objetivo de comparar as técnicas de busca
dos algoritmos de SSA (KUDO; SKLANSKY, 2000; NICOLETTI; SANTORO, 2008;
VINISKI; GUIMARAES, 2017; XUE: ZHANG; BROWNE, 2012). Tais estudos sugerem
que ao utilizar técnicas de Computagdo Evolutiva (CE, do inglés Evolutionary Computing)
como método de busca da SSA é possivel obter, em pouco tempo de execu¢do, subconjuntos
de qualidade superior aqueles obtidos pelos métodos tradicionais de busca quando conjuntos
de alta dimensionalidade sdo manipulados. Diante disso, a proxima secdo discute sobre tal
abordagem, a qual é apontada por Jovic, Brkic e Bogunovic (2015) como tendéncia de

pesquisa na area da SSA.

2.3  SELECAO EVOLUTIVA DE SUBCONJUNTO DE ATRIBUTOS

Os algoritmos construidos sobre a abordagem da CE simulam aspectos da evolugédo
natural dos seres bioldgicos — ex. selecdo natural, elitismo e reproducdo — para resolucdo dos
problemas computacionais a que sdo aplicados (ENGELBRECHT, 2007). Tais aspectos sao
implementados  algoritmicamente  através de operacBes estocasticas®, as  quais
sistematicamente modificam um conjunto de solucdes candidatas ao problema para que a
solucdo mais proxima da O6tima seja identificada (BANDARU; DEB, 2016;
ENGELBRECHT, 2007). Como resultado, uma poderosa capacidade de busca global e de
esquiva de 6timos locais’ é obtida, tornando algoritmos evolutivos favoraveis a resolugdo de
complexos problemas de busca e otimizacdo global como a SSA (BANDARU; DEB, 2016;
XUE et al., 2016).

Segundo Xue et al. (2016), as pesquisas para utilizacdo de algoritmos evolutivos na
SSA iniciaram no ano de 1990, porém tornaram-se populares somente no ano de 2007 quando
a quantidade de atributos presente nos conjuntos de dados passou a ser muito grande. Nessa
abordagem — nomeada selecdo evolutiva de subconjunto de atributos — a SSA é modelada
como um problema de otimizacgdo do tipo discreto em que o algoritmo evolutivo busca pela
melhor solucdo possivel. Cada solucdo do conjunto de solu¢Ges manipulado pelo algoritmo

propde um subconjunto de atributos candidato e a melhor solugéo identificada ao final das

® Operagdes estocasticas utilizam variaveis aleatérias/probabilisticas durante sua execucio.
" Um é6timo local é a solucéo ideal dentre suas vizinhas, porém nio é a solugéo ideal dentre todas as possiveis.
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iteracdes, segundo a funcdo de aptiddo utilizada®, apresenta o subconjunto 6timo
(LANGFORD et al., 2011; XUE et al., 2016). Uma ampla revisdo, bem como detalhes sobre
essa abordagem é apresentada em Xue et al. (2016).

Os algoritmos evolutivos elaboram um mapeamento do espaco de representacdo
original dos atributos de entrada para um espaco de representacdo secundario, no qual
executam suas operacdes estocasticas (LANGFORD et al.,, 2011). Tal representagdo
secundaria tipicamente consiste de uma cadeia de bits na qual um bit em uma posicédo
particular determina a sele¢do ou ndo do atributo de entrada correspondente — 1 para atributo
selecionado, 0 caso contrario — conforme ilustrado na Figura 6, o que configura a
representacdo discreta (LANGFORD et al., 2011; XUE et al., 2016). Como consequéncia,
para avaliar uma solucdo candidata é necessario decodificar seu espaco de representacao
secundario, ajustar o conjunto de dados conforme este e entdo estimar a qualidade da solucéo,

0 que pode impor certo custo computacional a SSA (LANGFORD et al., 2011).

Figura 6 - llustracdo da representacdo em cadeia de bits de um conjunto de solugdes candidatas na abordagem de
selecdo de subconjunto de atributos evolutiva

A2 | A3 | A5 | A6

Solucao candidata 1:

[of2]2]o]s

Al A5 | A6
Al]|A2|A3|Ad|AS | A6 Solucao candidata 2:

HOOOA

Solucao candidata N:

[2]2]o]o]s
Al| A2 | A5 | A6

Espaco de representacéo original Espaco de representacédo secundario Solucdes decodificadas

Fonte: O autor.

Segundo Langford et al. (2011) e Xue et al. (2016), a SSA Evolutiva € oportuna
porgue se ajusta facilmente aos dominios em que € aplicada e ndo exige conhecimento sobre

este, ndo faz nenhuma suposicdo sobre o espaco de busca (se € linear ou ndo) e ainda realiza

8 A funcéio de aptiddo ou funcéo objetivo tem a missdo de avaliar a solucdo codificada e retornar um valor
numeérico que represente sua qualidade em solucionar o problema em questao.
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uma poderosa busca global capaz de encontrar boas solugfes em pouco tempo de execugéo.
Entretanto, Xue et al. (2016) destacam que seu entrave esta nos seguintes topicos:

e Alto custo computacional: algoritmos evolutivos avaliam diversas solugdes
candidatas durante sua execucao, logo um alto custo computacional é esperado. Além
disso, a avaliacdo de uma solucdo candidata percorre todo o conjunto de treinamento,
portanto quanto mais instancias e atributos os conjuntos de dados possuirem, maior
sera o tempo necessario para avaliar uma Unica solucéo;

e Estabilidade dos algoritmos: devido a natureza estocastica, algoritmos evolutivos
geralmente produzem subconjuntos 6timos distintos a cada execugéo. Desse modo, a
consisténcia dos resultados obtidos pode ser prejudicada e um procedimento de

selecdo adicional, o qual deve ser executado pelo usuario, € necessario.

Diversos algoritmos evolutivos podem ser empregados na SSA. Segundo Xue et al.
(2016) os mais populares sdao Algoritmos Genéticos (AG) (HOLLAND, 1992) e PSO
(KENNEDY; EBERHART, 1995), os quais assemelham-se por manter um conjunto de
soluces candidatas ao problema®, mas que utilizam abordagens distintas para identificar a
solucdo do problema. Segundo Hassan et al. (2005), o PSO apresenta menor esforco
computacional que o AG para resolver os problemas em que € submetido. Ademais, Kennedy
e Eberhart (1995) destacam que o PSO é formado por conceitos simples implementados em
poucas linhas de codigo e com operadores matematicos primitivos, tornando-o
computacionalmente barato em termos de memdria e velocidade e mais atrativo em
comparacdo ao AG™. Diante de tais constatacdes o algoritmo PSO foi selecionado para este
trabalho, o qual é discutido na préxima secéo.

2.4 ALGORITMO DE OTIMIZACAO POR ENXAME DE PARTICULAS

O algoritmo de Otimizagdo por Enxame de Particulas — PSO — é uma metaheuristica
evolutiva que simula o comportamento incorporado em um bando de passaros'* para
resolucdo dos problemas de busca e otimizacdo em que é aplicado (KENNEDY;
EBERHART, 1995). Nele, as soluc¢des candidatas ao problema sdo denominadas particulas e

% Uma comparacdo entre os operadores do PSO e AG é apresentada em Eberhart e Shi (1998).

190 algoritmo genético requer a implementacéo de operadores de cruzamento, mutac&o e combinacao, 0s quais 0
tornam complexo se comparado ao PSO.

! Dentro do bando, um péssaro lider conduz o restante dos passaros até uma fonte de alimento. Se outro passaro
identifica uma fonte com potencial superior a do lider atual, este assume a lideranca e passa a conduzir o bando
para a nova direcdo, o qual rapidamente se organiza para obedecer aos seus comandos. Mais detalhes podem ser
verificados em Kennedy e Eberhart (1995).
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encontram-se posicionadas num espaco de busca d-dimensional®?

conforme a qualidade ou
aptiddo da sua solugdo, a qual é determinada pela fungéo de aptiddo do problema. Para buscar
pela solucdo Gtima, a cada iteracdo as particulas sdo reposicionadas de acordo com as
melhores posic¢Ges obtidas por si e suas particulas vizinhas até 0 momento, o que proporciona
um "voo" em direcdo as regifes 6timas do espago de busca enquanto novas areas ainda séo
exploradas (ENGELBRECHT, 2007; ZHANG et al., 2015). Ao final da execucdo do
algoritmo, a particula com melhor posicionamento é definida solugdo 6tima do problema.

O voo das particulas pelo espaco de busca ocorre a certa velocidade. Segundo Clerc
(2012) e Engelbrecht (2007), essa velocidade é o proprio deslocamento da particula & sua
préxima posicdo, portanto é o que guia o processo de otimizacdo. Para definir a posicdo p de
uma particula i na iteracdo t + 1 do algoritmo, primeiro sua velocidade (v) é atualizada
através da Equacédo 4 e entdo o valor obtido é acrescentado a sua posicao atual, conforme a
Equacdo 5. Na Equacdo 4, w ¢ utilizado para garantir a convergéncia do algoritmo e assim
controlar sua exploracéo e explotacdo™, ¢1 e @2 sido coeficientes de aceleracdo, r1 e r2 sdo
valores aleatorios uniformemente distribuidos no intervalo [0, 1] responséveis pelo
comportamento estocastico, sendo esses os parametros de controle do algoritmo, enquanto
pBest e gBest remetem as melhores posicOes identificadas pela particula e pelo enxame,
respectivamente, até o momento (ENGELBRECHT, 2007; ZHANG et al., 2015).

vig(t+1) =w - v5(t) + @1 -11 - (pBestiy — pia(t))

4
+ @2 -12 - (gBesty — pia(t))

Pia(t +1) = pig(t) + vyt + 1) (5)

Segundo Engelbrecht (2007) e Zhang et al. (2015), os termos da Equacéo 4 possuem
as seguintes fungdes: o primeiro termo (w - v;4(t)) é conhecido como componente de inércia
e € utilizado para evitar que a particula mude drasticamente de direcdo, operando como uma
memoria da direcdo anterior do voo; o segundo termo (@1 -r1 -(pBestl-d - pl-d(t))) é
denominado componente cognitivo, o qual quantifica a distancia atual da particula em relacao
a sua melhor posicéo obtida até 0 momento — pBest — e permite que a particula retorne ate
esta; ja o terceiro termo (@2 -r2 - (gBest; — p;q(t))) é denominado componente social, 0

qual quantifica a distancia atual da particula em relacdo a melhor posi¢do obtida pela sua

12 A quantidade de dimensdes d é igual ao nimero de variaveis a serem otimizadas no problema.

3 Segundo Engelbrecht (2007), exploragdo é quando o algoritmo procura por diferentes regides do espago de
busca enquanto explotacdo é quando se concentra numa area promissora desse espaco para refinar uma solugao
candidata.
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vizinhanga — gBest — e permite que a particula dirija-se até ela. Ainda nessa equagéo, ¢1 em

conjunto com r1 e @2 em conjunto com r2 controlam a influéncia dos componentes

cognitivo e social, respectivamente, na velocidade da particula.

Além dos parametros de controle utilizados na equacao de atualizagdo da velocidade

das particulas — w, @1, 92,71 e r2 — outros parametros interferem no desempenho do

algoritmo e consequentemente no resultado obtido. Esses, apesar de possuirem valores padrao

sugeridos por diversos autores, muitas vezes sdo especificos ao problema em questdo e por

isso devem ser selecionados empiricamente a fim de identificar qual proporciona o melhor

resultado. Sao eles:

Quantidade de particulas do enxame: Segundo Engelbrecht (2007, p. 312), quanto
maior o numero de particulas do enxame, maior serd sua diversidade de solucdes e
com isso mais areas do espaco de busca serdo cobertas, entretanto a complexidade
computacional também ser& maior, mais iteracbes podem ser exigidas para identificar
uma boa solucdo e a busca do algoritmo pode degradar a uma busca aleatéria. Apesar
dessa caracteristica, Engelbrecht (2007) destaca que o PSO apresenta melhores
resultados ao utilizar poucas particulas, como de 10 a 30.

Numero de iteracGes: Ao utilizar uma pequena quantidade de iteracdes a busca pode
encerrar prematuramente, porém uma quantidade elevada pode acrescentar
complexidade computacional desnecesséria (ENGELBRECHT, 2007). Em diversas
situacBes o namero de iteracBes € utilizado como critério de parada do algoritmo, por

isso deve ser estabelecido com cautela a fim de garantir a obtencdo de bons resultados.

O Algoritmo 1 apresenta os passos executados pelo PSO para resolugdo de um

problema de otimizacdo em que procura-se minimizar o valor retornado pela funcdo de

aptidao f. Nesse algoritmo, N,, € o nimero total de particulas do enxame e t representa a

iteracdo atual. Podem-se destacar trés passos principais executados no algoritmo, sendo eles:

Passo 1 — Inicializacé@o das particulas: O primeiro procedimento a ser executado € a
inicializacdo das particulas do enxame, o que segundo Engelbrecht (2007, p. 297)
determina a eficiéncia do algoritmo j& que esta define como o espago de busca seré
coberto e como as particulas estardo distribuidas nele'®. Para cada particula, cada
dimensdo d dos seus vetores de posi¢do e velocidade recebe um valor aleatorio

contido entre um limite inferior — LB — e superior — UB — pré-estabelecido, 0s quais

14 |ss0 também é reconhecido como a diversidade do algoritmo.
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Algoritmo 1: ALGORITMO DE OTIMIZACAO POR ENXAME DE PARTICULAS

Entrada: Funcao de aptidao f capaz de avaliar as solugoes das particulas, N, e o
Critério de parada
Saida: Melhor solugio encontrada pelo algoritmo
inicio
// Passo 1: Inicializagdo das particulas
para cada particula i=1, ..., N, faca
(a) Inicialize cada dimensao d de seus vetores de posigao e velocidade com
um valor continuo aleatorio contido entre U(LB, UB)

(b) Atribua o conteiido do vetor posigao ao pBest: pBest;(0)) = p;(0)

fim
Atribua como gBest a particula que retorna o menor valor ao ser avaliada pela
funcao de aptidao f: gBest(0) = argmin f[p:(0)]

/{ Passo 2: Movimentagdo das particulas
repita
para cada particula i=1, ..., N, faga

(a) Atribua valores continuos aleatorios contidos entre e 1 4 ) e 1y
(b) Atualize a velocidade da particula de acordo com a Equacao 4
(c) Atualize a posicao da particula de acordo com a Equagao 5

(d) Se f[p:(t + 1)] < fpBesti(t)] faca

(d.1) Atualize o pBest da particula i: pBest;(t + 1) = pi(t + 1)

(d.2) Se f[p;(t +1)] < f[gBest(t)], atualize o gBest do enxame:
gBest(t) = pi(t + 1)

(e) Incremente o niimero de iteragoes: t + (¢ + 1)

fim

até Critério de parada

// Passo 3: Retorne a melhor solugdo encontrada
retorna gBest(t)
fim

servem para respeitar o dominio do problema a ser otimizado. Na sequéncia, 0 pBest
da particula recebe o contetdo do seu vetor posicdo, visto que a melhor posicao obtida
até 0 momento é a posicao inicial. Depois de inicializar a posicéo, velocidade e pBest
das particulas, aquela que obteve o menor valor ao ser avaliada pela fungédo de aptidao
é eleita 0 gBest do enxame.
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e Passo 2 — Movimentacao das particulas: No segundo passo ocorrem as iteraces que
movimentardo as particulas pelo espaco de busca até que o critério de parada seja
atendido. Para cada particula do enxame, primeiro sdo atribuidos dois valores
aleatdrios a r1 e r2 e entdo sua velocidade e posicdo sdo atualizadas através das
Equagbes 1 e 2, respectivamente. Na sequéncia, a funcdo de aptiddo f avalia a
qualidade da solugdo contida no vetor posi¢do da particula e compara com aquela do
seu pBest e gBest atuais. Se a nova solugdo for melhor que alguma dessas, entdo as
substitui.

e Passo 3 — Retorno da melhor solucéo identificada: No terceiro e Gltimo passo o
algoritmo ja encerrou a movimentacdo das particulas, portanto a melhor solucédo

obtida pelo algoritmo — gBest — é retornada.

O PSO foi apresentado como um algoritmo para otimizacdo de problemas continuos
ndo lineares, entretanto sua simplicidade e eficacia motivaram sua adaptacdo para resolucao
de outros tipos de problemas, como multi-objetivo, com restricdes e discretos (KENNEDY;
EBERHART, 1995; ZHANG et al., 2015). Além disso, diversas varia¢cdes da versao original
foram apresentadas com objetivo de melhorar a diversidade das particulas, a qualidade das
solucdes obtidas e a convergéncia do algoritmo (ENGELBRECHT, 2007). Algumas dessas
adaptacOes e variagdes podem ser verificadas em Engelbrecht (2007, p. 314-354) e Zhang et
al. (2015, p. 3-14), os quais listam e discutem-nas com mais detalhes.

Clerc (2012), tendo como objetivo estabelecer uma versdo padrdo que oferecesse
estabilidade, alto desempenho e permitisse uma comparacao justa com outras metaheuristicas,
utilizou-se dos resultados de diversos estudos de aprimoramento do PSO para propor a versao
intitulada Standard PSO 2011 (SPSO2011). Essa apresenta as seguintes modificacdes em
relacdo a verséo original do PSO:

e Inicializacdo das particulas: O SPSO2011 adota 0s mesmos passos de inicializa¢éo
das particulas que o PSO original, exceto para o vetor de velocidade. Segundo Clerc
(2012), ao utilizar o método de inicializagdo de velocidade padrdo do PSO em um
problema com alta dimensionalidade — como o de SSA em conjuntos de dados
espectrais — as particulas rapidamente deixam o espago de busca. 1sso é contornado
atraves da definicdo de novos limites inferior e superior para geracdo do valor
aleatorio de velocidade, os quais sdo obtidos através da subtracdo do valor de posicéo

na dimensdo d da particula i (p;4(0)) dos limites inferior (LB) e superior (UB) pré-
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estabelecidos para o espaco de busca. Desse modo, o valor aleatorio para a dimenséo d

do vetor de velocidade é obtido conforme a Equagéo 6.

v;4(0) = U(LB — p;q(0),UB — p;4(0)) (6)

Equacao de atualizacédo de velocidade e posicdo: A atualizacdo da velocidade das
particulas do SPS0O2011 é realizada, segundo Clerc (2012), de uma forma geométrica,
a qual nao depende de um sistema de coordenadas nem do método de atualizacdo de
dimensdo em dimensdo adotado originalmente no PSO. Para isso, um centro de
gravidade G é estabelecido entre a posicao atual (p;), um ponto além do pBest (x;) e
um ponto além do gBest (g;) da particula i, formalmente definido conforme a Equacéo
8. No entanto, se 0 pBest da particula i € 0 gBest do enxame uma estratégia distinta é
adotada para o calculo do centro de gravidade, o qual passa a desconsiderar 0 g; e é
calculado conforme a Equacdo 9. A constante ¢ utilizada nas Equacdes 8 e 9 recebe

um valor aproximado de 1,193, obtido atraves da Equacéo 7.

c=1/,+In2 ~1,193 7)
x.— .
Gi=Pi+Clzpl )

Apos calcular o centro de gravidade da particula, um ponto aleatério p’; é obtido a
partir de uma hiperesfera de centro G; e raio ||G; — p;||. Esse ponto é utilizado no
calculo da nova velocidade e posicdo da particula, realizados conforme as Equagoes

10 e 11, respectivamente.
vit+ 1) =w - v(t) + p',(©) — p:(®) (10)
pit+1D) =w - v;(t) +p',(t) (11)
A Figura 7 ilustra como € determinada a nova posic¢ao de uma particula no SPSO2011,

sendo p; a posicao atual, p;(t + 1) a nova posi¢gdo — a qual também é influenciada

pela inércia (w) e velocidade atual (v;) — e o circulo de cor cinza a hiperesfera
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construida. Segundo Clerc (2012), ocorre a explotagéo do algoritmo quando p;(t + 1)

esta dentro da regido da hiperesfera e exploragdo caso contréario.

Figura 7 - llustracdo da determinacdo da nova posicdo de uma particula pelo SPS02011

P (t+1)

Fonte: Adaptado de Clerc (2012, p. 10).

e Meétodo de confinamento: Um método de confinamento é utilizado no SPSO2011
para garantir que a particula ndo saia dos limites do espaco de busca a que foi
determinada. Esse procedimento garante um melhor desempenho do algoritmo e,
quando adotado, é executado depois da atualizacdo de velocidade e posicdo da
particula e antes da atualizacdo do pBest. Segundo Clerc (2012), cada dimensdo d do
vetor posicdo da particula i deve conter um valor entre os limites inferior (LB) e
superior (UB) pré-estabelecidos para o espaco de busca, caso contrario a velocidade e
posicao da particula serdo determinadas pelo método de confinamento apresentado na
Equacdo 12.

.
Sepia(t +1) < LB entdo {vid(t +1)= =05 - vu(t+1)

pig(t +1) = UB (12)

Sepig(t +1) > UB entdo {vid(t +1)= =05 vu(t+1)

\

Ao utilizar uma versdo como o0 SPSO2011 que assegura o correto funcionamento do

algoritmo também se garante a obtencdo de resultados de qualidade para o problema de
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otimizagdo, portanto esse aspecto deve ser atentado ao escolher a versdo do PSO para o
problema em questéo.

2.5 TRABALHOS CORRELATOS

Devido cada algoritmo de AM adotar uma abordagem especifica para propor um
modelo e isso impactar no desempenho de predicédo, diversos trabalhos de ERD-IR aplicada a
estimativa do teor de nutrientes de amostras do solo procuraram identificar o algoritmo que
proporciona o modelo com melhor desempenho de predi¢do do atributo de interesse. Além
disso, a transformacdo ideal para pré-processar os dados do conjunto antes da elaboracdo do
modelo também ¢é investigada, visto que esta comumente melhora o desempenho de predicao.

A lista abaixo exemplifica alguns desses trabalhos:

e Nawar et al. (2016) compararam os algoritmos PLSR, SVMR e Multivariate Adaptive
Regression Splines (MARS) na elaboracdo de modelos para predicdo do teor de
Matéria Organica e Argila a partir de um conjunto constituido por 215 atributos de
entrada e 102 instancias referentes a amostras de solo do Egito. Ademais, a melhor
transformacéo de sete consideradas foi verificada para que a combinacdo de algoritmo
e transformacdo que proporcionou o melhor desempenho de predi¢do fosse
reconhecida. Seus resultados indicam que o algoritmo MARS forneceu, na maioria dos
casos, 0s modelos com melhor desempenho de predicdo desses nutrientes e ao ser
combinado com a transformacdo de Remocdo de Refletancia Continua tal desempenho
foi aprimorado ainda mais.

e Qi et al. (2018) compararam os algoritmos PLSR, Nonlinear Intelligent Algorithm
Least Squares-Support Vector Machine e Rede Neural Artificial (RNA) do tipo
Backpropagation combinados com cada uma das 21 transformag6es consideradas para
predicdo do teor de Nitrogénio, Fosforo e Potdssio com objetivo de identificar a
combinacéo de transformacéo e algoritmo que proporcionou o melhor desempenho de
predicdo a partir de um conjunto de treinamento com 303 atributos de entrada e 102
instancias referentes a amostras de solo da China. Seus resultados apontaram
combinagBes especificas para cada nutriente investigado, logo ndo foi possivel indicar
uma combinagdo comum a todos.

e Xu et al. (2018) compararam os modelos produzidos pelos algoritmos Principal
Components Regression, PLSR, RNA Backpropagation e SVMR para estimativa de

Matéria Organica, Nitrogénio, Fosforo e Potassio a partir de um conjunto com 366
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atributos de entrada e 410 instancias referentes a amostras de solo de arrozais chineses.
Seus resultados indicaram que 0 SVMR elaborou os modelos com melhor desempenho
para predicdo de Matéria Orgéanica, Nitrogénio e Fosforo enquanto RNA

Backpropagation produziu o melhor modelo para predicdo de Potassio.

Segundo Soriano-Disla et al. (2014), o algoritmo PLSR é o mais utilizado para
elaboracdo de modelos de espectroscopia devido sua insensibilidade a colinearidade,
facilidade de uso e disponibilidade em ferramentas de software, entretanto os trabalhos
listados comprovam que outros algoritmos de ML fornecem modelos com desempenho
superior ao deste. Tais trabalhos também demonstram que ndo é possivel apontar um Gnico
algoritmo, bem como transformacao, para elaborar todos os modelos ja que o desempenho de
predicdo varia conforme o nutriente de interesse e as caracteristicas do conjunto de dados —
dimensionalidade, numero de instancias — o que justifica a busca pelo algoritmo de ML e
transformacéo ideais.

A Tabela 1 apresenta os valores de R?, RMSE e RPD referentes ao desempenho de
alguns modelos apresentados por diversos autores para predicao do teor de aluminio trocavel,
na qual n refere-se a quantidade de instancias utilizadas no treinamento ou validacdo. Por
conta dos modelos serem restritos a regiGes geogréficas especificas a comparacdo direta de
desempenho ndo é aconselhada, entretanto percebe-se que algoritmo utilizado, regido
espectral manipulada e quantidade de instancias interferem no desempenho de predigéo.
Desses, modelos elaborados a partir da regido espectral do MIR lograram o melhor
desempenho de predicdo, entretanto equipamentos que operam nessa regido sdo mais caros e
exigem maior preparacao das amostras, o que precisa ser considerado ao escolher a regido em
que a andlise sera executada (SORIANO-DISLA et al., 2014). A vista disso, melhorar o
desempenho de predi¢cdo dos modelos elaborados na regido do Vis-NIR mostra-se oportuno
em vista do custo do equipamento e das analises.

A SSA mostrou-se adequada para melhorar o desempenho de predi¢cdo dos modelos
de ERD-IR, ja que ao utiliza-la somente atributos relevantes sdo mantidos e com isso a
dimensionalidade do conjunto é reduzida, o que favorece a operagdo dos algoritmos de ML.
Trabalhos como de Rossel e Behrens (2010), Vohland et al. (2014) e Vohland et al. (2016)
que compararam modelos elaborados pelo mesmo algoritmo de ML a partir de todos ou
somente atributos selecionados comprovam a efetividade dessa técnica, a qual sempre
proporcionou resultados superiores a utilizacdo de todos os atributos dos conjuntos de dados
de ERD-IR.



36

Tabela 1 - Desempenho de modelos reportados por diversos autores para predigao do teor de aluminio trocavel de amostras de solo

Algoritmo Regido Treinamento Validacéo
Autores Dados transformados
de ML espectral n R2? RMSE RPD n R2? RMSE RPD
Abdi et al. (2012) PLSR modificado Sim Vis-NIR 140 0,89 31,0 38 0,85 3160 2,56
Riedel et al. (2018) PLSR Sim Vis-NIR 103 0,60 1,74 100 055 1,28
MIR 103 0,89 0,91 100 0,85 0,66
Rossel e Webster (2012) Ordinary Least Squares ~ Sim Vis-NIR 3.158 0,26 1,53 1.578 0,28 1,49
Terra, Dematté e Rossel (2015) SVMR (kernel linear) Sim Vis-NIR 881 037 134 378 043 1,24
MIR 881 0,76 0,82 378 0,79 0,76
Vendrame et al (2012) PLSR modificado Sim Vis-NIR 90 0,62 0,30 43 0,65 0,40
Rossel et al. (2006) PLSR Né&o Vis-IR 49 0,01 1,31
NIR 49 0,61 0,88
MIR 49 0,43 1,00
Vis-NIR- 49 0,37 1,06
MIR
Xu et al. (2018a) PLSR Sim Vis-NIR 279 140 059 051 1,55

Fonte: O autor.



37

Sarathjith et al. (2016) e Xiaobo et al. (2010) apresentam algumas das técnicas ja
utilizadas na SSA de conjuntos de ERD-IR para predicdo de diversos atributos do solo, as
quais sdo em maior parte abordagens de filtros. Por exigirem menos tempo de execucdo que
aquelas da abordagem wrapper, acredita-se que esse seja 0 motivo da preferéncia dos autores.
Ainda assim, ndo é possivel apontar uma abordagem/técnica ideal a todos 0s cenarios, pois
conforme as caracteristicas do conjunto de dados e o atributo de interesse o desempenho
varia. Ademais, Vohland et al. (2016) comprovaram que o0s atributos apontados como
relevantes para predicdo de um mesmo nutriente diferem conforme a regido geografica onde
as amostras foram coletadas — visto que os diferentes constituintes do solo interferem na
resposta espectral — portanto além de reconhecer a técnica de SSA que identifica-os com
melhor qualidade é interessante reconhecer quais sao esses atributos para regides especificas.

A SSA evolutiva demonstrou habilidade na identificacdo de subconjuntos de
qualidade ao ser aplicada sobre conjuntos de alta dimensionalidade, 0 que nem sempre era
possivel em funcdo do tempo de execugdo das técnicas convencionais de SSA. Kudo e
Sklansky (2000) aplicaram diversos algoritmos de SSA sobre 8 conjuntos de
dimensionalidade variada e identificaram que a partir de 50 atributos a busca pelo AG ja é
aconselhada. Nicoletti e Santoro (2008) compararam 5 métodos de busca de algoritmos de
SSA e constataram que com alta dimensionalidade o AG fornece os melhores resultados. Ja
Viniski e Guimardes (2017), ao comparar os métodos de busca Genética e Best First nas
abordagens filtro e wrapper da SSA em um conjunto de dados de ERD-IR para predicdo de
areia e argila, identificaram que a busca Genética propiciou os subconjuntos com melhor
desempenho de predigdo em ambas as abordagens. Muitos trabalhos empregam o AG por
conta de sua popularidade, entretanto outros algoritmos evolutivos, como o PSO, também séo
utilizados (XUE et al., 2016).

O algoritmo evolutivo PSO destaca-se pela sua simplicidade, baixa complexidade
computacional e potencial em fornecer boas solugbes. Este ja foi utilizado na SSA em
diversos dominios (XUE et al., 2016, p. 612-614), entretanto ainda ndo foi aplicado sobre
conjuntos de dados de ERD-IR para estimativa do teor de aluminio trocavel de amostras de
solo da regido dos Campos Gerais. Trabalhos que reportam sua utilizagdo comumente tém
como objetivo propor melhorias ao algoritmo que favorecam a SSA (NGUYEN; XUE;
ANDREAE, 2017; NGUYEN et al., 2017; XUE; ZHANG; BROWNE, 2014) ou abordagens
hibridas que realizam a SSA concomitantemente a otimizacdo dos parametros de controle do
algoritmo de ML (LIU et al., 2011; WU; CHENG, 2010). Ademais, quase a totalidade desses

tratam de tarefas de classificacdo e ndo regressao dos dados.
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Xue, Zhang e Browne (2012), ao comparar a qualidade dos subconjuntos obtidos
através das versdes continua e discreta do PSO na SSA, constataram que a versdo continua
proporciona subconjuntos de qualidade superior, ja que tais subconjuntos utilizam menos
atributos e logram desempenho de predicao superior aqueles da versdo discreta. Em virtude da
SSA ser um problema do tipo discreto, para utilizar a versdo continua do PSO é necessario
estabelecer um valor de limiar que determina se o valor continuo existente no indice da
particula — visto que cada indice remete a um atributo de entrada do conjunto de dados —
indica a selecdo ou ndo do respectivo atributo do conjunto de dados, o qual é selecionado
sempre que tal valor é maior ou igual aquele do limiar, conforme ilustrado na Figura 8.

Tran et al. (2016), ao comparar os limiares 0,05; 0,2; 0,4; 0,6; 0,8 e 0;95,
identificaram que tal valor interfere na quantidade de atributos selecionados e que o valor
ideal a ser utilizado varia conforme o conjunto de dados manipulado, portanto a identificacdo
desse é fundamental para a efetividade da SSA através do PSO continuo. Além disso, é
reconhecido que o nimero de iteraces e tamanho do enxame interferem no resultado do
algoritmo pelos motivos discutidos na secdo 2.4. Portanto, os valores ideais desses trés
parametros devem ser investigados ao realizar a SSA com PSO para que o melhor resultado
possivel seja obtido. Ao identifica-los, é possivel estabelecer qual configuracdo propicia o0s

melhores subconjuntos quando conjuntos com as mesmas caracteristicas sao manipulados.

Figura 8 - Representa¢do da codificacdo das particulas na versdo continua do PSO para um problema de selecéo
de subconjunto de atributos em que o valor 0,6 foi estabelecido como limiar

A2| A3| A5| A6

Particula 1:

0,10|0,87|0,65)0,43|0,98

Al|A2| A3| A4| A5 | AB Al| A5| A6
Particula 2:

0,70|0,13|0,57|0,25|0,60

Particula N:

0,99|0,78|0,05|0,44 0,91\

Espaco de representacao original Espaco de representacéo das particulas Solugdes decodificadas
Fonte: O autor.
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3 MATERIAL E METODOS

Este capitulo apresenta o material e os métodos utilizados para alcancar os objetivos
da dissertacdo. A secdo 3.1 trata dos conjuntos de dados utilizados, a se¢do 3.2 descreve a
modelagem da SSA como problema de otimizacdo, a secdo 3.3 descreve aspectos
relacionados ao algoritmo PSO e a secdo 3.4, por fim, descreve como procedeu a analise dos

resultados.

3.1 CONJUNTOS DE DADOS

Neste trabalho foram utilizados dois conjuntos de dados de ERD-IR, um para
executar a SSA e elaborar o modelo de predi¢cdo — Conjunto de dados 1 — e outro para validar
de maneira independente seu resultado — Conjunto de dados 2 — conforme sugerido para o
procedimento de SSA ilustrado na Figura 4. Cada conjunto contém dados de amostras
coletadas em propriedades agricolas distintas, mas localizadas numa regido geografica com as
mesmas caracteristicas de formacdo do solo o que minimiza a influéncia de seus diferentes
constituintes na resposta espectral. O Conjunto de dados 1 foi gerado por Proenca (2012)
enguanto o Conjunto de dados 2 por Teixeira (2014), portanto esses ja foram utilizados para
elaborar modelos de predicdo do teor de outros nutrientes do solo. As subsecbes abaixo
descrevem as caracteristicas desses conjuntos, porém mais detalhes sdo fornecidos em
Proenca (2012) e Teixeira (2014).

3.1.1. Area de estudo e coleta das amostras

As propriedades agricolas em que as amostras foram coletadas estdo situadas na
regido paranaense dos Campos Gerais, a qual esta entre 24 e 26° sul de latitude, 49 e 51° oeste
de longitude com altitude entre 600 e 1.300 metros do nivel do mar, destacada pela linha de
cor vermelha no mapa da Figura 9 (PROENCA, 2012). O clima dessa regido é classificado
como Subtropical Umido Mesotérmico, o qual apresenta temperaturas amenas no verao e
ocorréncia de geadas frequentes e severas no inverno, sem apresentar uma estagdo seca
definida (TEIXEIRA, 2014). A precipitagdo pluvial média da regido varia entre 1.400 a 1.800
milimetros, sendo os meses de Setembro a Mar¢o 0s mais chuvosos.

As amostras de solo que constituem o Conjunto de dados 1 foram obtidas de uma
propriedade localizada no municipio de Pirai do Sul, Parang, Brasil, o qual esta destacado pela

cor verde no mapa da Figura 9. A area amostrada é composta principalmente por Latossolos
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de textura média a argilosa e possui uma extensdo de 110 hectares, dos quais foi retirada uma
amostra por hectare com apoio de um grid geo-referenciado (PROENCA, 2012). Cada
amostra é o resultado da uniformizacdo de oito sub-amostras retiradas em torno do ponto de
coleta na profundidade de 00-20 cm do solo, portanto 111 amostras foram obtidas.

J& as amostras que constituem o Conjunto de dados 2 foram obtidas de uma
propriedade localizada no municipio de Ponta Grossa, Parand, Brasil, o qual esti destacado
pela cor azul no mapa da Figura 9. Nessa area, a qual é constituida por Latossolo Vermelho-
escuro distrofico de textura média com alta acidez, foi coletado um total de 231 amostras nas
seguintes profundidades: 38 amostras de 00-05 cm, 38 amostras de 05-10 cm, 38 amostras de
10-20 cm, 59 amostras de 20-40 cm e 58 amostras de 40-60 cm (TEIXEIRA, 2014).

Figura 9 - Mapa dos municipios do estado do Parand com a regido dos campos gerais delimitada pela
linha de cor vermelha e municipios de Ponta Grossa e Pirai do Sul destacados pela cor azul e verde,
respectivamente

Fonte: Adaptado de World Wide Web.

As amostras coletadas em ambas as propriedades foram encaminhadas ao laboratério
de anélises fisico quimicas da Fundacdo ABC', empresa que atua no desenvolvimento de
pesquisa aplicada a agricultura, para que as medicdes fossem realizadas. Todas as amostras
foram mantidas numa estufa com circulacdo forcada de ar a 40°C por um periodo de 12 horas

para sua secagem, depois moidas em moinho martelo, homogeneizadas e entdo passadas

15 http://fundacaoabc.org/


http://fundacaoabc.org/
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numa peneira de malha de 2 mm para s6 entdo executar as analises pertinentes (PROENCA,
2012; TEIXEIRA, 2014).

3.1.2. Analise espectral

O espectrometro da marca FOSS, modelo XDS Near-infrared exibido na Figura 10
foi utilizado para mensurar a refletancia difusa das amostras de ambos 0s conjuntos de dados
enquanto o software ISlscan, versao 3.2, foi empregado para obtencdo dos espectros. Esse
equipamento realiza suas leituras no intervalo de 400 a 2.500 nm, portanto as regifes do Vis-
IR e NIR — segundo o Quadro 1 — foram manipuladas. Cada leitura foi realizada com um
intervalo de 2 nm entre os comprimentos de onda, portanto dados de refletancia de 1.050
comprimentos de onda foram obtidos. Ja os valores registrados nos conjuntos de dados sdo da
absorbancia aparente de cada comprimento de onda, o qual é resultado da conversdo de

log 1/ p Onde R representa o respectivo valor de refletancia (PROENGCA, 2012; TEIXEIRA,
2014).

Figura 10 - Espectrémetro da marca FOSS, modelo XDS Near-infrared, utilizado para mensurar a refletancia
difusa das amostras.

Fonte: Proenga (2012).

3.1.3. Analise quimica de referéncia

A analise de referéncia foi executada ap6s a analise espectral, ja que utiliza reagentes
guimicos que poluem as amostras e implicam no seu descarte. O teor de aluminio trocavel foi
determinado por meio de extragdo com solugdo de KCI 1 mol/L, seguida de titulagdo com
solucdo de NaOH 0,025 mol/L, de acordo com os métodos descritos em Pavan et al. (1992).
Os resultados dessa analise foram entdo anexados aos respectivos dados espectrais, 0 que

finalizou a composigéo dos conjunto de dados.
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3.1.4. Estatistica descritiva

Cada conjunto de dados foi constituido por 1.050 atributos oriundos da analise
espectral mais o atributo meta obtido pela anélise de referéncia, totalizando 1.051 atributos.
Entretanto, ao tentar elaborar um modelo com o algoritmo de Regressdo Linear Multipla
(RLM) na presenca dos 1.050 atributos de entrada o software R ndo executava, ja que tal
quantidade de atributos limita suas operacdes com o algoritmo, portanto esses conjuntos
fornecem o cenério ideal para investigar a aplicabilidade da SSA evolutiva com PSO.

Em razdo das amostras do Conjunto de dados 2 corresponderem a diferentes
profundidades foi necessario obter o valor médio dos seus dados para coincidir com aqueles
da profundidade de 00-20 cm das amostras do Conjunto de dados 1. A abordagem adotada foi
a mesma de Teixeira (2014), a qual processou os valores de refletancia e referéncia das 38
amostras das profundidades de 00-05 cm, 05-10 cm e 10-20 cm conforme a Equagédo 13 e
registrou os respectivos valores médios obtidos como de uma Unica instancia, portanto 38

instancias constituiram o Conjunto de dados 2.

Amostragg_zo = (( (Amostragg_os + Amostrags_q19)/2) + Amostra,y_q)/2 (13)

Das 38 instancias do Conjunto de dados 2, 13 apresentaram valores para o atributo
meta superiores ao valor maximo deste no Conjunto de dados 1, logo foram consideradas
outliers e descartadas para ndo prejudicar o resultado da validacdo. A Tabela 2 apresenta 0s
valores de média, desvio padrdo, mediana, obliquidade™, minimos e maximos do atributo
meta Aluminio nos conjuntos de dados manipulados, sendo n a quantidade de instancias

presente em cada conjunto.

Tabela 2 - Estatistica descritiva do atributo meta Aluminio nos conjuntos de dados manipulados

Média  Desvio padréo Minimo  Mediana Maximo Obliquidade
Conjunto de dados 1 2,498 1,842 0,1 2,5 8,0 0,528
(n=111)
Conjunto de dados 2 3,330 1,931 0,75 3,02 7,7 0,732
(n=25)

Fonte: O autor.

16 Obliquidade é uma medida estatistica da assimetria de determinada distribuicdo de frequéncia.
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3.2 MODELAGEM DO PROBLEMA

Para executar a SSA com PSO é necessario elabora-la como um problema de
otimizacdo que atenda a representagdo manipulada pelo algoritmo, conforme descrito na
Secdo 2.3. As proximas subsecdes discutem as estratégias de modelagem adotadas neste

trabalho para atingir tal proposito.

3.2.1. Caodificacdo das particulas

As particulas do enxame foram codificadas de forma que cada indice do vetor
posicdo correspondeu ao indice de um atributo de entrada do conjunto de dados, portanto a
dimensdo das particulas, d, foi igual a 1.050. Conforme Xue, Zhang e Browne (2012)
constataram, a versao continua do PSO fornece subconjuntos de qualidade superior aqueles de
sua verséo discreta'’, portanto optou-se por utiliza-la.

Em virtude do vetor posicdo conter valores continuos e a SSA ser um problema do
tipo discreto um valor continuo foi estabelecido como limiar, assim sempre que o valor
presente no indice d era maior ou igual ao valor do limiar o respectivo atributo do conjunto de
dados era selecionado, semelhante ao ilustrado na Figura 8. Como Tran et al. (2016)
comprovaram que o valor do limiar interfere na quantidade de atributos selecionados e que o
valor ideal varia conforme o conjunto de dados, o valor ideal para nosso cenario também foi
investigado, logo 0s mesmos valores considerados por esses autores foram comparados:
0,05; 0,2; 0,4; 0,6; 0,8 e 0,95.

3.2.2. Funcdo de aptiddo

Na funcdo de aptiddo elaborada para este problema, primeiro sdo identificados os
indices do vetor de posicdo da particula que apresentam valor igual ou superior ao limiar pré-
estabelecido (Etapa 1) e entdo uma equacdo de regressdo com 0s respectivos atributos
selecionados ¢ elaborada (Etapa 2). Tais etapas exercem a decodifica¢do da solucao do espaco
de representacdo secundario das particulas para o espaco em que as medidas de avaliacdo da
SSA possam ser executadas, conforme discutido na Se¢édo 2.3. Depois disso, a tarefa de ML
com a equacdo elaborada no passo anterior é executada e obtém um modelo de regressao

junto com seus respectivos indicadores de desempenho (Etapa 3). Por fim, o valor referente

7 A verséo discreta do PSO pode ser verificada em Engelbrecht (2007, p. 340).
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ao potencial da solucdo fornecida pela particula é retornado (Etapa 4), 0 que encerra sua
avaliacdo. A Figura 11 apresenta um fluxograma que ilustra a sequéncia dessas etapas dentro

da funcéo de aptiddo, enquanto as Subseces de 3.2.2.1 a 3.2.2.4 discutem-nas em detalhes.

Figura 11 - Fluxograma das etapas executadas dentro da funcdo de aptiddo para avaliar a solugdo proposta por
uma particula

Identificar os indices do vetor
posicéo da particula com walor

i ) h . Etapa 1
maior ou igual ao limiar pré-
estabelecido
Urn ou mais Elaborar equacao de regresséo
indices duag 9 Etapa 2
i com os atributos selecionados
selecionados?
Executar aprendizado de
maquina utilizando a equagéo
[N&a] de regresséo construida e obter Etapa 3
seus indicadores de
desempenho
Retornar o maximo valor Retornar um valor nUmerico que Etapa 4
NUMErico determing a aptidao da particula

Fonte: O autor.
3.2.2.1. Etapa 1 - Identificar os indices do vetor posic¢ao da particula

Nessa primeira etapa o vetor posi¢do da particula é processado a fim de identificar

quais indices apresentam valor maior ou igual ao limiar pré-estabelecido. Esse procedimento é
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necessario devido a codificacdo das particulas adotada neste trabalho, portanto serve para
identificar quais atributos de entrada do conjunto de dados foram selecionados para a tarefa de
ML.

3.2.2.2. Etapa 2 - Elaboracéo da equacdo de regressao

Nessa etapa primeiramente é verificado se a solu¢do proveniente da particula possui
ao menos um atributo selecionado. 1sso é necessario porque a solucao fornecida por algumas
particulas pode ndo possuir atributos selecionados e com isso erros seriam disparados durante
a execucdo do programa, visto que ndo ha como realizar regressao sem atributos de entrada.
Ja se a solugdo contempla ao menos um atributo, entdo seus respectivos nomes sdo obtidos do
conjunto de dados e a equacdo de regressdo é construida. Esse passo € necessario porque a
codificacdo da particula trabalha com o indice dos atributos enquanto o algoritmo de ML
utilizado no ambiente R exige uma equacdo com o0s nomes dos atributos de entrada que serao

utilizados para predizer o atributo de saida.

3.2.2.3. Etapa 3 - Executar tarefa de aprendizado de maquina

O Critério de Informacédo de Akaike (AIC, do inglés Akaike’s Information Criterium)
(AKAIKE, 1998) é um estimador ndo-tendencioso da informagdo de Kullback-Leibler de um
modelo ajustado, o qual permite avaliar e quantificar a incerteza dos modelos disponiveis
dentro de um conjunto (HURVICH; TSAI, 1989). Esse avalia qudo bem um modelo ajusta-se
aos dados levando em consideracdo sua capacidade preditiva (através da sua Maxima
Verossimilhanca ou RMSE) e sua complexidade (numero de atributos utilizados), de forma
que modelos com menor numero de atributos sdo favorecidos (SYMONDS; MOUSSALLI,
2011). Dentre os modelos avaliados, aquele com menor valor de AIC representa o melhor
modelo aproximado (HURVICH; TSAI, 1989; SYMONDS; MOUSSALLI, 2011).

Uma caracteristica do AIC é que sua utilizagdo s6 faz sentido quando uma colecéo de
modelos esta disponivel e deseja-se identificar o melhor desses, haja visto que calcula-lo para
um unico modelo ndo permitird obter nenhuma conclusdo (SYMONDS; MOUSSALLI,
2011). Tal caracteristica vai de encontro com a estrutura do problema de otimizacéo
elaborado neste trabalho, no qual cada particula do enxame propde um modelo de regressao
candidato que deve ser avaliado e o melhor desses identificado. Além disso, ao utiliza-lo os

dois objetivos da SSA s@o considerados concomitantemente e com isso a formulacdo do
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problema como multi-objetivo — a qual exige uma versdo mais complexa do PSO' e demanda
uma estratégia diferente para interpretacdo dos resultados — € dispensada. Por esses motivos,
empregou-se o AIC para estabelecer o potencial da solugdo fornecida pelas particulas, logo o
objetivo do problema de otimizacao foi minimizar tal valor.

O célculo do AIC na funcdo de aptiddo utilizou o valor de RMSE do modelo
elaborado pelo algoritmo de RLM. Este algoritmo esta disponivel no software R através do
método Im e procura identificar um relacionamento linear entre os atributos de entrada e o
atributo meta, o qual ndo era possivel de ser executado na presenca dos 1.050 atributos de
entrada do conjunto de dados. A Equacdo 14 apresenta como o AIC foi calculado, na qual n é
0 nuimero de amostras utilizadas para treinamento, In é a operacdo de logaritmo e m a
guantidade de atributos do modelo. O primeiro termo dessa equacdo trabalha com a

capacidade preditiva do modelo enquanto o segundo penaliza sua complexidade.

AIC =n - In(RMSE) +2 -m (14)

O valor do AIC referente ao potencial da particula foi obtido por meio de validacao
cruzada executada sobre o Conjunto de dados 1 durante a tarefa de aprendizado. A validacdo
cruzada, ou Cross-Validation, € uma técnica que fraciona o conjunto de dados em varias
partes e utiliza uma porgéo destas para a geragdo do modelo — treinamento — e a(s) restante(s)
para teste. Neste trabalho foi empregada a técnica de k-fold Cross-Validation, a qual divide o
conjunto de dados em k partes de tamanhos iguais e repete o procedimento até que cada parte
seja utilizada uma Unica vez para teste. O valor atribuido para k foi 10, logo o conjunto de
dados foi particionado em dez partes e entdo nove partes foram utilizadas para treinamento e
uma parte para validacdo em cada repeticdo. A Figura 12 ilustra esse procedimento, na qual os
blocos com hachuras representam as partes empregadas para teste enquanto o restante aquelas
utilizadas para treinamento.

O resultado da validacdo cruzada é o valor médio do critério de avaliacdo pré-
estabelecido — taxa de acerto ou de erro, por exemplo — obtido pelo somatorio do valor de
cada repeticdo. Segundo Tan, Steinbach e Kumar (2009), a técnica de validagdo cruzada
permite uma avaliacdo imparcial da capacidade preditiva do modelo construido, o que
justifica seu uso neste trabalho. Ja o valor numérico referente ao potencial da particula é

resultado do valor médio de AIC da validagéo cruzada calculado conforme a Equacéao 15, na

18 A versdo multi-objetivo do PSO pode ser verificada em Engelbrecht (2007, p. 343-345).
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Figura 12 - llustracdo do procedimento de validacdo cruzada com dez repeticBes (k=10), na qual blocos com
hachuras representam as partes utilizadas para teste enquanto o restante aquelas empregadas para treinamento

Conjunto de dados completo
|

Repetigdo 1

Repetigdo 2

Repetigdo 3

Repeticdo 4

Treinamento

Repeticdo 5 K

Repeticdo 6 Teste

Repetigdo 7

Repetigdo 8

Repetigdo 9

Repetigdo 10

Fonte: O autor.

qual é efetuado o somatorio do valor do AIC de cada repeticdo i e depois divide-se pelo total

de repeticdes (k), retornando o valor médio obtido.

k
=1 AIC;
Aptidaoparticula == 1]( l (15)
3.2.2.4. Etapa 4 - Retornar valor de aptiddo da particula

Nessa ultima etapa o valor numérico que identificard o potencial da solucéo
fornecida pela particula é retornado. Se durante a verificacdo da Etapa 2 foi detectado que a
particula ndo selecionou nenhum atributo, entdo o valor retornado é o méximo valor possivel
gue uma variavel de dupla precisdo — double — pode assumir dentro do programa. Isso atribui
um valor de aptiddo elevado a solucdo da particula, e como procura-se minimizar tal valor a
solucgéo da particula acaba sendo desconsiderada. Essa estratégia foi utilizada como forma de
penalizacdo de particulas que ndo possuem ao menos um atributo selecionado na sua solucdo.
Ja se a Etapa 3 foi executada, entdo o valor retornado € o respectivo valor médio de AIC da
validagdo cruzada do subconjunto candidato, calculado conforme a Equacdo 15. Apds o

retorno do valor de aptiddo a funcéo € encerrada, visto que a avaliacdo foi concluida.
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3.3 ALGORITMO PSO

A versédo do algoritmo PSO intitulada SPSO2011 (CLERC, 2012) foi utilizada neste
trabalho pois retne diversos aprimoramentos feitos a versdo original do algoritmo, os quais j&
foram apresentados na Secdo 2.4. Ao utilizar o PSO para resolugdo de um problema de
otimizacdo € necessario estabelecer o tamanho do enxame e 0 numero de iteracdes do
algoritmo, dos quais os valores 6timos variam conforme o problema a ser resolvido. Neste
trabalho foram investigados os valores ideais para nimero de iteragcdes, tamanho do enxame e,
conforme discutido na Subsecédo 3.2.1, valor de limiar que proporcionaram o melhor resultado
da SSA no Conjunto de dados 1. Os seguintes nimeros de iteracdes e tamanhos de enxame

foram avaliados:

e Numero de iteragdes: 40, 70, 100
e Tamanho do enxame: 20, 40, 60, 80, 100

Cada combinacéo de valores foi repetida 30 vezes utilizando uma semente distinta
para gerar 0s numeros aleatérios, a qual foi modificada de forma controlada. Esse
procedimento foi necessario devido a natureza estocastica do PSO e para reprodutibilidade
dos resultados. O critério de parada do algoritmo foi atingir o namero maximo de iteracdes. O

Quadro 2 resume as configuragcdes do SPSO2011 para execugdo da SSA.

Quadro 2 - Pardmetros de configuracdo do SPS02011 utilizados neste trabalho

Dimensé&o do espaco de busca (d) 1.050

Limite inferior do espaco de busca (LB) 0,0

Limite superior do espaco de busca (UB) 1,0

Critério de parada Atingir nimero maximo de iteraces
NUmero de iteragdes 40, 70 ou 100

Tamanho do enxame 20, 40, 60, 80 ou 100

w (inércia) 0,729

Fonte: O autor.
3.4  ANALISE DOS DADOS

Conforme ja citado na Secdo 3.1, foram utilizados dois conjuntos de dados neste
trabalho, um para o procedimento de SSA e elaboracdo do modelo de predicdo e outro para
validagdo dos resultados obtidos. Devido a natureza estocastica do PSO — a qual produz
subconjuntos 6timos distintos & cada execugdo — foi necessario executar por 30 vezes cada
combinacdo de numero de iteracdes, tamanho do enxame e valor de limiar, logo o resultado

atribuido a cada combinacéo refere-se ao valor médio de desempenho das melhores solucdes
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identificadas nessas repeti¢cbes. Para reconhecer a combinagdo que produziu o melhor
resultado na etapa de SSA e elaboracdo do modelo considerou-se 0s seguintes critérios:

e Menor valor médio de AIC, pois deste modo é verificado se a fungdo de aptidao
atingiu seu propdsito;

e Maior valor médio de R?, pois assim avalia-se se as varidveis selecionadas foram
relevantes;

e Menor valor medio de RMSE, pois a partir desse verifica-se qual combinagéo obteve

0s subconjuntos com melhor desempenho.

Para reconhecer o melhor subconjunto de atributos dentre os 30 obtidos na
combinacéo ideal identificada cada um foi validado no Conjunto de dados 2 e entdo o melhor
foi apontado segundo os mesmos critérios da identificacdo da combinacdo ideal. Esse foi 0
procedimento de selecdo adicional apontado por Xue et al. (2016) e discutido na Secdo 2.3
que se faz necessario ao trabalhar com algoritmos evolutivos na SSA, visto que ndo é possivel
obter 0 mesmo subconjunto 6timo a cada execucao.

As combinacfes de parametros e os resultados da validacdo foram comparados
estatisticamente através do Teste de Friedman (FRIEDMAN, 1940) a um nivel de 5% de
significancia para investigar a existéncia de diferenca estatistica entre os mesmos. Se a
diferenca foi constatada, entdo o teste post-hoc de Friedman, também ao nivel de 5% de
significancia, foi empregado para identificar quais pares apresentavam essa caracteristica. Por
meio desses testes e avaliacdo empirica dos resultados que a melhor combinacdo de
parametros e o melhor subconjunto para predicdo do teor de Aluminio trocavel dos conjuntos

manipulados foram identificados.



50

4 RESULTADOS E DISCUSSAO

Neste capitulo sdo apresentados e discutidos os resultados obtidos pelo método
adotado. A Secdo 4.1 trata da identificacdo da combinacdo ideal de pardmetros que
proporcionou a selecdo dos melhores atributos para elaboracdo dos modelos de predicdo

enquanto a Secdo 4.2 discorre sobre a validacéo e identificacdo do melhor desses.

41 COMBINACAO DE PARAMETROS

A combinacdo ideal entre nimero de iteracGes, tamanho do enxame e valor de limiar
foi investigada a fim de identificar aquela que proporcionou a selecdo dos melhores atributos
para elaboracdo do modelo de predicdo do teor de aluminio. Na Tabela 3 sdo apresentados o0s
valores médios das 30 repeticdes de cada combinacdo examinada, na qual AIC, R2, RMSE e
guantidade de atributos selecionados evidenciam o desempenho dos modelos, engquanto
gBest e tempo de execugdo apresentam a iteragdo em que a solugéo 6tima foi identificada e o
tempo gasto em segundos para realizar a SSA, respectivamente, pelo algoritmo SPS0O2011. Ja
as linhas em destaque indicam a opcéo ideal para o parametro avaliado escolhida a partir dos
testes estatisticos e avaliagdo empirica.

Pelo fato de ser um problema de otimizacdo, a escolha usual seria daquela
combinacdo que logrou a melhor avaliacdo na funcdo de aptiddo do problema, ou seja, 0
menor valor de AIC. Porém, os modelos gerados por essa foram pobres quanto a R2 e RMSE,
0 que inviabiliza seu uso. Via de regra, os menores valores de AIC foram alcangados com o
limiar 0,95 j& que esse selecionou, em média, apenas um atributo do conjunto de dados e
como o AIC prioriza modelos com menor numero de atributos — conforme apontado por
Symonds e Moussalli (2011) — os valores obtidos foram baixos. A vista disso, 0 AIC n3o se
mostrou um bom critério para identificacdo dos parametros ideais nesse cenario, logo isso foi
realizado através dos valores de R2 e RMSE dos modelos produzidos.

Nas situagdes em que o Teste de Friedman constatou diferenca estatistica entre os
valores de R2 ou RMSE o teste post-hoc foi utilizado para aponta-la entre os pareamentos.
Esse teste foi conduzido primeiramente sobre os valores de R2, mas nas situagdes em que dois
ou mais pares ndo apresentaram diferenca estatistica quanto esta métrica também foi
conduzido sobre os valores de RMSE a fim de identificar uma Unica solucdo. As Subsecdes
4.1.1 a 4.1.3 discorrem sobre a escolha das opcdes em destaque na Tabela 3 conforme o

parametro avaliado.
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Tabela 3 - Valores médios de AIC, R?, RMSE, nimero de atributos selecionados, iteragdo em que a melhor solugéo foi identificada (gBest) e tempo de execugdo em segundos
das combinag@es de nimero de iteragdes, tamanho do enxame e valor de limiar avaliados na sele¢do de subconjunto de atributos através do SPS02011

(continua)
Max. iteracles Tam. enxame Limiar AIC R2 RMSE N° atributos Ultima iteragdo Tempo de
selecionados (gBest) Execucéo (seg.)
40 20 0,05 974,58 + 284,11 0,012+0,017 50,16+34,65 470,70 39 41,46
0,2 452,33 + 210,57 0,072+0,13 37,81+37,97 212,73 39 23,31
0,4 203,24+99,91 0,27+0,22 12,97+22,47 94,20 36 14,17
0,6 55,32+37,10 0,42+0,16 1,59+0,41 25,57 29 8,71
0,8 12,49+4,88 0,10£0,11 1,77+0,10 3,30 23 5,81
0,95 8,31+0,021 0,0067+0,0021 1,84+0,0032 1,00 16 4,24
40 0,05 963,85+297,69 0,01540,014 40,85+50,60 466,07 39 1,40
0,2 273,74+154,23 0,21+0,25 14,08+16,62 127,60 38 38,42
0,4 127,02+89,49 0,3940,18 3,9245,64 59,53 35 25,29
0,6 34,93+24,96 0,32+0,18 1,60+0,17 15,13 27 16,36
0,8 9,45+1,93 0,054+0,083 1,80+0,084 1,67 20 11,20
0,95 8,30+0,019 0,0075+0,0021 1,84+0,0029 1,00 17 8,25
60 0,05 874,76+293,12 0,018+0,024 46,42+38,91 421,37 40 2,10
0,2 187,63+91,05 0,3040,22 7,19+8,29 87,40 39 37,22
0,4 77,36+56,39 0,43+0,15 2,05+2,66 36,27 34 35,72
0,6 20,60+8,85 0,26+0,13 1,62+0,13 7,83 23 23,36
0,8 8,51+0,55 0,014+40,025 1,84+0,018 1,10 16 16,44
0,95 8,30+0,02 0,0072+0,0022 1,84+0,003 1,00 15 12,22
80 0,05 838,40+289,47 0,01340,014 35,30+22,18 404,13 39 2,75
0,2 155,11+96,44 0,36+0,20 5,63+7,60 72,50 38 11,98
0,4 57,21+35,39 0,45+0,11 1,51+0,20 26,73 31 45,33
0,6 18,77+11,50 0,19+0,16 1,68+0,14 6,70 22 30,19
0,8 8,38+0,31 0,01+0,016 1,84+0,0099 1,03 18 21,53
0,95 8,30+0,013 0,0073+0,0017 1,84+0,0021 1,00 14 16,17
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Tabela 3 - Valores médios de AIC, R?, RMSE, nimero de atributos selecionados, iteragdo em que a melhor solugéo foi identificada (gBest) e tempo de execugdo em segundos
das combinag@es de nimero de iteragdes, tamanho do enxame e valor de limiar avaliados na sele¢do de subconjunto de atributos através do SPS02011

(continuacdo)

Max. iteracGes Tam. enxame Limiar AIC R2 RMSE N° atributos Ultima iteracdo Tempo de
selecionados (gBest) execucao (seg.)
100 0,05 845,724321,52 0,032+0,065 34,76+18,75 407,30 39 3,41
0,2 134,49+69,29 0,40+0,21 4,66+7,43 63,17 38 1,46
0,4 52,71+40,90 0,40£0,14 1,57+0,21 24,23 31 41,79
0,6 21,04+13,69 0,21+0,16 1,67+0,16 7,90 22 38,18
0,8 8,49+0,66 0,02+0,038 1,83+0,027 1,10 17 26,88
0,95 8,30+0,013 0,0079+0,0017 1,84+0,002 1,00 15 20,69
70 20 0,05 887,02+309,15 0,01240,015 32,03+24,48 428,00 57 28,74
0,2 420,84+207,82 0,071+0,13 21,15+13,19 197,70 50 30,92
0,4 195,30+101,07 0,28+0,22 7,61+7,80 90,80 42 18,94
0,6 55,11+37,09 0,42+0,16 1,59+0,41 25,47 30 12,47
0,8 12,49+4,88 0,10+0,11 1,77+0,10 3,30 23 8,63
0,95 8,31+0,021 0,0067+0,0021 1,84+0,0032 1,00 16 6,79
40 0,05 893,67+338,91 0,022+0,052 40,74+48,30 431,73 55 1,95
0,2 257,65+150,47 0,2310,24 11,26+9,85 120,30 46 44,69
0,4 124,44+88,44 0,40+0,18 3,8045,46 58,33 37 33,36
0,6 34,93+24,96 0,32+0,18 1,60+0,17 15,13 27 22,63
0,8 9,39+1,89 0,05310,083 1,80+0,084 1,63 20 16,69
0,95 8,30+0,019 0,0075+0,0021 1,84+0,0029 1,00 17 12,74
60 0,05 767,81+305,66 0,024+0,027 24,68+13,23 369,47 59 2,86
0,2 169,39+82,26 0,3540,21 10,74+30,35 79,43 46 10,38
0,4 76,81+56,55 0,43+0,15 2,05+2,66 36,00 34 44,28
0,6 20,60+8,85 0,26+0,13 1,62+0,13 7,83 23 32,17
0,8 8,51+0,55 0,014+0,025 1,84+0,018 1,10 16 24,50
0,95 8,30+0,02 0,0072+0,0022 1,84+0,003 1,00 15 19,10
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Tabela 3 - Valores médios de AIC, R?, RMSE, nimero de atributos selecionados, iteragdo em que a melhor solugéo foi identificada (gBest) e tempo de execugdo em segundos
das combinag@es de nimero de iteragdes, tamanho do enxame e valor de limiar avaliados na sele¢do de subconjunto de atributos através do SPS02011

(continuacdo)

Max. iteracGes Tam. enxame Limiar AIC R2 RMSE N° atributos Ultima iteracdo Tempo de
selecionados (gBest) execucao (seg.)
80 0,05 763,37+323,92 0,083+0,14 27,02+21,21 368,23 55 3,68
0,2 141,37+96,38 0,38+0,20 4,5745,40 66,07 45 1,46
0,4 56,67+34,69 0,4540,10 1,50+0,19 26,47 32 25,57
0,6 18,77+£11,50 0,19+0,16 1,68+0,14 6,70 22 41,86
0,8 8,38+0,31 0,01+0,016 1,84+0,0099 1,03 18 32,12
0,95 8,30+0,013 0,0073+0,0017 1,84+0,0021 1,00 14 25,52
100 0,05 773,39+342,02 0,062+0,14 31,15+28,93 372,57 55 4,63
0,2 131,53+69,57 0,3940,20 3,9545,11 61,60 41 1,80
0,4 52,46+40,28 0,40£0,14 1,57+0,21 24,10 31 3,13
0,6 21,04+13,69 0,21+0,16 1,67+0,16 7,90 22 52,89
0,8 8,49+0,66 0,02+0,038 1,83+0,027 1,10 17 40,25
0,95 8,30+0,013 0,008+0,0017 1,84+0,002 1,00 16 32,07
100 20 0,05 871,00+319,31 0,01840,026 28,15+11,80 420,13 61 15,42
0,2 420,06+205,74 0,071+0,13 21,42+13,59 197,33 52 36,31
0,4 195,30+101,07 0,28+0,22 7,61+7,80 90,80 42 23,79
0,6 55,11+37,09 0,42+0,16 1,59+0,41 25,47 30 15,49
0,8 12,49+4,88 0,10£0,11 1,77+0,10 3,30 23 11,45
0,95 8,31+0,021 0,0067+0,0021 1,84+0,0032 1,00 16 9,31
40 0,05 889,42+344,85 0,027+0,055 35,29+42,50 429,90 57 2,48
0,2 257,49+150,61 0,22+0,24 11,2749,84 120,20 47 23,08
0,4 124,44+88,44 0,40+0,18 3,8045,46 58,33 37 39,32
0,6 34,93+24,96 0,3240,18 1,60£0,17 15,13 27 28,87
0,8 9,39+1,89 0,05340,083 1,80+0,084 1,63 20 22,18
0,95 8,30+0,019 0,0075+0,0021 1,84+0,0029 1,00 17 17,21
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Tabela 3 - Valores médios de AIC, R?, RMSE, nimero de atributos selecionados, iteragdo em que a melhor solugéo foi identificada (gBest) e tempo de execugdo em segundos
das combinag@es de nimero de iteragdes, tamanho do enxame e valor de limiar avaliados na sele¢do de subconjunto de atributos através do SPS02011

(concluséo)

Max. iteracles Tam. enxame Limiar AIC R2 RMSE N° atributos Ultima iteragdo Tempo de
selecionados (gBest) execucao (seg.)
60 0,05 754,24+308,03 0,024+0,023 22,74+12,29 362,90 65 3,56
0,2 169,39+82,26 0,3540,21 10,74+30,35 79,43 46 1,39
0,4 76,81+56,55 0,43+0,15 2,05+2,66 36,00 34 30,19
0,6 20,60+8,85 0,26+0,13 1,62+0,13 7,83 23 41,43
0,8 8,51+0,55 0,014+0,025 1,84+0,018 1,10 16 32,67
0,95 8,30+0,02 0,0072+0,0022 1,84+0,003 1,00 15 25,91
80 0,05 762,13+325,44 0,09+0,15 26,83+21,36 367,70 56 4,58
0,2 141,37+96,38 0,3840,20 4,5745,40 66,07 45 1,75
0,4 56,67+34,69 0,45%0,10 1,50+0,19 26,47 32 4,96
0,6 18,77+11,50 0,1940,16 1,68+0,14 6,70 22 49,12
0,8 8,38+0,31 0,01+0,016 1,84+0,0099 1,03 18 42,84
0,95 8,30+0,013 0,0073+0,0017 1,84+0,0021 1,00 14 34,71
100 0,05 766,33+347,22 0,064+0,14 29,14+28,03 369,10 57 5,81
0,2 131,53+69,57 0,39+0,20 3,9545,11 61,60 41 2,15
0,4 52,46+40,28 0,40£0,14 1,57+0,21 24,10 31 1,49
0,6 21,04+13,69 0,21+0,16 1,67+0,16 7,90 22 13,94
0,8 8,49+0,66 0,02+0,038 1,83+0,027 1,10 17 51,56
0,95 8,30+0,013 0,008+0,0017 1,84+0,002 1,00 16 43,35

Fonte: O autor.
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4.1.1. Valor de limiar

A primeira caracteristica exposta pelos diferentes valores de limiar remete a
quantidade média de atributos selecionados, pois, de maneira geral, quanto menor seu valor
mais atributos foram selecionados. 1sso ocorreu devido & modelagem do problema, ja que um
atributo é selecionado quando o valor presente no respectivo indice do vetor posi¢do da
particula € maior ou igual ao limiar, logo um valor de limiar baixo estabelece um intervalo
maior de valores que podem ser assumidos para que os atributos sejam selecionados —
conforme ilustrado na Figura 13 em que a por¢do sem hachuras representa o intervalo de
valores para selecdo — e isso contribui para selecionar mais atributos. Essa caracteristica
reafirma a constatacdo de Tran et al. (2016) de que o valor do limiar interfere na quantidade
de atributos selecionados, portanto identificar o valor ideal deve sempre ser realizado ao
executar a SSA evolutiva com o PSO continuo.

Figura 13 - llustracdo da influéncia do valor do limiar no intervalo de valores que podem ser assumidos para
selecdo de um atributo

Limiar 0,6 Limiar 0,2

Fonte: O autor.

O Teste de Friedman constatou diferenca estatistica nos valores de R2 e RMSE dos
modelos produzidos pelos diferentes limiares, portanto o teste post-hoc foi utilizado para
aponta-la. Em todas as situacdes, dois ou mais pares ndo apresentaram diferenca estatistica
guanto ao R2 dos seus modelos, logo o teste também foi executado sobre os valores de RMSE.
Os valores de limiar eleitos como ideais foram idénticos para os mesmos tamanhos de

enxame, independente do numero de iteragdes, sendo 0s seguintes:

e Com 20 particulas no enxame, os modelos obtidos através dos limiares 0,4 e 0,6 ndo
apresentaram diferenca estatistica quanto ao R?, mas quanto ao RMSE tal diferenca
existiu e por isso o limiar 0,6 foi eleito ideal, ja que 0 RMSE médio de seus modelos

foi menor;
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e Com 40 ou 60 particulas no enxame, os modelos obtidos através dos limiares 0,2, 0,4
e 0,6 ndo apresentaram diferenca estatistica quanto ao R% mas quanto ao RMSE
existiu diferenca somente entre os pares 0,2-0,4 e 0,2-0,6. Por conta dessa indiferenca
entre os limiares 0,4 e 0,6 quanto ao RMSE dos modelos a identificagcdo do valor ideal
foi feita pelo nimero de atributos utilizados, portanto o limiar 0,6 foi escolhido ja que
a quantidade média de atributos utilizados foi menor;

e Com 80 particulas no enxame, os modelos obtidos através dos limiares 0,2 e 0,4 ndo
apresentaram diferenca estatistica quanto ao R?, mas quanto ao RMSE tal diferenca
existiu e por isso o limiar 0,4 foi eleito ideal ja que 0 RMSE médio de seus modelos
foi menor;

e Com 100 particulas no enxame, os modelos obtidos através dos limiares 0,2 e 0,4 ndo
apresentaram diferenca estatistica quanto ao Rz e RMSE, portanto a identificacdo do
limiar ideal também foi feita pelo niumero de atributos. Deste modo, o limiar 0,4 foi
apontado como ideal ja que seus modelos utilizaram uma menor quantidade média de

atributos.

Em sintese, independente do nimero de itera¢bes ao utilizar 20, 40 ou 60 particulas
no enxame o limiar 0,6 favoreceu a selecdo dos atributos que produziram os modelos com
melhor desempenho, enquanto que com 80 e 100 particulas o limiar 0,4 logrou tal feito.
Nesses, a quantidade média de atributos selecionados foi semelhante para 0 mesmo tamanho
de enxame e valor de limiar, também independente ao nimero de iteracdes, o que indica certa

robustez ao combina-los perante o conjunto de dados manipulado.

4.1.2. Tamanho do enxame

O tamanho de enxame ideal foi identificado a partir dos valores de R2 e RMSE dos
modelos produzidos pelos limiares ideais de cada um, os quais foram comparados entre si
para identificar o tamanho ideal a ser utilizado em cada nimero de iteragoes.

O Teste de Friedman constatou diferenca estatistica entre os valores de R? e RMSE
dos modelos, logo o teste post-hoc foi utilizado. O resultado desse teste foi idéntico para cada
numero de iteracGes, sendo o seguinte: ndo ha diferenca estatistica entre 0 R2 dos modelos
produzidos pelos tamanhos de enxame 20, 40, 80 e 100 e seus respectivos limiares ideais,
porém existe diferenca quanto ao RMSE dos modelos dos enxames de tamanho 40 e 60. Por
ndo existir diferenca estatistica quanto ao RMSE dos modelos gerados pelos tamanhos de

enxame 20, 80 e 100 e a quantidade média de atributos utilizados por cada um estar muito
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proxima, o tamanho de enxame ideal para cada nimero de iteragdes foi escolhido com base
no tempo médio gasto para realizar a SSA. Deste modo, o tamanho de enxame 20 € o ideal ao
utilizar 40 iteragcdes e o tamanho de enxame 100 ideal ao utilizar 70 e 100 iteracdes, ja que 0
tempo médio para realizar a SSA foi 0 menor de todos o0s outros tamanhos de enxame.

Outra caracteristica relacionada ao tamanho do enxame refere-se a ultima iteracao
média em que 0 gBest do algoritmo ¢ atualizado, j& que esta sempre foi maior no enxame de
tamanho 100 que naquele de tamanho 20, concordando com a afirmacdo de Engelbrecht

(2007) de que enxames maiores demandam mais iteracdes para convergir a uma boa solucéo.

4.1.3. Numero de iteracdes

O ultimo parametro investigado foi o numero ideal de iteracdes a ser utilizado. Esse
foi reconhecido a partir dos valores de R2 e RMSE dos modelos gerados pelo tamanho de
enxame e valor de limiar identificados como ideais para cada niumero de iteracdes, ou seja,
tamanho de enxame 20 e limiar 0,6 para 40 iteracGes e tamanho de enxame 100 e limiar 0,4
para 70 ou 100 iteracGes.

O Teste de Friedman constatou nenhuma diferenca estatistica entre os valores de R2 e
RMSE dos modelos gerados com 40, 70 e 100 iteragdes, portanto o teste post-hoc nédo foi
utilizado. Ao observar a Gltima iteracdo média em que o gBest do algoritmo foi atualizado,
nota-se que esta concentra-se proximo do valor 30, independente do nimero de iteracdes, 0
que indica que utilizar mais iteracfes apenas impds custo computacional desnecessario e ndo
melhorou o resultado. Além disso, é possivel inferir que a busca do algoritmo com 70 e 100
iterages ficou estagnada num étimo local do espaco de busca ja que a ultima atualizacdo do
gBest ocorreu antes da metade do numero total de iteracGes. Diante de tais constatacoes, 40
iteracGes foi 0 numero ideal a ser utilizado.

A combinacéo ideal de pardmetros para executar a SSA com PSO no Conjunto de
Dados 1 foi 40 iteragdes, 20 particulas no enxame e valor de limiar 0,6, a qual obteve 0s
modelos com melhor desempenho dentre todas as combinagdes testadas. Além disso, tal
combinacdo utilizou os menores valores de numero de iteragdes e tamanho de enxame
considerados, 0 que comprova a baixa complexidade computacional apresentada pelo PSO ao
resolver, de forma satisfatdria, problemas complexos como a SSA em conjuntos de dados de
espectroscopia. Vale ressaltar que esse resultado esta atrelado a modelagem do problema e ao
conjunto de dados manipulado, logo pode variar ao utilizar outra funcdo de aptiddo, outro

conjunto de dados ou até mesmo outro atributo meta do mesmo conjunto de dados.
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O proximo passo executado foi validar os 30 modelos gerados pela combinacao ideal
e identificar aquele com melhor desempenho para predi¢do do teor de aluminio das amostras

de solo.

4.2  VALIDACAO DOS MODELOS

A Tabela 4 apresenta a quantidade de atributos de entrada e os respectivos valores de
AIC, Rz e RMSE do treinamento e validacdo dos modelos obtidos nas 30 repeticOes da
combinacdo de 40 iteracbes, 20 particulas e limiar 0,6. Em fun¢do do treinamento utilizar a
técnica de cross-validation, seus valores correspondem a média dos 10 folds. A linha em
destaque apresenta o melhor modelo identificado, enquanto os motivos da sua escolha sao
discutidos na sequéncia.

A quantidade de atributos selecionados em cada repeticdo variou por conta da
semente que controla a geracdo dos nimeros aleatdrios ser distinta em cada uma delas. Como
a inicializacdo das particulas depende de tais nlimeros, os atributos selecionados pelo
algoritmo diferiram em cada repeticdo. A menor quantidade de atributos selecionados foi 2
enquanto a maior foi 91, uma diferenca significativa para a mesma combinagdo de parametros
que enfatiza a importancia das repeticdes e da inicializacéo das particulas™® ao utilizar o PSO
na SSA, mas que também evidencia a reducdo agressiva®® do niimero de atributos necessarios
ja que o modelo mais complexo utilizou menos de 10% do total de atributos do conjunto
original. Como consequéncia, esses resultados realcam o potencial da técnica e a modelagem
adotada para selecionar subconjuntos de atributos em conjuntos de alta dimensionalidade.

O primeiro critério utilizado para identificar o melhor modelo dos 30 disponiveis foi
aquele com menor valor de AIC, o qual apontou para o da repeticdo 20. Esse modelo obteve o
menor R2 de todos aqueles do treinamento, mas angariou 0 menor valor de AIC por utilizar a
menor quantidade de atributos. Tal comportamento assemelha-se aquele evidenciado durante
a identificacdo da combinacdo ideal de parametros (Secdo 4.1), portanto novamente foi
desconsiderado basear-se unicamente no menor valor de AIC e o melhor modelo foi

reconhecido a partir do seu R?, RMSE e numero de atributos utilizados.

19 Xue, Zhang e Browne (2014) propuseram uma estratégia de inicializacio das particulas que simula o esquema
de SSA para frente e para tras, a qual permitiu atestar que a inicializacdo adequada das particulas melhora o
desempenho do PSO e consequentemente a qualidade dos subconjuntos obtidos.

20 Makrehchi e Kamel (2007, p. 214) caracterizam como redugéo agressiva a selecéo de até 10% da quantidade
total de atributos de um conjunto de dados.
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Tabela 4 - Desempenho de treinamento e validacdo dos 30 modelos gerados através da combinagdo de 40
iteracdes, 20 particulas e limiar 0,6

. NuUmero de atributos Treinamento Valida(;éo
Repeticao -

selecionados AIC R2 RMSE AlIC R? RMSE

1 32 65,66 0,57 1,33 153,16 0,30 35,39
2 91 19529 0,23 3,49 269,09 0,01 32,57
3 43 88,57 0,55 1,35 164,99 0,26 23,56
4 12 28,05 0,43 1,50 110,35 0,08 31,62
5 20 4464 034 1,58 65,44 0,11 2,77
6 9 22,77 0,27 1,60 98,29 0,006 24,82
7 10 24,16 0,37 1,48 95,23 0,03 20,27
8 8 21,39 0,23 1,68 100,50  0,00041 29,37
9 39 8341 0,44 1,90 102,98 0,39 2,72
10 22 46,05 0,61 1,24 88,61 0,50 5,96
11 14 31,90 0,43 1,44 116,44 0,02 34,39
12 13 29,76 0,39 1,48 70,92 0,0082 6,03
13 28 57,62 0,66 1,29 141,28 0,25 30,31
14 34 72,13 0,46 1,48 147,35 0,41 23,90
15 16 3590 0,41 1,47 95,15 0,03 12,50
16 50 102,90 0,67 1,37 173,25 0,32 18,73
17 5 1549 0,17 1,69 70,12 0,02 11,08
18 6 17,07 0,21 1,62 100,45  0,00022 34,40
19 27 57,53 0,51 1,51 148,32 0,01 43,51
20 2 10,35 0,05 1,83 20,79 0,01 1,96
21 16 3523 0,47 1,37 107,45 0,13 20,45
22 36 76,51 0,48 1,63 143,93 0,44 17,76
23 32 68,09 0,42 1,48 154,90  0,00084 37,94
24 45 95,38 0,38 1,90 199,33 0,15 79,30
25 32 69,69 0,40 2,00 144,64 0,42 25,17
26 17 37,65 0,46 1,44 120,97 0,12 32,43
27 36 74,78 0,58 1,38 164,51 0,06 40,46
28 7 19,79 0,11 1,74 31,24 0,05 1,99
29 35 71,43 0,61 1,20 167,45 0,36 49,29
30 30 61,15 0,61 1,19 159,28 0,35 53,04

Fonte: O autor.

Os cinco modelos com maior R2 no treinamento foram aqueles das repetigdes 10, 13,
16, 29 e 30, nos quais atribui-se a variacdo do valor de RMSE em funcdo da quantidade de
atributos de entrada utilizados®’. Entretanto, a diferenca de valores de R2 do treinamento e
validagdo dos modelos das repeti¢cbes 13, 16, 29 e 30 foi significativa, visto que esses ndo
ficaram proximos, logo tais modelos ndo sdo robustos. O modelo da repeticéo 10, por sua vez,

foi aquele com melhor R2 da validacdo e com desempenho mais proximo do treinamento,

2! Geralmente quanto mais atributos de entrada sio utilizados menor é o RMSE, contudo tal modelo torna-se
mais complexo.
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além de utilizar o menor nimero de atributos e obter o menor RMSE dentre os cinco modelos
selecionados, portanto esse foi o melhor modelo obtido para predigdo do teor de aluminio.
Vale destacar que nessa circunstancia o valor de AIC refletiu corretamente o melhor modelo,
portanto ao utilizd-lo aconselha-se ndo incluir resultados incoerentes — como aquele da
repeticdo 2 — a fim de ndo inclinar-se a uma opgao incorreta.

A Equacdo 16 apresenta a formula de regressdo utilizada pelo modelo da repeticéo
10 para predicdo do teor de aluminio, na qual 12,88 é seu valor de interceptacdo ou ajuste,
variaveis iniciadas pela letra r referem-se ao valor de refletdncia da amostra no respectivo
comprimento de onda? e valores destacados em negrito sdo os coeficientes atribuidos & cada
variavel. Ja a Tabela 5 exibe o erro absoluto® (EA) entre o valor real do teor de aluminio das

instancias do Conjunto de dados 2 e aquele predito por meio da férmula da Equacéo 16.

TeorAluminio = 12,88 + 404,56 « r486 — 940,07 * r554 + 4.821,80 = r594
—6.002,88 1612+ 1.911,41 678 — 12.964,86 = r1008
+17.804 xr1020 — 5.996,58 * r1050 + 2.164,77 * r1152
+2.980,35 *r1272 —5.124,90 *r1276 + 1.180,70 * r1404
—1.605,05 *r1430 + 3.095,31 *r1626 — 3.112,30 * r1864
+1.236,11 2040 + 963,61 = 2086 + 1.592,58 * r2274
— 755,02 xr2308 — 4.507,30 * r2332 + 2.636,73 * r2368
+218,62 * r2460

(16)

Tabela 5 - Erro absoluto (EA) entre o valor real e aquele estimado para o
teor de Aluminio das instancias do Conjunto de dados 2

(continua)
A Teor de aluminio
Insténcia ) EA
Estimado Real

1 -3,942 1,750 5,692

2 -4,591 0,850 5,441

3 -3,837 2,350 6,187

4 -2,915 4,075 6,990

5 -0,004 7,450 7,454

6 0,793 5,125 4,331

7 -3,202 2,650 5,852

8 -3,912 3,200 7,112

9 -2,813 1,700 4,513

10 -1,688 0,759 2,438

11 -0,682 5,825 6,507

12 -1,222 4,475 5,697

22 por exemplo, r486 refere-se ao valor de refletancia da amostra no comprimento de onda de 486 nm.
2 0 erro absoluto é a diferenca entre o valor real e o valor predito.
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Tabela 5 - Erro absoluto (EA) entre o valor real e aquele estimado para o
teor de Aluminio das instancias do Conjunto de dados 2

(conclusdo)

Teor de aluminio

Instancia 3 EA
Estimado Real
13 -0,035 4,300 4,335
14 -0,985 7,700 8,685
15 -0,704 6,125 6,829
16 -1,847 3,575 5,422
17 -3,303 3,350 6,653
18 -3,346 3,025 6,371
19 -4,063 2,650 6,713
20 -3,385 3,300 6,685
21 -2,535 1,950 4,485
22 -3,311 2,750 6,061
23 -5,303 1,000 6,303
24 -3,646 1,425 5,071
25 -1,243 1,900 3,143

Fonte: O autor.

Conforme evidenciam os EA da Tabela 5, os valores preditos pelo melhor modelo
identificado ficaram distantes daqueles reais, ja que seus atributos explicaram apenas 50% da
variacdo dos dados (R2 = 0,5). Esse desempenho pode ser justificado pela possivel existéncia
de ndo-linearidade nos dados, visto que o algoritmo utilizado procura modelar apenas
relacionamentos lineares entre os atributos de entrada e meta. Como consequéncia, apesar
desse modelo ser o melhor de todos aqueles obtidos, ndo pode ser considerado confiavel para
predicdo do teor de aluminio das amostras devido ao seu baixo desempenho. Mesmo assim,
acredita-se que o desempenho de predicdo ainda pode ser aprimorado ao aplicar
transformacdo nos dados, ja que essa nao foi utilizada e sua contribuicdo em melhorar o
desempenho de predicdo de modelos de ERD-IR é reconhecida, ou utilizar um algoritmo de
AM gque manipule a ndo-linearidade nos dados.

Embora ndo seja apropriada a comparagéo com o desempenho dos modelos exibidos
na Tabela 1 em vista dos diferentes constituintes do solo interferirem na resposta espectral das
amostras e diferentes protocolos da analise de referéncia proporcionarem resultados distintos
(GHOLIZADEH et al., 2017), o melhor modelo identificado logrou desempenho de predicéo
superior aqueles de Rossel et al. (2006), elaborado na regido espectral do MIR, e de Terra,
Dematté e Rossel (2015), elaborado na regido do Vis-NIR, com dados transformados e com
muito mais instancias de treinamento disponiveis. Esses autores nao fizeram uso da SSA para

elaborar seus modelos e utilizaram algoritmos de ML capazes de lidar com a colinearidade,
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portanto o potencial da SSA fica evidenciado j& que o melhor modelo identificado atingiu
desempenho superior e foi elaborado a partir de um algoritmo menos sofisticado.

De maneira geral, fica evidente a contribuicdo da SSA evolutiva, pois somente
através desta foi possivel utilizar o algoritmo de RLM para elaborar o modelo — ja que na
presenca dos 1.050 atributos de entrada isso nao foi possivel — e também identificar a estreita
quantidade de 22 comprimentos de onda que com tal algoritmo explicam 50% da variacéo dos
dados sem uso de qualquer transformacdo de pré-processamento. Isso indica o enorme
potencial da SSA evolutiva com PSO e do método apresentado para realizar a SSA wrapper
em conjuntos de dados de espectroscopia, o que de certa forma justifica porqué é tendéncia de
pesquisa na area de SSA como Jovic, Brkic e Bogunovic (2015) apontam.
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5 CONCLUSAO

Neste trabalho a técnica de SSA evolutiva com algoritmo PSO foi aplicada sobre um
conjunto de dados de ERD-IR para selecionar um subconjunto de atributos relevantes a
predi¢do do teor de aluminio trocével de amostras de solo. Por conta dessa técnica abordar a
SSA como um problema de otimizacg&o, seu objetivo foi minimizar o valor médio de AIC dos
10 folds da validacdo cruzada utilizada na elaboracdo dos modelos dos subconjuntos
candidatos pelo algoritmo de RLM. Em funcéo de seu desempenho na SSA, a versdo continua
do PSO foi utilizada e exigiu a definicdo de um valor de limiar para designar se o valor
continuo presente no indice da particula indicava a selecdo ou ndo do respectivo atributo,
visto que a SSA é originalmente um problema do tipo discreto.

A literatura pertinente indica que o valor de limiar, 0 nimero de iteracdes e o
tamanho do enxame interferem no resultado final do algoritmo, portanto o valor ideal de cada
parametro foi investigado. Dos valores considerados, 40 iteracGes, 20 particulas no enxame e
limiar 0,6 constituiram a combinacdo ideal de parametros, a qual forneceu os modelos de
melhor desempenho e também utilizou o menor nimero de iteracGes e de tamanho de enxame
considerados, 0 que comprova a baixa complexidade computacional do algoritmo PSO para
realizar SSA em conjuntos de dados de alta dimensionalidade. Os modelos obtidos através
dessa combinacdo evidenciam o potencial do método adotado, j& que o modelo mais
complexo utilizou menos de 10% do total de atributos do conjunto original enquanto o
modelo com melhor desempenho utilizou 22 atributos de entrada e auferiu R2 = 0,61 e RMSE
= 1,24 no treinamento e R? = 0,50 e RMSE = 5,96 na validagdo. Apesar de ser o melhor
modelo de todos os obtidos ainda é possivel aprimorar seu desempenho, ja que neste trabalho
somente foi realizada a SSA sem qualquer outra técnica de aperfeicoamento da geracdo dos
modelos, como transformacdes de pré-processamento dos dados ou selecéo de instancias.

Os resultados obtidos pela aplicacdo da SSA evolutiva foram, de maneira geral,
positivos, ja que anterior a realizagdo da SSA néo era possivel obter sequer um modelo gerado
pelo algoritmo de RLM na presenca dos 1.050 atributos de entrada do conjunto de dados e
depois de sua utilizacdo apenas 22 atributos foram necessarios para explicar 50% da variagédo
dos dados (R? = 0,5) com o mesmo algoritmo. Essa pequena quantidade de atributos
selecionados comparada a quantidade original do conjunto evidencia o potencial da
modelagem adotada para realizar a SSA evolutiva com algoritmo PSO, portanto esta € uma

técnica oportuna e indicada para SSA em conjuntos de dados de espectroscopia.
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TRABALHOS FUTUROS

Algumas oportunidades de trabalhos futuros foram identificadas, as quais podem

aprimorar os resultados deste trabalho ou entdo explorar novos caminhos da SSA evolutiva

com algoritmo PSO. S&o elas:

1.

Novos métodos de inicializacdo das particulas especificos a SSA: conforme Xue,
Zhang e Browne (2014) relataram, inicializar as particulas do PSO de forma adequada
a SSA permite que subconjuntos de qualidade superior sejam identificados, visto que a
cobertura do espaco de busca sera melhorada. Deste modo, sugere-se que novos
métodos de inicializacdo sejam desenvolvidos e testados;

Comparacdo com outras metaheuristicas: indmeras metaheuristicas estdo
disponiveis, as quais operam de forma distinta para procurar a solucio 6tima. A vista
disso, sugere-se que os modelos de predicdo aqui obtidos com o PSO sejam
comparados com aqueles de outras metaheuristicas a fim de investigar se essas
identificam subconjuntos que produzem modelos com desempenho superior;

Aplicar transformacado nos dados: pré-processar os dados atraves de transformacdes
matematicas € um método reconhecido para melhorar o desempenho de predi¢do dos
modelos gerados a partir de conjuntos de dados de ERD-IR, entretanto neste trabalho
nenhuma transformacao foi aplicada ja que nosso objetivo foi investigar unicamente a
aplicabilidade da SSA evolutiva com algoritmo PSO. Deste modo, sugere-se que 0
método aqui proposto seja reproduzido em conjuntos de dados transformados para
identificar a combinacdo ideal de parametros a ser utilizada;

Utilizar outro atributo de interesse: neste trabalho a SSA buscou identificar
atributos relevantes a predi¢do do teor de aluminio trocdvel das amostras, porém
nossos resultados ndo podem ser direcionados aos outros nutrientes do solo. Diante
disso, sugere-se que o metodo aqui apresentado seja reproduzido com outros atributos
de interesse para avaliar se seu desempenho de selecdo assemelha-se aos aqui
apresentados, 0 que comprovaria a robustez da técnica;

Tratar a SSA como um problema multi-objetivo: por conta do AIC considerar a
complexidade do modelo e sua capacidade preditiva numa Unica equagdo, o problema
da SSA foi modelado como mono-objetivo. No entanto, sugere-se modelar a SSA
como um problema multi-objetivo para manipular cada critério — numero de atributos
e capacidade preditiva — separadamente e assim comparar os resultados obtidos com

aqueles aqui apresentados.
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