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“O que sabemos ¢ uma gota, o que nao sabemos ¢ um oceano.”

Isaac Newton



RESUMO

O acompanhamento da cultura de trigo no campo, desde sua semeadura até a colheita, é
indispensavel para o controle de eventuais problemas que podem ocorrer durante seu
desenvolvimento. A predicdo de produtividade de trigo é uma forma de fornecer ao produtor
informagdes sobre o quanto sera o rendimento da sua lavoura, ajudando a identificar possiveis
problemas antecipadamente. A altura da planta também pode ser um importante indicador de
rendimento, uma vez que pode estar relacionada ao desempenho da cultura. A extragdo dessas
informagdes em campo pode ser invidvel quando realizada manualmente e o uso de tecnologias
que implementam o0s conceitos de Sensoriamento Remoto (SR), como as aeronaves
remotamente pilotadas (RPA), pode ser uma alternativa para suprir essa necessidade.
Considerando o recente surgimento de RPA em aplicacBes agricolas e o limitado nimero de
trabalhos envolvendo a estimativa de altura das plantas por meio de modelos digitais, essa
pesquisa teve o objetivo de obter um modelo numérico para a predicdo de produtividade de
trigo baseado em valores digitais de bandas espectrais e valores estimados de alturas de plantas
extraidos de imagens de RPA. As areas experimentais desse estudo estdo localizadas no
municipio de Ponta Grossa — PR, e foram semeadas com trigo nos anos de 2018 e 2019. Os
Vvoos sobre as areas em 2018 foram realizados por uma RPA modelo eBee, utilizando as
cameras RGB e NIR em diferentes resolu¢fes. O voo sobre a area em 2019 foi realizado por
uma RPA modelo Phantom utilizando uma cdmera RGB com resolugéo de 5cm/px. As imagens
obtidas foram processadas no software Pix4D, que faz uso de algoritmos baseados em Structure
from Motion (SfM) e permite a criagdo dos modelos digitais de superficie (DSM) e elevagéo
(DEM). A partir do calculo da diferenca entre esses modelos foi possivel estimar a altura dos
objetos acima do solo. Também foram realizadas medidas manuais de altura das plantas e de
produtividade de grdos no campo a fim de validar os modelos. Para a criagdo dos modelos de
predicdo foram selecionados trés algoritmos de Mineracdo de Dados (MD) a serem utilizados
em testes preliminares. O SMOReg, um algoritmo baseado em Maquina de vetores de suporte
(SVM) para aplicacbes que envolvem regressao, apresentou os melhores resultados e foi
selecionado para dar prosseguimento aos testes. Os resultados obtidos demonstraram que a
altura da planta pode contribuir consideravelmente para o desempenho dos modelos de
predicdo de produtividade de trigo. Os resultados envolvendo a estimativa de altura das plantas
indicaram que a camera NIR se apresentou como a Opcao mais precisa para esse objetivo,
obtendo um erro médio de estimativa consideravelmente menor do que o da camera RGB. Os
testes utilizando a combinacdo dos dados digitais da camera RGB e a altura estimada das
plantas pelos modelos alcancaram indices de correlacdo (r) de até 0,97. Portanto, foi possivel
obter um modelo de predicdo que apresentou alta correlacdo com a produtividade de grdos de
trigo, utilizando apenas dados de SR.

Palavras-chave: Triticum aestivum L., predicdo de rendimento de gréos, sensoriamento
remoto, bandas espectrais, modelos digitais de superficie e elevacdo, mineracdo de dados.



ABSTRACT

The field monitoring of wheat crop, from sowing to harvest, is essential to control any
problems that may occur during crop development. The wheat yield prediction is a way to
provide the farmers information about how the crop will perform, helping to identify possible
problems in advance. The plant height can also be an important indicator of yield, since it can
be related to the crop performance. The extraction of this information in the field can be
impracticable when performed manually and the use of technologies that implement the
Remote Sensing (SR) concepts, such as remotely piloted aircraft (RPA), can be an alternative
to supply this need. Considering the recent appearance of RPA in agricultural applications and
the limited number of studies involving plant height estimation using digital models, this study
aimed to obtain a numerical model for the wheat yield prediction based on digital values of
spectral bands and estimated plant height values extracted from RPA images. The experimental
areas of this study were located in Ponta Grossa, Parana State, Brazil, and were sown with
wheat in 2018 and 2019. The flights over the areas in 2018 were carried out by an RPA model
eBee, using RGB and NIR cameras in different resolutions. The flight over the area in 2019
was carried out by an RPA model Phantom using an RGB camera with 5 cm/px resolution. The
images obtained were processed in the Pix4D software, which uses algorithms based on
Structure from Motion (SfM) and allows the creation of digital surface (DSM) and elevation
(DEM) models. From the calculation of the difference between these models it was possible to
estimate the height of the objects above the ground. Manual measurements of plant height and
grain yield in the field were also performed in order to validate the models. To create the
prediction models, three Data Mining (MD) algorithms were selected for use in preliminary
tests. SMOReg, an algorithm based on Support vector machine (SVM) for applications
involving regression, presented the best results and was selected to continue the tests. The
results based on the plant height estimation indicated that the NIR camera proved to be more
accurate for this purpose, obtaining a considerably lower average error of estimate compared to
that of the RGB camera. Tests performed with the combination of digital RGB data and plant
height estimated by the models reached a correlation index (r) of up to 0.97. Therefore, a
prediction model that showed a high correlation with wheat grain yield was obtained in our
study, using only SR data.

Keywords: Triticum aestivum L., grain yield prediction, remote sensing, spectral bands, digital
surface and elevation models, data mining.
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1 INTRODUCAO

O acompanhamento da cultura de trigo no campo, desde sua semeadura até a colheita, é
importante para o controle de eventuais problemas que podem ocorrer durante seu
desenvolvimento. Dentro dos conceitos da Agricultura de Precisdo (AP), a predicdo de
produtividade de grdos é uma forma de permitir ao produtor identificar esses problemas e agir a
tempo de corrigir eventuais falhas de desempenho ainda durante o estadio de desenvolvimento
vegetativo da cultura. A altura da planta também pode ser um importante indicador de
rendimento de gréos, uma vez que ela pode estar relacionada ao desempenho da cultura. Essa
informacdo também pode servir como parametro para praticas de manejo especificas em um
local identificado como de menor crescimento (LATI et al., 2013).

Considerando que o monitoramento manual de um campo de cultivo pode ser muitas
vezes inviavel dependendo de sua extensdo, o uso de tecnologias que implementam conceitos
de Sensoriamento Remoto (SR) pode ser uma alternativa ao agricultor que necessite de
informacGes antecipadas de sua cultura para proporcionar a tomada de decisdes visando a
obtencdo de maior rendimento de graos. Essa metodologia ja foi utilizada em diversos trabalhos
nos ultimos anos, tanto em trigo (RODRIGES et al., 2015; SILVESTRO et al. 2017) quanto em
outras culturas, como soja (YU et al., 2016; RICHETTI et al., 2018) e milho (PANDA et al.,
2010; BATTUDE et al., 2016).

As tecnologias baseadas em SR possuem a vantagem de monitorar grandes areas em um
menor periodo de tempo, 0 que pode otimizar e diminuir o custo desses processos. Xue et al.
(2017) destacam que, embora os satélites tenham desempenhado um importante papel no SR
durante muitos anos, recentemente houve o crescimento da utilizacdo de Aeronaves
Remotamente Pilotadas (RPAs — do inglés Remotely Piloted Aircraft), também conhecidas
como drone (do inglés zangdo), VANT (Veiculo Aéreo Nao Tripulado), ou UAV (do inglés
Unmanned Aerial Vehicle).

A utilizacdo de RPA apresenta vantagem em relacdo aos satélites pelo fato de,
geralmente, ndo terem suas imagens comprometidas por condicdes atmosféricas em dias
nublados e ndo dependerem do periodo orbital, que é o tempo em que um satélite volta a visitar
a mesma area. Essas interferéncias podem dificultar o sensoriamento em aplicacdes agricolas,
especificamente aquelas relacionadas ao manejo de agua e nutrientes. Outra vantagem € que
essas plataformas podem voar em baixas altitudes, possibilitando maior resolugédo espectral e,
com isso, fornecendo mais detalhes sobre a area imageada, como demonstrado nos trabalhos de

Homan et al. (2016) e Makanza et al. (2018), os quais utilizaram resolu¢des de até 1 cm/pixel.
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Apb6s o sensoriamento de uma determinada &rea, as imagens geradas podem ser
submetidas a técnicas de Processamento Digital de Imagens (PDI) e, posteriormente, podem ser
extraidos dados sobre a cultura, como por exemplo valores digitais de refletancia espectral. O
PDI também permite a geracdo dos modelos digitais de superficie (DSM — do inglés Digital
Surface Model) e modelos digitais do terreno (DTM — do inglés Digital Terrain Model). A
partir desses modelos é possivel obter informac6es como a altitude da &rea de cultivo e a altura
das plantas.

Tendo em vista a grande quantidade de dados que podem ser obtidos e que eles podem
se correlacionar com a produtividade de grdos, as técnicas de Mineracdo de Dados (MD)
podem ser utilizadas para o processamento e a extracdo de informacBes que sejam Uteis ao
produtor. Tais técnicas permitem a combinacdo dos dados obtidos pelo SR e a elaboracéo de
um modelo numérico que possa ter forte correlacdo com o rendimento de gréos de trigo.

Considerando que ainda é recente a utilizacdo de RPA em aplicagdes agricolas e o
limitado namero de trabalhos envolvendo a estimativa de altura das plantas por meio de
modelos digitais, é importante também determinar quais os melhores métodos e parametros a
serem utilizados como objetivo de predizer a produtividade de grdos de trigo utilizando essa

metodologia.
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2 OBJETIVOS

2.1 OBJETIVO PRINCIPAL

O objetivo principal desse estudo foi obter um modelo numérico para a predicdo de
produtividade de trigo baseado em valores digitais de bandas espectrais e valores estimados de
altura de plantas extraidos de imagens de RPA.

2.2 OBJETIVOS ESPECIFICOS

e Avaliar em que magnitude os valores de altura das plantas contribuem para a predicéo
de produtividade de graos de trigo em relagdo ao uso exclusivo dos valores digitais das
bandas.

e Avaliar qual cAmera (RGB ou NIR) e resolucdo espectral seriam melhores para a
estimativa de altura das plantas de trigo.

e Aplicar técnicas de MD na determinacdo do modelo numérico de predicdo de

produtividade de grédos de trigo.
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3 REVISAO DE LITERATURA

3. 1 CULTURA DO TRIGO E PREDICAO DE PRODUTIVIDADE

O trigo é uma graminea de ciclo anual cultivada em todo o mundo. Recentemente, o
consumo desse cereal vem aumentando globalmente, inclusive em paises com climas
inadequados para a sua producdo, principalmente porque alimentos a base de trigo fornecem
uma variedade de componentes essenciais e benéficos para a dieta humana, incluindo proteinas
e vitaminas (SHEWRY et al., 2015).

Com uma producdo de 5,48 milhdes de toneladas na safra de 2019, o Brasil esté entre 0s
maiores produtores de trigo do mundo. O cultivo desse cereal no pais se concentra
principalmente nos estados da regido Sul, por possuirem clima mais favoravel a essa cultura.
Essa limitacdo geografica é um dos motivos da necessidade brasileira de importar trigo de
outros paises para atender a demanda nacional, 0 que acarreta em custos que chegaram a até
quatro bilhdes de reais no periodo 2016/2017 (CONAB, 2017).

O trigo € cultivado no Brasil durante o inverno e o seu ciclo tem uma duracdo que pode
variar de 90 a 180 dias, dependendo do gendtipo, das condi¢bes climéaticas e do solo. Em
termos gerais, o ciclo de desenvolvimento da cultura do trigo pode ser dividido nas fases de
afilhamento, alongamento do colmo, espigamento e maturacdo. A Figura 1 ilustra as fases do

ciclo de desenvolvimento do trigo, de acordo com a escala Feekes-Large (LARGE, 1954).

Figura 1. Escala Feekes-Large de desenvolvimento da cultura de trigo.

afilhamento alongamento do colmo espigamento |maturacio

Fonte: adaptado de Pires et al. (2011).

Tendo em vista sua grande importancia econdmica e nutricional em diversos paises, a
cultura do trigo tem sido objeto de constantes pesquisas que procuram aumentar sua

produtividade. Em muitos estudos com trigo podem ser aplicados os conceitos de AP, desde a
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coleta de dados em uma determinada area, suas analises e a atuacdo com base nas mesmas
(BERNARDI et al., 2013). As contribuicGes da AP para o aumento da produtividade de trigo
podem ser significativas em diferentes objetivos de pesquisa, como em analises de solos
(KRAMER et al., 2014), monitoramento de parametros agrondmicos (SCHIRRMANN et al.,
2016) e acompanhamento do crescimento das plantas (HOLMAN et al., 2016).

A predicdo de produtividade de grdos também se apresenta como op¢do ao se utilizar 0s
conceitos da AP para potencializar o rendimento de uma determinada cultura. Esse objetivo de
pesquisa vem sendo bastante utilizado recentemente em diversos estudos, sobretudo para a
predicdo da produtividade de grdos de culturas anuais. O Quadro 1 apresenta uma relagdo de
estudos realizados nos ltimos anos com o objetivo de predizer a produtividade de grdos em

diferentes culturas.

Quadro 1 — Estudos de predicao de produtividade de grdos em culturas anuais.

Autores Cultura |Objetivo

Rodrigues et al. Trigo Correlacionar indices de vegetacao e a condutividade elétrica

(2015) g do solo com rendimentos de gréos.

Yu et al (2016) Soja Corre!a(:_lonar 0 rendlmento_dos gréos com m_edlgoes ,
geométricas das plantas obtidas por meio de imagens aéreas.
Desenvolver uma metodologia para fornecer estimativas

Battude et al. . . . A .

(2016) Milho precisas da biomassa e do rendimento do milho em grandes
areas.

Gerke (2017) Trigo Estimativa de produtividade de trigo por meio de dados

espectrais de alta resolucéo.

. Determinar a produtividade por meio da obtengao dos indices
Silvestro et al. . ] . . .
(2017) Trigo Qe area foliar e,d_e cobertura do dossel estimados por meio de

imagens de satélite.

Richetti et al. Soia Estimar o rendimento da soja por meio do indice de vegetacédo
(2018) J aprimorado (EVI).

Fonte: O autor.

A relacdo dos trabalhos apresentados no Quadro 1 demonstra que existem diferentes
formas de se obter uma predicdo de produtividade. Esse processo pode utilizar apenas dados
espectrais (GERKE, 2017) e suas combinac¢des (RICHETTI et al., 2018) ou fazer uso de outras

variaveis agronémicas, como dados de solo (RODRIGUES et al., 2015) e informacdes a
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respeito do dossel (SILVESTRO et al., 2017) ou mesmo da altitude da &rea (YU et al., 2016).
Um fator em comum entre esses estudos e que pode auxiliar em aplicacdes de AP ao facilitar a
etapa de coleta de dados € a utilizacdo de tecnologias que aplicam os conceitos de SR.

3.2 SENSORIAMENTO REMOTO E AERONAVES REMOTAMENTE PILOTADAS

O SR de uma éarea permite que sejam obtidas informacdes sobre objetos na superficie
terrestre sem que haja contato fisico entre eles e o sensor (FIGUEIREDO, 2005). Quando uma
fonte de energia como a luz solar, por exemplo, é inserida sobre um objeto, parte dela pode
atravessa-lo, parte pode ser absorvida e outra parte pode ser refletida e capturada por um
sensor. O sensor, entdo, mede a radiacdo refletida pelo objeto, a qual pode corresponder a
diferentes comprimentos de uma de suas bandas espectrais (MENESES; ALMEIDA, 2012). A
identificacdo do alvo é possivel uma vez que cada tipo de objeto apresenta diferentes padroes
de refletancia da radiagéo inserida sobre si.

Dentro da agricultura, a quantidade de radiacdo refletida por uma planta pode indicar
sua presente condicdo de desenvolvimento. Uma planta saudavel, geralmente, tém menor
refletdncia nas bandas visiveis e maior refletancia nas bandas ndo visiveis em relagdo a uma
planta ndo saudavel (CHANG et al., 2013). A Figura 2 apresenta a diferenca da refletancia de
plantas saudaveis, plantas estressadas (ndo saudaveis) e do solo exposto em diferentes
comprimentos de onda abrangendo o espectro visivel (comprimentos de onda entre 400 e 700

nm) e ndo visivel (a partir de 700 nm).

Figura 2. Refletancia de plantas saudaveis, plantas estressadas e do solo em diferentes

comprimentos de onda de um sensor.
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Fonte: adaptado de Chang et al. (2013).
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Os tipos de sensores utilizados para a medicdo da refletdncia podem ser divididos em
ativos, os quais emitem radiacdo artificial e registram a resposta (ou reflexdo) do alvo, ou
passivos, que apenas fazem o registro de uma radiacdo de origem natural (RAY, 2016). Os
Sistemas de Varredura Laser Terrestre (SVLTSs) sdo exemplos de sensores ativos que utilizam a
tecnologia LIDAR (obtencdo de medidas por meio da luz— do inglés Light Detection and
Ranging) para medir coordenadas ou mapear a superficie de uma determinada area. Os SVLTs
passaram a ser recentemente utilizados em estudos a fim de se obter estimativas de altura de
individuos em cultivos agricolas e apresentaram resultados significativos em diferentes objetos
de pesquisa, como cevada (TILLY et al., 2015), plantas daninhas (KOENIG et al., 2015), milho
e soja (FRIEDLI et al., 2016).

Entre os sensores passivos, embora os satélites tenham sido bastante utilizados durante
anos em diversas aplicacdes agricolas, recentemente houve o crescimento da utilizacdo de
RPA, sobretudo por ndo dependerem do periodo orbital e por apresentarem custos financeiros e
de tempo mais acessiveis para estudos em ambientes agricolas (MOECKEL et al., 2018).

Holman et al. (2016) fizeram uso de uma RPA Octocopter equipada com uma camera
RGB para coletar dados de altura de plantas de trigo visando produzir um método de medicao
preciso em substituicdo aos métodos manuais. Também foi utilizada uma SVLT a fim de
comparar 0 desempenho de ambos os sensores. O estudo concluiu que, embora o método
utilizando SVLT tenha apresentado alta exatiddo, a sua aplicacdo é problematica devido ao
grande numero de varreduras necessarias na area de estudo e, consequentemente, impactando
no tempo gasto com as mesmas. A RPA apresentou maior potencial para 0 monitoramento em
alta precisdo de altura de plantas. O estudo também apontou como uma possibilidade de
pesquisa a utilizacdo de imagens NIR, por aumentarem o contraste entre a planta e o solo

possibilitando aumentar a eficiéncia do modelo.

3. 3PROCESSAMENTO DIGITAL DE IMAGENS E MODELOS 3D

A utilizacdo de softwares para processamento de imagens obtidas por SR pode trazer
informacGes significativas a respeito da area imageada. Os softwares baseados em algoritmos
Structure from Motion (SfM) utilizam essa técnica fotogramétrica que permite a reconstrucédo
tridimensional de uma area a partir de imagens bidimensionais sobrepostas (WESTOBY et al.,
2012). Por meio desse processamento é também possivel a criagdo dos modelos 3D
denominados Modelo Digital de Superficie (DSM — do inglés Digital Surface Model) e Modelo
Digital de Elevacdo (DEM - do inglés Digital Elevation Model). A Figura 3 apresenta um
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exemplo apds o processamento de um voo que gerou 0 DSM e o DEM e suas diferengas em

relagdo a imagem real da &rea.

Figura 3. Imagem aérea de um carro (a) e os modelos DSM (b) e DEM (c) gerados para a mesma area.

)

Fonte: O autor .

A principal diferenca entre os modelos DSM e DEM ¢é que o primeiro contempla toda a
superficie em uma area imageada, incluindo objetos naturais e artificiais, enquanto o segundo
contabiliza apenas a altura do terreno, ignorando quaisquer objetos acima do solo (MARTHA
et al., 2010). Na Figura 3, é possivel verificar as diferencas entre os modelos. A Figura 3a é
uma imagem aérea de um carro recortada do ortomosaico. Na Figura 3b, o carro é representado
por sua altura em uma escala de cor em que 0 ponto mais alto em vermelho representa o porta-
malas aberto, o que significa que 0 DSM gerado por essa imagem foi capaz de detectar essa
diferenca. A Figura 3c € o resultado do DEM da mesma area, onde o carro € ignorado.

As principais aplicacfes do DSM envolvem a visualizacdo de objetos em areas civis e
reconstrucdo de paisagens em 3D (RAYBURG et al., 2009), enquanto o0 DEM é principalmente
utilizado para aplicacfes nas areas de topografia e geomorfologia (ERASMI et al., 2016). Em
areas onde ndo ha objetos acima da superficie, 0 DSM apresenta 0s mesmos valores do DEM.

Ambos os modelos (DSM e DEM), quando calculados por meio de dados de SR em
uma area, apresentam uma camada raster (matriz) contendo valores de coordenadas e altura
correspondentes a cada pixel da imagem dessa area. Essas informacgdes permitem que esses
modelos sejam utilizados em estudos que visam a estimativa da altura de objetos acima do solo,
uma vez que é possivel calcular esse valor por meio da diferenca entre os valores gerados para

cada um dos modelos (Figura 4).
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Figura 4. Altura estimada do objeto (h) obtida por meio da diferenga entre os modelos
digitais DSM e DEM.

DSM

h (DSM - DEM)

= DEM

Fonte: adaptado de Holman et al. (2016)

Na agricultura, estudos que utilizam esses modelos vém sendo realizados para calcular a
altura de plantas de diferentes culturas e, com isso, identificar possiveis problemas no seu
desenvolvimento. Holman et al. (2016) calcularam os valores dos modelos DSM e DEM com o
objetivo de produzir um método preciso e de facil replicabilidade para coletar dados de altura
de plantas de trigo por meio de RPA. Os resultados mostraram que as técnicas SfM foram
totalmente capazes de recriar modelos 3D precisos e coletar dados em campo de alta qualidade,
embora ainda haja espaco para melhorar sua eficiéncia ao testar diferentes parametros de
processamento.

Moeckel et al. (2018) utilizaram técnicas UfM para capturar informacdes de altura de
trés vegetais (beringela, tomate e repolho) durante um ciclo completo de desenvolvimento
dessas culturas. Os resultados do estudo demonstraram que foi possivel estimar a altura das
plantas utilizando abordagens de SR e SfM e, com isso, substituir os métodos manuais. Os
autores recomendaram mais estudos com outras culturas em diferentes periodos com a
finalidade de avaliar qual o melhor estadio de desenvolvimento para realizar a estimativa da

altura das plantas.

3. 4 MINERAGCAO DE DADOS (MD)

A MD possibilita uma forma automatica para descobrir padrdes de dados sem

apresentar as limitacbes baseadas na oOtica humana (BRAGA, 2005). Sua utilizacdo é
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importante principalmente em bases com grandes quantidades de dados, em que a viséo
humana € incapaz de extrair padrBes. Entre as principais funcdes da MD estéo a classificacao,
cuja a tarefa é categorizar uma ocorréncia em um determinado grupo (classe), e a regressdo, um
método estatistico utilizado para predicdo numérica (HAN; KAMBER, 2012).

Ao se trabalhar com dados de SR, é comum a geracdo de grandes bases de dados e a
aplicacdo de MD €, muitas vezes, necessaria. Quando se tem como objetivo predizer um valor
de produtividade, é necessaria a utilizacdo de algoritmos de regressdao, uma vez que o atributo
meta é numérico (quando ndo discretizado). A regressdo é uma técnica estatistica que permite
correlacionar variaveis independentes com uma variavel de resposta (ZBICKI ; DOS SANTOS,
2019). No exemplo do presente estudo, 0 modelo é gerado a partir da correlagdo entre 0s
valores de produtividade (variavel de resposta ou atributo meta) e os valores digitais das bandas
e da altura das plantas (variaveis independentes ou atributos descritivos).

Para a geracdo dos modelos, séo aplicadas técnicas de regressao nas bases de dados pré-
processadas, com o atributo meta alocado ao final da base. A regresséo linear € uma técnica que
pode ser utilizada neste cenario, uma vez que tanto a cor como o tamanho das plantas pode
estar entre os indicativos de seu desempenho e, consequentemente, de sua produtividade. Existe
uma relacdo linear entre as variaveis quando os dados se aproximam de uma linha reta em um
diagrama de dispersao de dados (Figura 5). A qualidade do modelo sera dependente da relacao
entre os atributos e da intensidade com que se relacionam (RODRIGUES, 2012).

Aboelghar et al. (2014) fizeram uso da técnica de regressao linear com o objetivo de
gerar modelos de previsdo para a cultura de trigo por meio de dados espectrais de imagens de
satélite. Os resultados demonstraram que a regressdo linear foi a melhor técnica para
representar os dados de entrada e a produtividade do trigo, sobretudo para a bandas RED, NIR

e suas combinacgdes. Os valores de correlacdo (r) obtidos foram de até 0,93.

Figura 5. Diagrama de dispersdo de dados de uma relacédo linear entre duas variaveis.

Yo

Fonte: adaptado de Santos (2007).
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O modelo gerado pela regressdao linear quando utilizado para a predicdo da
produtividade de uma cultura pode ter seu desempenho prejudicado se houver fatores que
alterem a produtividade da planta, mas que ndo sejam explicados quantitativamente pelos
atributos independentes. Uma alternativa para isso é a utilizacdo de regressores que sao capazes
de gerar modelos tanto lineares quanto ndo lineares. Um exemplo de regressor que pode ser
aplicado neste cenario é o algoritmo Maquina de Vetores de Suporte (SVM — Do inglés
Support Vector Machines), o qual também possui aplicacdo em classificacbes e procura
encontrar uma separacdo Otima linear ou um limite que separa os dados de uma classe para
outra (classificacdo) ou um limite que se ajuste aos dados numéricos (regressdo) (HAN;
KAMBER, 2012).

Gerke (2017) utilizou o algoritmo baseado em SVR SMOReg com o objetivo de estimar
a produtividade de trigo por meio de dados de RPA e obteve valores de correlacdo (r) de até
0,61. Considerando que, nesse estudo, foram utilizados como atributos apenas os valores
digitais das cameras e suas combinacdes, € possivel que uma variavel auxiliar, como a altura
das plantas, ajude a construcdo de um melhor modelo de estimativa.

Outra técnica de aprendizado de maquina que pode servir tanto para classificacdo
quanto para regressao sdo as redes neurais artificiais (RNA). Os algoritmos que utilizam RNA
possibilitam encontrar limiares para dados por meio de treinamento e ajuste dos pesos de suas
conexdes sinapticas, simulando um neurénio humano (RUSSEL; NORVIG, 2013). A utilizagédo
de RNA pode ser Util para problemas que envolvem dados lineares e ndo lineares. Panda et al.
(2010) utilizaram RNA para predizer a produtividade de milho utilizando indices de vegetacéo
combinados de dados espectrais por meio de imagens de satélite. O valor do coeficiente de
determinacéo (R2) obtido entre o indice de Vegetacdo Perpendicular (PV1) e a produtividade de
milho foi de até 0,72.
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4 MATERIAL E METODOS

A metodologia utilizada nesse trabalho se iniciou com a defini¢do das areas de estudo e
do material utilizado. As etapas seguintes corresponderam a todo o processo necessario para a
elaboracdo das bases de dados. Por fim, a etapa de mineragdo de dados teve como objetivo pré-
processar e processar os dados obtidos e correlaciona-los com os valores reais coletados em
campo para a criagdo dos modelos de predicdo de produtividade de trigo. A Figura 6 apresenta
o0 fluxograma contemplando as etapas do trabalho.

Figura 6. Fluxograma apresentando as principais etapas do projeto.

1. Definicdo das areas de estudo
e dos equipamentos utilizados.

ko

2. Execucdo dos voos e coleta
de valores em campo

o

3. Processamento das imagens

)

4. Extracdo dos dados e criacio

das bases

Y

5. Mineracdo dos dados

Fonte: O autor.

Foram planejadas as execucbes das etapas 2, 3, 4 e 5 em trés areas experimentais
envolvendo dois anos diferentes (2018 e 2019) para melhor validacdo das técnicas utilizadas e

dos modelos obtidos.

4.1 AREAS DE ESTUDO E EQUIPAMENTOS UTILIZADOS

As areas experimentais utilizadas nesse estudo foram cultivadas com trigo na regido dos

Campos Gerais do Parand, no municipio de Ponta Grossa. A primeira area de estudo,
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denominada Area 1, estava localizada na Fazenda Santa Cruz (Figura 7) e situada nas
coordenadas geograficas 25°13°31,3” de latitude Sul e 50°07°07,4” de longitude Oeste. Nessa
area, as parcelas foram primeiramente divididas de acordo com a inoculacdo e ndo-inoculagdo
de sementes de trigo com a bactéria Azospirillum brasilense. As parcelas foram subdivididas
em dois tratamentos, sem e com aplicacdo de gesso agricola, e as subsubparcelas receberam
quatro diferentes doses de nitrogénio (N) em cobertura. O experimento contou com trés
repeticdes, totalizando 48 unidades experimentais de 52m? cada uma. O trigo, cultivar TBIO
Sossego, foi semeado no dia 14 de junho de 2018.

Figura 7. Area experimental 1 (Fazenda Santa Cruz).

Fonte: O autor.

A segunda area experimental, denominada Area 2, estava localizada na Fazenda Escola
“Capao da Onga” da Universidade Estadual de Ponta Grossa (UEPG) (Figura 8), situada nas
coordenadas geograficas 25°05°58.7°" de latitude Sul e 50°02°34.4°" de longitude Oeste. Um
experimento foi realizado nessa area por meio de aplicagcdes de duas fontes de potéssio (KCl e
Polialita), gesso e suas combina¢es. O experimento contou com oito tratamentos e quatro
repeticOes, totalizando 32 parcelas com 48 m? cada uma. O trigo, cultivar Quartzo, foi semeado
no dia 04 de julho de 2018.
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Figura 8. Area experimental 2 (Fazenda Escola da UEPG).

Fonte: O autor.

A terceira area de estudo, denominada Area 3, também localizada na Fazenda Escola da
UEPG (Figura 9), estd situada nas coordenadas geograficas 25°05'36.1"de latitude Sul e
50°02'46.3" de longitude Oeste. Um experimento foi realizado nessa area com aplicacdes de
calcério, fontes de fosforo (P) e modos de aplicacdo de P (a lango e no sulco de semeadura). O
experimento contou com quatro repeticGes, totalizando 44 parcelas de 90 m? cada uma. O trigo,
cultivar TBIO Toruk, foi semeado no dia 28 de junho de 2019.

Figura 9. Area experimental 3 (Fazenda Escola da UEPG).

Fonte: O autor.
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A colheita na Area 1 foi realizada no dia 06 de novembro de 2018 e as produtividades
de gréos variaram de 1172 a 3342 kg ha’. A colheita dos grios na Area 2 foi realizada no dia
22 de novembro de 2018 e as produtividades de gréos ficaram entre 2196 e 4431 kg hat. A
colheita na Area 3, na safra seguinte, foi realizada no dia 14 de novembro de 2019 e as
produtividades de grdos variaram de 1328 a 3892 kg ha®. Os dados de produtividade minima
(Min), maxima (Max), média de grdos e o desvio padrdo (DP) entre as parcelas estdo
apresentados na Tabela 1.

Tabela 1 — Descricdo dos dados de produtividade das areas de estudo.

Produtividade (kg ha™)

Areas

Min Max Média DP
Area 1 (Fazenda Santa Cruz) 1172,1 3341,7 2159,8 403,7
Area 2 (Fazenda Escola da UEPG) 2196,0 4430,6 3536,5 552,7
Area 3 (Fazenda Escola da UEPG) 1328,0 3892,1 24145 476,4

Fonte: O autor.

Os voos nas areas 1 e 2 foram realizados utilizando uma RPA de asa fixa modelo eBee,
fabricada pela empresa SenseFly (Figura 10a). Essa RPA tem como principais vantagens a
autonomia e a facilidade de uso, sendo ideal para a captura de fotos de alta resolucao
(SenseFly, 2019). Para o controle desse equipamento, foi utilizado o software Emotion 2, o
qual permite realizar todo o processo de planejamento dos voos, ajuste de configuracGes e o
pré-processamento das imagens através da insercdo das coordenadas em cada foto, de acordo

com 0 GPS embarcado na RPA.

Figura 10. RPA eBee (a), cdmera RGB (b) e camera NIR (b).

a)

Fonte: SenseFly (2019)
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Acopladas a RPA, foram utilizadas duas cdmeras, uma Sony Cybershot WX RGB com
18.2 megapixels (Figura 10b) e uma Canon S110 NIR de 12 megapixels (Figura 10c). A
camera RGB captura os dados no espectro visivel atraves das bandas RED (vermelho), GREEN
(verde) e BLUE (azul). Os valores numéricos de cada uma das bandas RGB variam entre O a
255 (8 bits). A camera NIR também possui as bandas RED e GREEN e apresenta um filtro
infravermelho na banda BLUE que a permite capturar valores na regido do NIR (infravermelho
proximo). Os valores numéricos de cada uma de suas bandas variam entre 0 a 65.535 (16 bits).

Em 2019, devido a problemas técnicos na RPA eBee, 0 voo sobre a Area 3 foi realizado
utilizando uma RPA Phantom 4, fabricada pela empresa DJI (Figura 11). A camera utilizada

pela aeronave foi uma RGB com 12.0 megapixels.

Figura 11. RPA Phantom 4.

-
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Fonte: DJI (2019).

Foram utilizados um receptor GPS modelo Trimble ProXT juntamente com o coletor de
dados Juno SB (Figura 12a) para uma melhor precisdo no georreferenciamento durante e apos o
processamento das imagens. As coordenadas foram coletadas em diferentes posicdes das areas
de acordo com os pontos de controle GCPs (do inglés Ground Control Points) (Figura 12b),
cujas estruturas facilitam a observacdo aérea do ponto de coleta. Oito GCPs foram utilizados
para a Area 1, dez para a Area 2 e doze para a Area 3. O objetivo foi fazer com que em cada
imagem fossem visualizados pelo menos 2 GCPs, que é o nimero ideal recomendado pelo

software de processamento utilizado.
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Figura 12. Receptor GPS Trimble ProXT e coletor de dados Juno SB (a) e marcadores GCP (b).

a)

Fonte: O autor.

Na coleta dos pontos, a antena do GPS foi posicionada no centro do GCP durante
alguns minutos e cerca de 500 pontos, em média, foram coletados em cada GCP. Os pontos
foram extraidos do GPS utilizando o software Trimble GPS Pathfinder e exportados em
arquivos RINEX para serem enviados ao Instituto Brasileiro de Geografia e Estatistica (IBGE)
atraveés do sistema IBGE-PPP (Posicionamento por Ponto Preciso), um servi¢o online gratuito
para 0 pds-processamento de dados GNSS (Global Navigation Satellite System). Esse servico
permitiu obter coordenadas referenciadas ao SIRGAS2000 que é o Sistema de Referéncia
Geocéntrico para as Americas (IBGE, 2018). Ap0s 0 poOs-processamento, 0s dados contendo
latitude, longitude e altitude de cada ponto foram salvos em arquivos .xyz para serem utilizados
posteriormente nas etapas de processamento das imagens (sessdo 4.3) e extracdo dos dados

(sessdo 4.4).

4.2 COLETA DOS DADOS

Na etapa de coleta dos dados, os voos foram realizados sobre as areas durante o
desenvolvimento da cultura do trigo utilizando diferentes resolucdes e cameras. O voo sobre a
Area 1 foi realizado no dia 11 de setembro de 2018, aos 89 dias apés a semeadura (DAS),
utilizando as cameras RGB e NIR em trés resolucdes diferentes (3,4, 10 e 26 cm/pixel). O voo
na Area 2 foi realizado no dia 10 de outubro de 2018, aos 98 DAS, utilizando a camera RGB
em duas resolucdes (3,4 e 10 cm/pixel). O voo planejado com a cAmera NIR sobre a Area 2 n&o
foi realizado devido as constantes chuvas durante todo periodo de crescimento da cultura. O
voo sobre a Area 3 foi realizado no dia 09 de outubro de 2019, aos 103 DAS, e apenas a cAmera

RGB foi utilizada, por ser a Unica disponivel na RPA, com resolucdo de 5 cm/pixel. Em todos
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0s voos realizados o trigo estava em fase de espigamento. As informacGes referentes aos voos

nas trés areas experimentais sdo apresentadas na Tabela 2.

Tabela 2 — Datas, resoluces e dias apds a semeadura (DAS) dos voos realizados.

Area experimental Data Resolucao DAS
3.4 cm/pixel

Area 1 (Fazenda Santa Cruz) 11/09/2018 10 cm/pixel 89
26 cm/pixel

. 3.4 cm/pixel

Area 2 (Fazenda Escola da UEPG) 10/10/2018 ) 98
10 cm/pixel

Area 3 (Fazenda Escola da UEPG) 09/10/2019 5 cm/pixel 103

Fonte: O autor.

Realizou-se também a medida manual da altura das plantas nas areas 1 e 2 nos mesmos
periodos dos voos, com o objetivo de validar o processo de estimativa da altura de plantas. A
altura foi medida a partir da base da planta até a extremidade da sua espiga mais alta. Foram
coletadas 10 plantas de cada parcela das areas de estudo e a altura foi definida pelo valor médio

das medidas.

4.3 PROCESSAMENTO DAS IMAGENS

Para o processamento das imagens foi utilizado o software Pix4DMapper PRO. Esse
software recebe como entrada as imagens pré-processadas pelo sofware Emotion 2 e tem como
saida diferentes produtos a respeito da area mapeada, como o ortomosaico (Figura 14a) e o
mapa de refletancia (Figura 14b) (P1X4D, 2017).

O processamento das imagens pelo software foi dividido em quatro etapas: na primeira
etapa o software realizou a busca por pontos iguais (matching) entre as imagens, utilizando-se
de informacdes sobre suas localizaces no mapa; na segunda etapa foi realizada a correcdo
georreferencial das imagens, utilizando as coordenadas coletadas pelo GPS nos GCPs
distribuidos nas areas (sessdo 4.1). O arquivo de texto .xyz foi importado para o software e foi
possivel visualizar as localizagGes de cada GCP na &rea e 0s erros georreferencais em relagdo
aos pontos coletados. Esses erros sdo explicados pela diferenga de precisdo entre o GPS
embarcado na RPA utilizado para a juncdo das imagens na primeira etapa e o GPS utilizado em

solo com coordenadas pos-processadas. A correcdo desses erros foi realizada identificando e
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marcando manualmente o centro de cada GCP da &rea em todas as imagens em que 0 mesmo
foi visualizado. Na Figura 13 é possivel visualizar a distancia entre o ponto coletado pelo GPS

(em azul) e o centro de um dos GCP (em verde) em cada imagem que ele aparece.

Figura 13. Distancia entre o centro de um GCP e o ponto coletado pelo GPS em solo nas 4 imagens em

que ele é visualizado na Area 3.

Fonte: O autor.

Na terceira etapa foi gerada a nuvem de pontos (point cloud), sendo que cada pixel da
nuvem tem uma coordenada que foi associada com uma imagem original da area. Na quarta e
Gltima etapa foram gerados os produtos finais do processamento, sendo eles o ortomosaico
(uma Udnica imagem abrangendo toda a area sobrevoada com balanceamentos de cores
realizados pelo proprio software para melhor visualizacdo) (Figura 14a), o mapa de refletancia
(um ortomosaico sem ajustes de cores) (Figura 14b) e os modelos DSM (Figura 15a) e DEM
(Figura 15b). Para se trabalhar com os valores digitais das imagens, o ideal é utilizar o mapa de
refletdncia por ele ndo apresentar balanceamento de cores durante o processamento e
permanecer com os valores digitais originais (PIX4D, 2017). Os modelos DSM e DEM podem
ser observados no préprio software e salvos em arquivos com formato .tif e lidos como

arquivos raster em softwares SIGs (Sistemas de Informagdo Geografica) contendo, para cada
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ponto, as coordenadas e a altitude do objeto mais alto acima do solo (DSM) ou do proprio solo
ignorando os objetos (DEM).

Figura 14. Ortomosaico (a) e mapa de refletancia (b) gerados para a Area 1.

Fonte: O autor.

Figura 15. DSM (a) e DEM (b) gerados sobre a Area 1.

Fonte: O autor.

Por ser baseado em algoritmos Structure from Motion (SFM), o software Pix4D é capaz
de criar um mapa 3D da area baseando-se em imagens 2D. A reconstrucdo 3D de uma regido
pode ser observada no proprio software na aba Volumes. A Figura 16 apresenta uma
reconstrugio 3D da Fazenda Santa Cruz (Area 1), a partir do voo realizado sobre a area. E



34

possivel observar que a reconstrucdo foi capaz de recriar a diferenca entre o corredor da area e

as plantas.

Figura 16. Reconstrugio 3D da Area 1 utilizando imagens da cimera RGB.

Fonte: O autor.

4.4 EXTRACAO DOS DADOS

O processo de extracdo dos dados das imagens e dos modelos foi realizado por meio do
Quantum GIS (ou QGIS), um software livre que fornece ferramentas para visualizacédo, edi¢ao
e analise de dados georreferenciados (QGIS, 2019). O QGIS recebe como entrada os produtos
gerados pelo Pix4D lidos como camadas raster contendo pontos de coordenadas para cada

pixel das imagens.

4.4.1 Extracdo dos valores digitais

A extracdo dos valores digitais das cameras RGB e NIR foi realizada sobre o mapa de
refletdncia, o qual ndo tem seus valores digitais alterados durante o processamento. Tendo em
vista que o valor da produtividade de trigo obtido no campo foi contabilizado para cada parcela,
foi necessario separar cada uma delas na imagem antes de extrair os dados. Esse processo pode
ser feito coletando pontos de GPS nas divisdes das parcelas ou analisando visualmente a
imagem (quando h& algum tipo de marcador identificando cada divisa). Se ambos 0s métodos
estiverem comprometidos, € possivel também separar cada parcela por meio de métricas

digitais em editores de imagem, considerando o croqui da area, suas medi¢cbes em campo e a
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resolucdo da imagem. Apds essa identificagdo, sdo desenhados poligonos em cada parcela
considerando o local em que foi realizada a colheita e a sua area de extensdo (Figura 17).

Nas areas 1 e 2, o local colhido contabilizado no estudo foi o centro das parcelas,
desconsiderando as bordaduras, com o objetivo principal de minimizar interferéncias de
tratamentos vizinhos. Cada poligono desenhado tinha um identificador id, e o seu nimero foi

dado de acordo com o nimero da parcela definido no croqui da &rea.

Figura 17. Divises e poligonos desenhados para cada parcela da Area 2.

————

Fonte: O autor.

Diferentemente das outras areas, a colheita da Area 3 ndo foi realizada nos centros das
parcelas e sim em locais onde as plantas foram menos prejudicadas em decorréncia de uma
infestacdo de azevém na area. Portanto, a localizacdo em que os poligonos deveriam ser
desenhados era variavel para cada parcela. Dentro dessas condicdes, foi necessaria a utilizacao
de GPS para obter as coordenadas nos locais onde a colheita foi realizada. Os locais colhidos
eram retangulares e continuos, com 2 m de largura e 3 m de comprimento. A coleta dos pontos
foi realizada antes da colheita do restante da area, e em cada uma das parcelas o GPS foi
posicionado no canto superior direito da area colhida. Essas coordenadas foram pos-
processadas e adicionadas ao QGIS como uma nova camada, permitindo a localizacdo desses

pontos no ortomosaico da area (Figura 18).
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Figura 18. Pontos de coleta indicando os locais de colheita em cada parcela na Area 3.

Fonte: O autor.

Para a etapa de geracdo dos pontos foi utilizada a ferramenta Pontos aleat6rios no
interior de poligonos. Essa ferramenta permite que seja definida previamente a quantidade de
pontos gerados dentro de cada poligono, possibilitando que menores amostras de dados sejam
criadas. Para cada imagem foram gerados, primeiramente, um ponto para cada um dos pixels
no interior de cada poligono; posteriormente foram gerados pontos para 66% e 33% dos pixels.
Com isso, foram criadas trés amostras de dados para cada imagem gerada. A Figura 19
apresenta um exemplo de poligono desenhado na Area 3 e as diferentes quantidades de pontos

geradas.

Figura 19. Exemplo de um poligono com diferentes quantidades de pontos por pixel
(100%, 66% e 33%).

Fonte: O autor.

Dentro dos poligonos desenhados foram extraidos os valores digitais de cada banda

utilizando o plugin Point Sampling Tool, também disponivel para instalacdo no software QGIS.
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Os valores digitais extraidos foram salvos em arquivos com formato .csv contendo também a

identificacdo das parcelas definidas pelo id dos poligonos.

4.4.2 Célculo e obtencdo das alturas das plantas

Os valores de altura das plantas foram calculados a partir dos modelos DSM e DEM
gerados pelo software Pix4D. Uma vez que no processamento de cada voo foram gerados
ambos 0s modelos, os dois possuem a mesma coordenada para cada pixel. I1sso permite que o
QGIS os considere como duas camadas rasters diferentes na mesma area. A ferramenta
calculadora raster, disponivel no software, permite a realizacdo de calculos dos atributos entre
duas camadas diferentes que possuem as mesmas coordenadas. Utilizando a operacdo de
subtracdo entre 0 DSM e DEM, foi criada uma nova camada raster, a qual pode ser visualizada
como um mapa de altura da area, contando com as mesmas coordenadas dos modelos, mas com
os valores de diferenca de altitude entre ambos que seriam as alturas dos objetos acima do solo.

Na Figura 20, os pontos mais claros representam os objetos mais altos.

Figura 20. Mapa de altura das plantas de trigo obtido pelos dados da cAmera RGB na Area 1.

Fonte: O autor.

Para a extracdo dos valores dos mapas de altura foram utilizados os mesmos arquivos
contendo os poligonos desenhados e 0s pontos gerados no mapa de refletancia. A ferramenta
Point Sampling Tool foi novamente utilizada para extrair os valores de altura para cada pixel
dentro de cada parcela. Assim como na extracdo dos valores digitais, os valores de altura
também foram salvos em arquivos .csv contendo a identificacdo das parcelas definidas pelo id

dos poligonos.
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4.5 MINERACAO DOS DADOS

A etapa de mineragdo de dados contemplou a juncdo dos dados obtidos pela etapa
anterior, a analise e o pré-processamento desses dados e a aplicacdo de técnicas de aprendizado
de méaquina a fim de correlacionar os dados extraidos das imagens com os dados coletados em

campo.

4.5.1 Criacdo e pré-processamento das bases de dados

O conjunto dos dados obtido nas etapas anteriores foi subdividido de acordo com a area
em que foi realizado o voo, a cAmera utilizada, a resolucdo da imagem e a proporcdo dos
pontos extraidos em relacdo a sua totalidade (Tabela 3). Ao todo, foram geradas seis bases para
a Area 1, duas bases para a Area 2 e uma base para a Area 3.

Os dados gerados pela camera NIR utilizando 3.4 cm/pixel na Area 1 foram reduzidos
devido a trés parcelas terem sido comprometidas por falhas na juncdo das imagens. A causa
disso pode ter sido o excesso de vento no momento do voo que alterou a posicdo da RPA e
prejudicou a captura das imagens sobre as parcelas localizadas na extremidade da érea.
Também foram descartadas quatro parcelas da Area 3 por terem sido desconsideras no

momento da colheita.

Tabela 3 — Tamanho em instancias de cada uma das bases criadas.

i i Resolucio Instancias

Base Area Camera (cm/pi>(<;el) 100% 66% 330
Al_RGB_3 1 RGB 3,4 365.616  243.744  121.872
Al1_NIR_3 1 NIR 3,4 342.765 228510  114.255
A2_RGB_3 2 RGB 3,4 243.744  162.496  81.248
Al_RGB_10 1 RGB 10 33.600 22.400 11.200
A1_NIR_10 1 NIR 10 33.600 22.400 11.200

A2_RGB_10 2 RGB 10 22.400 14.934 7467

Al_RGB_26 1 RGB 26 6.240 4.160 2.080

Al_NIR_26 1 NIR 26 6.240 4.160 2.080
A3 RGB 5 3 RGB 5 92.400 61.600 30.800

Fonte: O autor.
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O numero de instancias das bases é consideravelmente maior de acordo com a resolucao
da imagem e a proporcéo dos dados. Para cada base foram criadas outras duas com menores
quantidades de amostras de dados (sessdo 4.4.1). O objetivo da criacdo de diferentes
quantidades de amostras foi verificar se existe a necessidade da utilizacdo da totalidade de
dados quando se trabalha com valores digitais. 1sso é importante uma vez que 0 custo
computacional aumenta consideravelmente de acordo com o tamanho da base.

Em relacdo as colunas das bases, cada uma é composta de um atributo de identificacdo
(id da parcela), cinco atributos descritivos e um atributo meta (produtividade). O Quadro 2
apresenta 0 nome, o tipo e a descricdo desses atributos. O atributo com os valores reais da

altura das plantas também foi utilizado como meta em alguns testes.

Quadro 2 — Descricdo dos atributos das bases de dados.

Atributo Tipo Descricéo

Numeérico id da parcela. Néo é utilizado no momento da aplicacdo dos

Parcela . . . N
continuo algoritmos de mineracdo de dados.

Numérico Valor digital da banda RED das cAmeras RGB ou NIR. E

Banda_1 (RED) continuo contabilizado por pixel e pode variar para cada instancia da base.

Numérico Valor digital da banda GREEN das cAmeras RGB ou NIR. E

Banda_2 (GREEN) continuo contabilizado por pixel e pode variar para cada instancia da base.

Valor digital da banda BLUE (cAmera RGB) ou NIR (camera

Banda_3 (BLUE ou | Numerico NIR). E contabilizado por pixel e pode variar para cada instancia

NIR) continuo da base.
. - Valor de altura estimada extraido dos modelos digitais. E
Altura_estimada Numérico -~ ;
. contabilizado por parcela e pode variar de acordo com a
_plantas continuo

guantidade delas.

Numérico Valor de altura real medida em campo. E contabilizado por
Altura_real_plantas

continuo parcela e pode variar de acordo com a guantidade delas.
Numérico Valor de produtividade coletada em campo. E o atributo meta e

Produtividade continuo alocado na Gltima coluna da base. E contabilizado por parcela e
(meta) pode variar de acordo com quantidade delas.

Fonte: O autor.

Os valores estimados de altura das plantas, inicialmente contabilizados por pixel, foram
transformados para serem contabilizados por parcela de acordo com os valores reais. Para cada
parcela foram selecionados aleatoriamente 100 pontos e o valor médio entre eles foi
contabilizado como a altura estimada da parcela. A Tabela 4 apresenta um fragmento obtido da
base A1l _NIR_10.



Tabela 4 — Exemplo mostrando a composicdo de uma base de dados do estudo (A1_NIR_10).

Altura
Instancia Parcela R G NIR estimada AItL(JCrr%)real P?%Ode
(cm)

1 pl 3805,601 5064,881 27569,803 80,9 91,7 2540,4

2 pl 3849,365 5067,211 25190,053 80,9 91,7 2540,4

3 pl 3891,500 5069,097 25552,645 80,9 91,7 2540,4

4 pl 4061,265 5271,518 27486,207 80,9 91,7 2540,4

5 pl 3827,559 5130,599 26533,309 80,9 91,7 2540,4

6 pl 3773,554 5123,048 29513,279 80,9 91,7 2540,4

7 pl 4290,837 5498,931 26089,924 80,9 91,7 2540,4

8 pl 4099,203 5276,562 26121,141 80,9 91,7 2540,4

9 pl 4313,205 5498,842 26558,920 80,9 91,7 2540,4
33,600 p48 4604,828 5362,175 21539,652 72,3 93,3 2631,1

Na etapa de pré-processamento também foi realizada a identificacdo e o tratamento de

possiveis outliers (Figura 21), geralmente causados por erros de softwares de manipulacdo dos

dados.

Figura 21. Exemplo de dois outliers i
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Fonte: O autor.
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dentificados em uma das bases de dados.

Fonte: o autor.

Os outliers foram tratados de acordo com seu valor em relacdo aos das instancias
vizinhas. Para erros de facil percep¢do, como a auséncia de um ponto ou virgula, eles foram
corrigidos. No caso de erros na coleta dos dados, como o descrito na base AL NIR_3, as

parcelas ou instancias foram desconsideradas.
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4.5.2 Anélise dos dados e técnicas de aprendizado de maquina

A andlise visual dos dados e a aplicacdo de técnicas de aprendizado de maquina foram
ambas realizadas utilizando o ambiente Weka, um software de cddigo aberto que possui
ferramentas para preparacdo de dados, classificacdo, regressdo, agrupamento, mineragdo de
regras de associacao e visualizacdo (WEKA, 2019). Especificamente para a etapa de regressao,
foi instalado o pacote wekaServer, o qual fornece um servidor simples baseado em servlet para
execucdo de tarefas de mineracdo de dados de maneira distribuida, permitindo que todos os
ndcleos do processador sejam utilizados ao mesmo tempo, a fim de proporcionar um possivel
ganho computacional. A execuc¢do do servidor foi iniciada por meio da interface CLI do
ambiente, e o comando utilizado esta descrito no Quadro 3.

Quadro 3 — Comando utilizado para a execucdo do pacote wekaServer.

> java weka.Run WekaServer -host localhost -port 8085 -slots 16 -staleTime -1

# -slots indica quantos nlcleos do processador serdo utilizados para a execucdo dos
algoritmos. O Weka por padrdo utiliza apenas 1.

# -staleTime indica o tempo que o servidor aguarda até apagar uma execucao parcial ja
realizada. Em execucBes muito longas mostrou-se necessario desativar essa op¢ao com o
valor -1.

Fonte: O autor.

As bases de dados foram analisadas antes de serem processadas na ferramenta de
visualizacdo disponivel no ambiente. O objetivo dessa analise foi verificar a possibilidade de
encontrar padrées de comportamento entre os dados que auxiliassem na escolha dos algoritmos
de mineracdo de dados a serem aplicados.

Para a etapa de aplicacdo de técnicas de aprendizado de maquina, além do algoritmo de
regressao linear, foram selecionados para testes iniciais dois algoritmos mais robustos: o
MultilayerPerceptron (RNA) e 0 SMOReg. O Quadro 4 apresenta a relacdo desses algoritmos,
as configuracbes utilizadas (baseadas em resultados de testes preliminares) e uma breve

descricdo da propria ferramenta.
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Quadro 4 — Algoritmos utilizados para os testes iniciais (fonte: Weka, 2019).

Algoritmo Parametros Descricéo da ferramenta

Utiliza regressdo linear para previsao. Usa o
LinearRegression default critério de Akaike para selecdo de modelo e é
capaz de lidar com instancias ponderadas.

Utiliza retropropagacéo para classificar
instancias. Quando a classe é numérica os nodos
de saida se tornam unidades lineares sem limite.

1 camada oculta com 5

MultilayerPerceptron nodos

Implementa a maquina de vetores de suporte

SMOReg Atributos estandarizadog x
para regressao.

Fonte: O autor.

Os testes iniciais foram todos realizados em uma mesma base (A1_RGB_10), com e
sem a utilizacdo do atributo de altura real das plantas e com as trés diferentes quantidades de
amostras de dados. Os objetivos desses testes foram: | - verificar qual algoritmo apresentava 0s
melhores resultados para ser utilizado na sequéncia dos testes; Il - verificar se a quantidade de
dados utilizados afetava o desempenho dos algoritmos; e Il - verificar se a altura real das
plantas contribuia para a geracdo de um modelo melhor de predicédo de produtividade de gréos.
Uma vez definidas essas questdes, 0s testes seguintes em todas as bases tiveram 0s seguintes
objetivos: | - verificar qual camera e resolucdo apresentavam o melhor desempenho para
estimar a altura das plantas e Il - analisar se seria possivel gerar um modelo de predicdo
utilizando apenas dados de SR com forte correlacdo com a produtividade de trigo.

A metodologia utilizada para todos os testes foi de dez folds de validacdo cruzada e as
métricas consideradas foram os coeficientes de correlacdo (r) e de determinacdo (R2). Para
avaliar o desempenho da estimativa da altura das plantas foi calculado o erro médio, em cm,
entre a altura estimada e a altura real obtida por parcela. Também foram correlacionados ambos
os valores considerando o coeficiente r. Tendo em vista que o objetivo principal desse trabalho
era a predicdo de produtividade de graos, a estimativa da altura das plantas foi considerada
apenas como uma variavel auxiliar para proporcionar ganho de desempenho ao modelo de
predicdo. Em vista disso, a estimativa correta de plantas mais altas que outras em determinada
parcela (altura relativa) tem a mesma importancia que a estimativa exata da altura de plantas

em cada parcela (altura real).
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Para calcular as diferencas estatisticas entre os resultados foram realizados testes de
Tukey utilizando o PAST, um software livre para analise de dados cientificos, com funcdes
para manipulacdo de dados e estatisticas (PAST, 2020).
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5 RESULTADOS E DISCUSSAO

Nessa sessdo serdo apresentados os resultados obtidos primeiramente da andlise
preliminar dos dados e, posteriormente, dos testes descritos na sessdo 4.5.2.

5.1 AVALIACAO DOS DADOS

Nas Figuras 22 e 23 sdo apresentados os comportamentos dos dados das Areas 1 e 2,
respectivamente. As bases foram divididas em trés partes iguais e a coloragdo de cada uma
representa a classe de acordo com o seu valor relativo ao restante da base: amarelo=alto (1/3),
laranja=meédio (1/3) e vermelho=baixo (1/3). Analisando os valores apresentados, calculados
pela média entre as bandas RGB, e os valores de altura das plantas e produtividade de graos, foi

possivel identificar que, geralmente, os dados se comportavam da seguinte forma:

se RGB=alto e Altura=baixa entdo Produtividade=Dbaixa,
ou

se RGB=baixo e Altura=alta entdo Produtividade=alta.

Figura 22. Mapas de refletancia RGB (a), altura das plantas (b) e produtividade de gréos (c) da Area 1.

Refletincia (RGB) Altura (cm) Produtividade (kg ha-1)
a)/16 1043 32 1104 48 1142 p) 16 991 32 946 (48 933 ) 16 22207 24680 48 26311

15 13229 Em 47 1054 31 992 47 947 m 47 20332
14 1079 30 1244 46 1105 14 939 Em 46 937 14 23358 E E
E m 13 943 29 961 45 962 13 25490 29 249738
12 1249 28 1065 44 1044 28 933 44 921 28 25362 44 22932
m 43 1125 11 942 27 969 E 11 21611 27 22335 E
m 26 102,8 10 994 26 953 42 987 10 23401 22785 42 23481
9 1036 25 1167 mm H 41 1002 23486 41 25447
B 24 1062 40 1101 8 943 24 920 40 903 B 24 21943 m
23 1197 (39 1044 7 955 39 914 33418 39 20204
6 1030 22 1037 E 6 948 22 955 934 2681,1 22 26633 38 22080
5 1184 LNl 37 1052 .m 2 99 . 21 21184 37 20375
4 1186 20 1163 E n 36 947 n 36 22975
3 1026 E sl 35 1052 Hm 19 938 35 917 3 29240 E 35 22378
18 1249 34 1115 . mm m 2 223738 m 34 27143

1 1025 17 1156 33 1386 91,7 17 831 E 1 25404 17 21358 33 19965

Fonte: O autor.
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Figura 23. Mapas de Refletancia RGB (a), altura das plantas (b) e produtividade de gréos (c) da Area 2.
Refletincia (RGB) Altura (cm)

a 1 979 o8 a5 17 998 25 1018 h) n H .

2 1037 10 923 18 936 256 1010 . 10 805 . 80,6

3 1936 19 958 (27 901 84,75 . 27 834

4 1933 91,4 977 E 82,85 84.6 E 28 889
93,8 .m . E 83,75 21 841 29 89,7

90,2 89,7 92,2 30 923 86,9 14 825 83,6 30 888
. 15 919 23 1019 . 37,5 15 875 31 89,0

8 918 . .m Em 85,85 16 840 24 81,0 32 946

Produtividade (kg ha-1)

VDR > . EEE) EETH

3183,5 19 3330,7 27 36195

(= B < (RN ¥, B Y]

4004,9 12 3837,6 m 2031 8 QEENETELE:]
39488 13 3871,2 21 36081 29 42183

44307 14 40473 22 36451 3052,2
4016,0 15 41751 E 31 34184

40900 16 35668 24 40580 32 35171

(=T B = R ¥ B =

Fonte: O autor.

O valor alto de RGB significa que a planta esta refletindo mais a luz (mais amarelada).
Isso, somado a um baixo crescimento, demonstrou ser forte indicador de baixo rendimento de
grdos. Porém, esse comportamento ndo se apresentou como uma regra geral. Foi possivel
observar que, especificamente nas parcelas 34 e 48 da Area 1, e na parcela 9 da Area 2, as
plantas refletiram mais e eram menores, porém apresentaram alto rendimento de grdos. A
explicacdo para tais valores conflitantes pode estar associada a possiveis interferéncias de
fatores externos que podem ter prejudicado o rendimento de grdos das parcelas apoés a
realizacdo do sensoriamento da area. Comportamentos inversos aos citados também foram
identificados, como nas parcelas 31 e 45 da Area 1, nas quais as plantas refletiram menos (mais
esverdeadas) e eram maiores, porém produziram menos. Uma possivel explicacdo agronémica
para isso é o fato dessas duas parcelas terem recebido uma dose mais alta de N em cobertura
(120 kg ha?), o que pode ter favorecido o crescimento vegetativo, sem apresentar reflexos
positivos no rendimento de gréos.

Nas Figuras 24 e 25 sdo apresentadas as dispersdes dos dados entre a altura real das
plantas medida no campo e a produtividade de gréos de trigo, de acordo com os dados

coletados em cada parcela das Areas 1 e 2. As relagdes obtidas entre altura das plantas e a
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produtividade de grdos podem indicar um comportamento que se assemelha ao da

linearidade, ainda que alguns pontos estejam fora desse padréo.

Figura 24. Dispers&o dos dados entre altura das plantas e produtividade de gréos de trigo da Area 1.
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Fonte: O autor.

Figura 25. Dispersdo dos dados entre altura das plantas e produtividade de gréos de trigo da Area 2.
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5.2 TESTES INICIAIS DE REGRESSAO

Na Tabela 5 séo apresentados os resultados dos processamentos realizados utilizando
apenas as bandas RGB, desconsiderando a altura das plantas. Considerando os valores de r
obtidos, ndo foram observadas diferencas significativas com a utilizacdo de 100%, 66% ou
33% do volume total de dados.

Tabela 5. Desempenho dos algoritmos de acordo com a proporcao dos dados da base

Al RGB_10 (RGB) correlacionados com a produtividade de trigo.

Algoritmo % r R2
100 0,55 0,30
LinearRegression 66 0,55 0,30
33 0,55 0,30
100 0,61 0,37
MultilayerPerceptron 66 0,67 0,44
33 0,66 0,43
100 0,79 0,62
SMOReg 66 0,78 0,60
33 0,77 0,59

Fonte: O autor.

Na Tabela 6 sdo mostrados os resultados dos processamentos utilizando as bandas RGB
e a altura das plantas (RGB + Altura real). Nesse caso, 0 melhor resultado foi obtido pelo
algoritmo SMOReg, com r de 0,95 e R2 de 0,90, para as amostras contendo 66% e 100% dos
dados. Porém, os resultados mostraram novamente que nao houve diferencas significativas com
a utilizacdo de diferentes quantidades de amostras para nenhum dos algoritmos testados.

O atributo contendo os valores de altura real das plantas ndo foi capaz de melhorar o
desempenho dos algoritmos LinearRegression e MultilayerPerceptron. Porém, a inser¢do da
altura real das plantas proporcionou um ganho consideravel para o algoritmo SMOReg,
aumentando a correlacdo média (r) entre as trés amostras de dados de 0,78 (Tabela 5) para 0,95
(Tabela 6). Isso indica que a utilizacdo da altura das plantas pode trazer um consideravel ganho

aos modelos de estimativa de produtividade de graos de trigo.
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Tabela 6. Desempenho dos algoritmos de acordo a propor¢do dos dados da base
Al RGB_10 (RGB+Altura real) correlacionados com a produtividade de trigo.

Algoritmo % r R?
100 0,56 0,31
LinearRegression 66 0,57 0,32
33 0,57 0,32
100 0,62 0,38
MultilayerPerceptron 66 0,68 0,46
33 0,67 0,44
100 0,95 0,90
SMOreg 66 0,95 0,90
33 0,94 0,88

Fonte: O autor.

Os indices de correlagdo do SMOReg obtidos nesses testes foram superiores aos
encontrados no estudo de Gerke (2017), o qual utilizou o mesmo algoritmo também com a
finalidade de predizer a produtividade de trigo. A comparacao entre esses trabalhos é relevante,
uma vez que ambos foram realizados na mesma area experimental e com 0 mesmo objetivo,
porém em safras diferentes. No estudo de Gerke (2017), o maior valor de r obtido foi 0,61. Essa
diferenca na correlacdo obtida pode ser explicada pelo fato de o autor ter utilizado apenas 0s
valores das bandas espectrais e suas combinagbes, enquanto que no atual estudo foram
inseridos também os valores de altura das plantas.

Outro ponto observado por Gerke (2017) foi que as diferentes quantidades de dados
utilizados por base ndo afetaram a eficiéncia dos modelos de predicdo, algo que se confirmou
no presente estudo. Isso mostra que quando se trabalha com dados espectrais € recomendavel
utilizar uma menor quantidade de amostras de dados em relacdo a sua totalidade, uma vez que
isso ndo prejudica o desempenho dos algoritmos. Em relacdo ao custo computacional, o tempo
de execucdo do algoritmo SMOReg na base com 33% dos dados foi 30 vezes menor que o da
base com 66%, e 5.500 vezes menor que o da base com 100%. Portanto, a utilizacdo da base
com menor quantidade de dados proporcionou uma reducdo consideravel no custo
computacional.

Considerando os resultados obtidos com os testes iniciais, o algoritmo SMOReg

apresentou o melhor desempenho e foi determinado como a técnica de aprendizado de maquina
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utilizada para a realizacdo dos testes seguintes do trabalho. Os altos valores de correlagdo
obtidos por esse algoritmo podem ser justificados pela maior robustez do SMOReg e a sua
capacidade de resolver problemas mais complexos que podem apresentar comportamentos néo
lineares. Também foram consideradas para as etapas seguintes somente as bases contendo 33%
do total dos dados.

5.3 ESTIMATIVAS DE ALTURA

Os resultados de estimativa da altura das plantas de trigo da Area 1, de acordo com as
resolucdes das cameras RGB (Tabela 7) e NIR (Tabela 8), mostraram que a camera NIR
apresentou desempenho significativamente superior para estimar a altura das plantas em

relacdo a cAmera RGB.

Tabela 7. Comparacéo entre as resolugdes para as estimavas de altura das plantas de trigo

na Area 1 utilizando dados da cAmera RGB.

Altura Estimada (RGB)

Métrica Resolucéo

3,4 10 26
Altura média por parcela (real = 91.8 cm) 25,2 21,1 10,9
Parcela mais baixa (real = 80.1 cm) 1,9 3,3 1,1
Parcela mais alta (real = 100.1 cm) 67,0 41,2 30,0
Parcelas com alturas subestimadas 48 48 48
Parcelas com alturas superestimadas 0 0 0
Erro médio por parcela (cm) 66,5 70,7 80,9
Erro médio por parcela (%) 72,7 77,0 88,2
Correlagdo com altura real (r) 0,50 0,50 0,49
Correlagdo com a produtividade (r) 0,55 0,60 0,49

Fonte: O autor.



Tabela 8. Comparacéo entre as resolugfes para as estimavas de altura das plantas de trigo

na Area 1 utilizando dados da camera NIR.

Altura Estimada (NIR)

. Resolucéo

Meétrica

3,4 10 26
Altura média por parcela (real = 91.8 cm) 34,2 78,6 100,7
Parcela mais baixa (real = 80.1 cm) 4 25 15,8
Parcela mais alta (real = 100.1 cm) 74,6 116,8 180,0
Parcelas com alturas subestimadas 48 33 23
Parcelas com alturas superestimadas 0 15 25
Erro médio por parcela (cm) 57,3 21,1 31,2
Erro médio por parcela (%) 62,1 23,0 35,0
Correlagdo com altura real (r) 0,51 0,67 0,66
Correlagdo com a produtividade (r) 0,44 0,62 0,70

Fonte: O autor.
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O erro médio por parcela da camera RGB na resolucdo de 10 cm/pixel foi de 70,7 cm

(Tabela 7), enquanto que o da NIR foi de 21,1 cm (Tabela 8), mais de trés vezes menor. Na

resolucdo de 26 cm/pixel, o desempenho da camera NIR também foi superior ao da RGB,

apresentando erro medio de 31,2 cm, quase 50 cm menor.

Considerando a mesma camera com diferentes resolucdes, a cdmera NIR apresentou

erro médio significativamente inferior na resolucdo de 26 cm/pixel em relacdo a resolucédo de

3,4 cmipixel, e a correlagdo da camera NIR na resolucdo de 26 cm/pixel com a produtividade

de gréos foi de 0,70, valor estatisticamente superior ao obtido pela resolucdo de 3,4 cm/pixel

(0,44).

A Tabela 9 apresenta as estimativas obtidas para os dados da Area 2.
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Tabela 9. Comparacao entre as resolugfes para as estimavas de altura das plantas de trigo
na Area 2 utilizando dados da cAmera RGB.

Altura Estimada (RGB)

Métrica Resolucéo
3,4 10
Altura média por parcela (real = 81.8 cm) 334 58,7
Parcela mais baixa (real = 68.5 cm) 4.2 6,9
Parcela mais alta (real = 94.6 cm) 88.7 167,2
Parcelas com alturas subestimadas 32 24
Parcelas com alturas superestimadas 0 8
Erro médio por parcela (cm) 48.2 44,1
Erro médio por parcela (%) 60.4 54,4
Correlagdo com altura real (r) 0.53 0,65
Correlagdo com a produtividade (r) 0.57 0,68

Fonte: O autor.

A camera RGB ndo apresentou resultados satisfatorios para estimar a altura das plantas
em nenhuma das resolucdes utilizadas. Ainda que os testes realizados com ela na Area 2
(Tabela 9) tenham apresentado resultados significativamente melhores em relacio aos da Area |
(Tabela 7), a precisdo continuou baixa, levando em consideracdo principalmente o erro médio
por parcela (em cm). Os dados da RGB apresentaram uma tendéncia a subestimar a altura real
das plantas, sendo que a altura estimada foi menor que a real em 200 das 208 das parcelas
contabilizadas das Areas 1 e 2, e nas trés resolucdes diferentes, representando 96,1% dos casos.
O mapa de erros apresentado na Figura 26 mostra exatamente em quais parcelas o erro de cada

camera foi maior, utilizando dados com resolugdo de 10 cm/pixel da Area 1.
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Figura 26. Mapa de erro de estimativa de altura das plantas de trigo da Area 1 para cada parcela de
acordo com as cameras RGB (a) e NIR (b) utilizando resolucdo de 10 cm/pixel.
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Fonte: O autor.

Foi possivel identificar que as parcelas que apresentaram 0s maiores erros de
estimativas se concentraram nas areas mais superiores do mapa (Figura 26). Uma possivel
explicacdo para isso é que existe uma declividade de 4 m de uma ponta a outra da area, e na
parte mais baixa desse declive é justamente onde se concentram os maiores erros. Esses dados
apontam que as cameras tendem a subestimar ainda mais a altura dos objetos em regifes mais
baixas. O erro de estimativa da camera RGB nessa area foi aumentando cerca de 8,6 cm, em
média, para cada metro de declive.

Os resultados obtidos demonstraram que a utilizacdo da camera NIR se apresentou
como uma melhor opcdo em relacdo a cAmera RGB para trabalhos que envolvem a estimativa
da altura das plantas do trigo. Uma explicacdo para esses resultados pode ser o fato de a NIR
ter como caracteristica o maior realce do solo em relagdo a vegetacdo, o que pode ter
contribuido para uma melhor geracdo dos modelos 3D no momento da separacéo entre solo e

objetos.
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As resolucOes de 10 e 26 cm/pixel utilizadas pela NIR apresentaram maior potencial em
relacdo a resolucdo 3,4 cm/pixel, demonstrando que resolugdes mais altas podem nédo contribuir
para uma melhor estimativa de altura das plantas de trigo.

5.4 PREDICAO DE PRODUTIVIDADE

Na Tabela 10 sdo mostrados os resultados obtidos utilizando os dados das cameras RGB
e NIR combinados com as alturas estimadas das plantas para predizer a produtividade de gréos
de trigo nas bases da Area 1. Os resultados dos testes com os dados da cdmera RGB
apresentaram maiores indices de correlacdo com a produtividade de trigo em relacdo a camera
NIR. Por outro lado, considerando as trés resolugdes, os testes estatisticos ndo apontaram

diferencas significativas entre os resultados das duas cameras.

Tabela 10 - Resultados dos testes de predicao de produtividade de gréo de trigo de acordo
com as resolucdes das imagens da Area 1.

Resolugédo Atributos r R2

RGB 0,78 0,60

3.4 RGB +Altura estimada 0,94 0,88
NIR 0,71 0,50

NIR + Altura estimada 0,88 0,77

RGB 0,77 0,59

RGB + Altura estimada 0,97 0,94

10 NIR 0,73 0,53
NIR + Altura estimada 0,91 0,82

RGB 0,74 0,55

RGB + Altura estimada 0,97 0,94

20 NIR 0,68 0,46
NIR + Altura estimada 0,84 0,70

Fonte: O autor.

Na Tabela 11 estdo apresentados os resultados dos testes realizados com os dados das
Areas 2 e 3. Os resultados obtidos na Area 3 foram significativamente inferiores em relacéo as

outras areas, sendo que 0s méaximos valores de r e de R? obtidos na Area 3 foram de 0,77 e
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0,59, respectivamente (RGB + Altura Estimada). Entre as explicages para esse desempenho
inferior pode ser o fato de a Area 3 ter apresentado menor variagdo entre os tratamentos.
Também é possivel que a cdmera acoplada a RPA Phantom néo tenha sido capaz que capturar o
detalhamento necessario para predizer a produtividade de graos.

Tabela 11 — Resultados dos testes de predicao de produtividade de graos de trigo de acordo
com as resolucdes das imagens da Areas 2 e 3.

Area  Resolugdo Atributos r R?
2 34 RGB 0,74 0,54
' RGB + Altura estimada 0,90 0,81
2 10 RGB 0,77 0,59
RGB + Altura estimada 0,92 0,85
3 5 RGB 0,63 0,39
RGB + Altura estimada 0,77 0,59

Fonte: O autor.

Avaliando os dados das trés areas, a resolucdo de 26 cm/pixel apresentou maior
potencial para predizer a produtividade de gréos de trigo, por ter apresentado valor de R? de até
0,94 (RGB + Altura Estimada) e por ter gerado bases de dados menores relacdo as outras trés
resolucdes (sessdo 4.5.1), proporcionando menor custo computacional no processamento.

Considerando todos os resultados dessa etapa, foi verificado que a camera RGB
apresentou maiores valores de Rz em relacdo aos dados da camera NIR, indicando que a
utilizacdo dessa camera se mostrou mais adequada quando se tem o objetivo de predizer a
produtividade de trigo. Os modelos gerados pelas bases Al RGB 10, A1 RGB 26 e
A2 RGB 10, utilizando os atributos RGB+Altura Estimada, apresentaram os melhores
resultados entre todos os testes, com valores de R? de 0,94 para os modelos da Area 1 e de 0,85
para o modelo da Area 2. Esses resultados mostraram que foi possivel a geracio de modelos de
predicdo com altos indices de correlagdo com produtividade de trigo.

Os valores de R2 obtidos nesse estudo foram iguais ou superiores aos encontrados em
outros trabalhos que realizaram estimativas da produtividade de grdos de trigo, como os de
Bose et al. (2016) e de Aboelghar et al. (2014). Bose et al. (2016) obtiveram valores de r de até
0,80 (R? = 0,64) ao correlacionar a produtividade do trigo com dados de imagens espaco
temporais. Aboelghar et al. (2012) conseguiram um valor de r de 0,93 (R?=0,86) por meio de

técnicas de regressdo linear com o objetivo de gerar modelos de previsdo de produtividade de
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trigo utilizando dados espectrais. E possivel que a utilizaco da altura das plantas como atributo
descritivo dos dados tenha sido determinante para o ganho de desempenho do atual estudo em
relacdo aos demais trabalhos realizados.
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6 CONCLUSOES

Com base nos resultados obtidos nessa pesquisa, pode-se concluir que a altura das
plantas, seja por meio de medida coletada no campo ou de medida estimada remotamente,
contribui significativamente para a geragdo de modelos mais precisos para a predicdo da
produtividade de trigo.

Considerando os testes nas diferentes propor¢des dos dados, foi verificado que ao se
trabalhar com dados espectrais ndo é necessario utilizar a quantidade total de amostras para se
obter ganho de desempenho, tendo em vista que apenas 1/3 dos dados demonstrou ser
suficiente nesse estudo. Com isso foi possivel obter uma considerdvel economia de custo
computacional.

A camera NIR apresentou maior precisdo em relacdo a camera RGB para estimar a
altura das plantas de trigo, obtendo menor erro medio por parcela em todas as resolugdes
testadas (3,4, 10 e 26 cm/pixel). A resolucdo de 10 cm/pixel se apresentou como uma boa
opcao para se realizar essa estimativa.

Em relagcdo a produtividade de grdos de trigo, os modelos de predicdo gerados, com
valores de r de até 0,97, demonstraram que é possivel se obter alta correlacdo com rendimento
de trigo utilizando apenas valores digitais de bandas espectrais combinados com a altura das
plantas também estimada remotamente. A camera RGB explicou melhor a relacdo entre esses
dados e a variacdo da produtividade de grdos, se mostrando como a melhor opgéo para esse
objetivo. As resolucbes de 10 e 26 cm/pixel apresentaram desempenho semelhante a de 3,4
cm/pixel, revelando que um maior detalhamento da imagem ndo necessariamente implica em
maior correlacdo com produtividade de trigo.

O RPA eBee demonstrou eficiéncia no trabalho de captura das imagens por
sensoriamento remoto, sendo de facil manuseio e capaz de cobrir grandes areas rapidamente. O
Software Pix4D, além de gerar os mapas de refletancia das areas de estudo, foi também uma
excelente ferramenta para a criacdo dos modelos digitais, assim como para a correcao
georreferencial das imagens. O algoritmo SMOReg se mostrou como uma técnica promissora
de aprendizado de maquina para predizer a produtividade de grdos de trigo, e a utilizacdo do
pacote wekaServer, disponivel na ferramenta Weka, proporcionou consideravel ganho
computacional nas execugdes de seus algoritmos.

Considerando possiveis trabalhos futuros, seria recomendével a execucdo de uma maior
quantidade de voos, preferencialmente em periodos mais curtos apds a semeadura, a fim de

verificar a possibilidade de mapear o crescimento das plantas durante todo o ciclo de
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desenvolvimento da cultura do trigo. Considerando que a altura das plantas do trigo foi
subestimada na resolucéo de 10 cm/pixel e superestimada na resolugédo de 26 cm/pixel, poderia
ser interessante em trabalhos que visem essa estimativa a utilizacgdo de uma resolucéo
intermediaria, como por exemplo de 15 cm/pixel. Dentre as configuracdes do software Pix4D, é
possivel que a op¢do de classificacdo da nuvem de pontos (point cloud classification), ndo
disponivel na versdo utilizada para esse estudo, proporcione a geracdo de modelos DSM mais
detalhados e, consequentemente, estimativas de altura de plantas mais precisas
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