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RESUMO

A interessabilidade de regras € uma drea da mineracdo de dados que tem por objetivo
reduzir a quantidade de modelos a serem analisados por especialistas na etapa de interpretacio
do conhecimento descoberto em bases de dados. Embora existam varias medidas de interesse
de regras voltadas para as tarefas de associacdo e classificacdo, observa-se uma falta de
métodos consolidados para andlise de interessabilidade de modelos de regressao.

Neste trabalho foi desenvolvido um método para analisar a interessabilidade de
modelos de regressdo, o qual combina um filtro baseado em modelos probabilisticos
multivariados com filtros baseados em testes estatisticos de correlacdo de Pearson e de postos
de sinais de Wilcoxon, resultando em uma nova medida de interessabilidade denominada
Impacto.

O método desenvolvido foi aplicado sobre modelos de regressdo encontrados no
processo de mineracdo de dados para estimativa de gesso agricola. Estes dados resultam de
trés experimentos sob Sistema Plantio Direto realizados na Regido dos Campos Gerais, PR,
nos quais foram medidos, em diferentes épocas, os teores dos nutrientes do solo apds a
aplicag@o de doses de gesso.

Os resultados mostraram que o filtro probabilistico multivariado foi capaz de filtrar os
melhores modelos segundo uma visdo de utilidade, ou seja, de potencial de aplicacdo
agrondmica. Foram selecionados seis modelos com score de Impacto > 0,5, ou seja,
considerados interessantes, e destes apenas um foi considerado incorretamente classificado.
Por outro lado, os filtros baseados em testes estatisticos foram capazes de filtrar seis modelos
sendo que dois deles podem ser considerados incorretamente classificados.

Os atributos identificados como mais relevantes para o problema do gesso agricola
foram a época, o teor de Ca e a concentragcdo de Ca em relagdo a capacidade de troca catidnica

efetiva (CTCe), especialmente em camadas superficiais do solo.

Palavras-chave: gesso agricola, redes bayesianas, Sensitividade, Impacto



ABSTRACT

The interestingness area of data mining process aiming to reduce the amount of
models to be analyzed for experts in the interpretation step of the knowledge discovery in
databases.

In this work, a method for analysis the interestingness of regression models was
developed. This method combine probabilistic multivariate models with Pearson correlation
test and Wilcoxon signed-rank test resulting in a new interestingness measure, named Impact.

The developed method was applied over regression models found during a data mining
process for estimating agricultural gypsum requirements.

The results showed that the probabilistic multivariate filter was able to filter the best
models according to a utility-based approach, in this case, for practical application on
agriculture. Six models were considered interesting, with Impact score > 0.5, and only one
was miscategorized. On the other hand, the combined statistical test filters were able to filter
six models two of them were miscategorized.

The attributes identified as most relevant to estimate gypsum rate were: time, Ca and
its concentration on effective cation exchange capacity (CaCTCe), mainly in superficial

layers.

Keywords: gypsum, bayesian networks, Sensitivity, Impact
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1 INTRODUCAO

A descoberta de conhecimento em bases de dados (KDD — do inglés Knowledge
Discovery in Databases) é uma atividade que envolve a mineragio de dados e possui
aplicagdes nas mais diversas dreas, como por exemplo, estimativa de vendas, andlise de
bolsas de valores, descoberta de novos corpos celestes, procura de conteido na web,
mineracdo de comportamento de usudrios em web sites, identificagcdo de padrdes em
imagens médicas e na investigacdo sobre o relacionamento de varidveis agrondmicas.

O KDD ¢ um processo interativo e iterativo envolvendo os seguintes passos: (i)
desenvolver um entendimento do dominio da aplicag@o; (ii) criar uma base de dados para
estudo; (iii) efetuar a limpeza e o pré-processamento; (iv) aplicar redu¢do de dados e
projecdo; (v) escolher a tarefa de mineragdo de dados: associagdo, classificag@o, regressao
ou agrupamento; (vi) escolher o algoritmo de mineracdo a ser aplicado; (vii) efetuar a
mineracdo de dados; (viii) interpretar os padrdes minerados — com participacdo decisiva de
um especialistal; e, (ix) consolidar o conhecimento descoberto (FAYYAD, 1996; NING,
KUMAR e STEINBACH, 2013).

Muitos dos padrdes encontrados na etapa (vii) sdo considerados redundantes,
evidentes ou contraditérios entre si ou com a teoria estabelecida (SILBERSCHATZ;
TUZHILIN, 1996). Considerando isso, surgiu uma subdrea da mineragdao de dados
denominada andlise de interessabilidade de regras, cujo objetivo é desenvolver técnicas para
identificar as regras mais interessantes e assim reduzir o trabalho do especialista na etapa
(viii).

A interessabilidade, ou seja, a capacidade de uma regra ser interessante, ndo possui
um conceito tnico. Ela pode ser definida considerando que um padrdo € interessante se ele
sugere uma mudanca em um modelo estabelecido (MASOOD; SOONG, 2013), ou ainda,
como estando intimamente relacionada com: concisdo, cobertura, confiabilidade,
peculiaridade, diversidade, novidade, surpresa, utilidade ou acionabilidade de uma regra ou
padrao (GENG; HAMILTON, 2006).

A interessabilidade foi desenvolvida originalmente no contexto da tarefa de andlise
associativa e rapidamente foi vinculada também a andlise de classificacdo. Nos trabalhos de
Massod e Soong (2013), Geng e Hamilton (2006), McGarry (2005), Lenca et al. (2008), Wu,
Chen e Han (2010) e Guillaume, Grissa e Nguifo (2012), por exemplo, foram discutidas

varias medidas e abordagens para andlise de interessabilidade, entre elas: suporte, confianca,

1 T . . . . o .
Neste texto um especialista é definido como alguém com amplo conhecimento na area de estudo.
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interesse, variancia, Gini, Kullback, ganho, correlacdo, Piatetsky-Shapiro, inesperabilidade,
acionabilidade, entre muitas outras. Contudo, tanto as medidas quanto as abordagens foram
desenvolvidas/aplicadas nas tarefas de associacao e classificacao.

A motivagdo deste trabalho foram os resultados de Silva (2013), nos quais bases de
dados sobre aplicacdo de gesso agricola foram submetidas ao processo de mineragdo de
dados, com o objetivo de encontrar modelos numéricos que representassem a estimativa de
aplicagdo de gesso em funcdo do comportamento dos atributos do solo. Sobre as bases de
dados foram feitos diversos tratamentos nas etapas (iii) e (iv) do KDD relacionadas ao pré-
processamento, incluindo, por exemplo, uso de técnicas para selecio de atributos e
ampliacdo de registros na base de dados. Posteriormente foi aplicado o algoritmo M5Rules
(HOLMES; HALL; FRANK, 1999) que realiza a tarefa de regressao e, finalmente, na etapa
de pds-processamento (viii), as regras geradas com as execugdes do algoritmo foram
analisadas com auxilio de um especialista. Essa tdltima etapa demandou um tempo e
conhecimento considerdvel do especialista porque havia 67 modelos de regressdo. Tornar
esta andlise tdo mais automatizada quanto possivel é uma contribuicdo significativa e
possibilitaria, por exemplo, analisar novos experimentos sobre a predicdo da dose de
aplicacdo de gesso agricola de forma mais agil.

Considerando isso, o objetivo geral deste trabalho foi discutir a interessabilidade de
regras de regressdo em mineracdo de dados agricolas de modo a filtrar os melhores modelos
para predicdo da dose de gesso em fungdo de atributos quimicos do solo segundo uma visio
de aplicabilidade/utilidade.

Com isso, foram delineados os seguintes objetivos especificos:

— Explorar diferentes critérios, objetivos e subjetivos, de interesse de regras
visando construir uma ferramenta capaz de explorar o conhecimento prévio
do especialista para encontrar as regras de regressao mais interessantes.

— Modelar e implementar um ambiente para andlise de interessabilidade de
modelos de regressdo compreendendo:

— interpretadores para os modelos resultantes da execucgdo de algoritmos
de regressdo do software Weka (Weka 3: Data Mining Software in
Java, 2015) para permitir comparacdes de modelos gerados por
diferentes algoritmos.

— interface grafica tnica que permita executar diferentes filtros de

interessabilidade;
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— configuracdo simplificada para os filtros disponibilizados de modo a
facilitar a repeticdo de experimentos;
— padrdo de saida de resultados para permitir a comparagdo de
resultados de diferentes filtros.
— Estabelecer uma nova medida de interesse de regras de regressao.
— Desempenhar a andlise de interessabilidade sobre os modelos resultantes do
trabalho de Silva (2013).

As proximas secdes estdo organizadas da seguinte maneira: na secio 2 é feita uma
revisdo bibliogrifica onde é abordada a mineragdo de dados, especialmente a andlise de
regressdo e o algoritmo M5Rules, a interessabilidade de regras e, por fim, a aplicagdo de
gesso agricola; na secdo 3 € apresentado um algoritmo proposto para analisar a
interessabilidade de modelos de regressdao, o RegFilter, bem como uma nova medida de
interessabilidade denominada Impacto; na secdo 4 discute-se a andlise de interessabilidade
de modelos de regressao obtidos por Silva (2013) utilizando o método da secdo 3; na secdo 5

apresenta os resultados e discussao; na secdo 6 sdo apresentadas as consideracdes finais e na

secdo 7 as indicacgdes de trabalhos futuros.
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2 REVISAO DE LITERATURA

Nesta sec¢do serdo discutidas as tarefas de mineragdo de dados; alguns conceitos,
métricas e abordagens para interessabilidade de regras, o algoritmo M5Rules do qual foram
extraidas as regras que passaram pela anélise de interessabilidade na secdo 4 e, por fim, uma

fundamentacg@o sobre aplicacdo de gesso agricola.

2.1 Mineragdo de Dados

A mineracdo de dados envolve o uso de técnicas de aprendizado de maquina (AM)
que podem ser utilizadas para predizer ou descrever comportamentos a partir de uma base de
dados. Como exemplo de métodos preditivos pode-se citar a classificacdo e a regressdo. Por
outro lado, agrupamentos e regras de associacao sdo classificados como métodos descritivos
(NING; KUMAR; STEINBACH, 2013).

As regras de associagdo sdo utilizadas para procurar relacionamentos entre elementos
de uma base de dados normalmente composta por transacdes, tais como vendas de um
supermercado, sessdes de um web site, entre outras. Os principais algoritmos nesta tarefa sdo
o Apriori (AGRAWAL; IMIELINSKI; SWANI, 1993), FP-Growth (HAN; PEI; YIN,
2000), Partition (SAVASERE; OMIECINSKI; NAVATHE, 1995) e Eclat (ZAKI;
PARTHASARATHY; LI, 1997) e suas respectivas variantes (WITTEN; FRANK; HALL,
2011).

O resultado da aplicacdo de algoritmos de associag¢Oes sdo regras na forma A— B
onde A e B representam conjuntos de itens e sdo independentes entre si. Um exemplo de
regra de associacdo pode ser:

saldrio = médio, tempo no emprego = médio — adimplente

As medidas de avaliagdo das regras de associacdo mais utilizadas sdo o suporte e a
confianga, definidas no quadro 1, porém, como discutido nos trabalhos de Geng e Hamilton
(2006), Guillaume, Grissa e Nguifo (2012) e Masood e Soong (2013), hd mais de meia
centena de medidas que podem ser aplicadas a esta tarefa.

O agrupamento consiste em descobrir grupos de dados com alto grau de similaridade
intra-grupos, ou seja, entre os elementos do grupo, e baixo grau de similaridade intergrupos.
As medidas geralmente utilizadas para determinar a similaridade entre os dados sdo a
distancia euclidiana, caso os atributos sejam continuos, e a distdncia Manhattan para
atributos discretos (NING; KUMAR; STEINBACH, 2013). Como exemplos de algoritmos
de agrupamentos tém-se: BIRCH (ZHANG; RAMAKRISHNAN; LIVNY, 1996), DBSCAN
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(ESTER et al., 1996), CURE (GUHA; RASTOGI; SHIM, 1998) e k-Means (MACQUEEN,
1967).

A tarefa de classificacdo tem por objetivo encontrar uma funcdo capaz de rotular
itens de um banco de dados em um conjunto de classes. Pode ser utilizada em uma
abordagem descritiva, na qual se procura por um modelo capaz de resumir informacdes
contidas num banco de dados, ou em uma abordagem preditiva, na qual se aplica o modelo
sobre o conjunto de dados para tentar rotular automaticamente um registro que ndo se
conheca a classe. Existem algoritmos classificadores baseados em arvores de decisao: /D3
(QUINLAN, 1986), C4.5 e J48 (QUINLAN, 1993); em regras: JRIP (COHEN, 1995) e
PART (FRANK; WITTEN, 1998); redes neurais: Multilayer Perceptron (WITTEN;
FRANK; HALL, 2011); maquinas de vetor de suporte: LibSVM (CHANG; LIN, 2014),
SMOreg (SHEVADE et al., 2000) e bayesianos: Naive Bayes (JOHN; LANGLEY, 1995),
entre outros (NING; KUMAR; STEINBACH, 2013).

Os resultados dos algoritmos de classificagdo costumam ser apresentados como um
conjunto de regras no formato A — B ou em modelos que possam ser transformados para este
formato. Como exemplo de regra tem-se:

Se saldrio > R$ 3.500,00 e idade > 26 entdo risco de inadimpléncia = médio

Por outro lado, a regressdo € uma técnica de modelagem preditiva onde a varidvel
alvo a ser avaliada é continua (NING; KUMAR; STEINBACH, 2013). Constitui-se de uma
metodologia estatistica que utiliza o relacionamento entre duas ou mais varidveis
quantitativas de modo que a varidvel meta possa ser predita a partir de outras sob a forma de
uma representagdo funcional (KUTNER et al., 2004).

A escolha da forma funcional da relagdo de regressdo estd ligada as varidveis
preditoras. Em alguns casos, uma teoria relevante pode indicar a forma funcional apropriada.
Em geral, funcdes de regressdo lineares ( f =ax+b) ou quadriticas ( f =ax”>+bx+c)
apresentam aproximagdes satisfatérias. O resultado da andlise de regressdo € uma relagéo
estatistica e ndo exatamente funcional. Afirma-se isso porque ela ndo é perfeita.
Normalmente as observacdes para uma relacio estatistica ndo se encaixam diretamente na
curva de relacionamento, ou curva de regressao (KUTNER et al., 2004).

Para desempenhar uma andlise de regressdo € necessdrio, assim como em outras
tarefas de mineracdo de dados, selecionar cuidadosamente as varidveis preditoras. Algumas

consideracdes importantes sdo: o grau com que cada observagdo das varidveis pode ser
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obtida mais acuradamente, rapidamente ou economicamente quando comparado com outras
varidveis; e o grau em que a variavel pode ser controlada (KUTNER et al., 2004).

Além da forma funcional e das varidveis, € necessario selecionar cuidadosamente a
técnica de regressdo que serd adotada. Existem vérios algoritmos que podem ser utilizados
para desempenhar regressdo e eles apresentam resultados diferentes com os mesmos dados
de entrada. O software Weka (WITTEN; FRANK; HALL, 2011) possui, por padrido, os
algoritmos: Gaussian Processes (MACKAY, 1998); LeastMedSq (ROUSSEEUW; LERQY,
2005); PaceRegression (WANG, 2000); SMOReg (SHEVADE et al, 2000), M5P
(QUINLAN, 1992); M5Rules (HOLMES; HALL; FRANK, 1999); Isotonic Regression,
LinearRegression,  SimpleLinearRegression, — MultilayerPerceptron e  RBFNetwork
(WITTEN; FRANK; HALL, 2011).

O algoritmo M5Rules, por exemplo, tem por objetivo explorar os bons resultados de
modelos de darvores de decisdo ao predizerem atributos numéricos, associando-os a
simplicidade da apresentacdo de resultados em listas de regras /F ... THEN. Em suma, o
algoritmo consiste em um mecanismo para induzir listas de decisdo com equagdes a partir de
arvores (HOLMES; HALL; FRANK, 1999).

Primeiramente, o M5Rules cria uma arvore de decisdo podada sobre toda a base de
dados de treinamento. A cada nodo folha é associado um modelo linear sendo que o nodo
com o melhor modelo, segundo alguma heuristica, é transformado em uma regra. Todas as
instdncias cobertas pela regra, ou seja, aquelas contidas na ramificacdo da arvore
correspondente ao modelo linear escolhido sdo removidas da base de dados de treinamento e
o processo € repetido até que todas as instincias estejam cobertas por alguma regra
(HOLMES; HALL; FRANK, 1999).

De acordo com (SILVA, 2013), o algoritmo M5Rules ja foi aplicado em diferentes
areas de estudo, como exemplo pode-se citar: previsdo de resultados de ensaios de fluéncia
em acos; modelagem da estimativa de esfor¢co de projetos de software; estimativa da
tenacidade Charpy de soldas metédlicas; estimativa da forca compressiva do concreto;
estimativa de valores de temperatura maxima, minima e média no contexto da
agrometeorologia. Guimaraes et al. (2015) utilizaram o algoritmo M5Rules para estimar as
doses de gesso agricola empregadas em sistema plantio direto” encontrando que a saturago
de Ca na capacidade de troca de cations efetiva (CTCe) foi um atributo mais importante do

que a saturagdo por Al para estimativa do gesso.

2 .. . . ~ o
Sistema de manejo caracterizado pelo ndo revolvimento do solo.



21

A andlise de interessabilidade sobre regras de regressdo, objeto de estudo deste
trabalho, foi aplicada sobre os resultados de Silva (2013) que sdo modelos de regressdo para
a dose de gesso agricola obtidos com o algoritmo M5Rules. Por isso, as subsecdes 2.2 e 2.3

detalham a interessabilidade de regras e a aplicacdo de gesso agricola, respectivamente.

2.2 Interessabilidade de Regras

A interessabilidade € uma subdrea da mineracdo de dados que tem por objetivo
estudar mecanismos para avaliar os padrdes minerados sob determinados critérios de
interesse. Geng e Hamilton (2006) fizeram um extenso levantamento de medidas e
abordagens para andlise de interessabilidade de regras das quais derivaram nove critérios
para afirmar se um padrao ¢ interessante.

— Concisdo: um padrdo é conciso se ele contém relativamente poucos pares de
atributos-valor enquanto que um conjunto de padrdes € conciso se ele contém
relativamente poucos padrdes. No contexto da regressdo usando o M5Rules
significa ter modelos com poucas regras e essas poucas regras serem
formadas por poucos atributos.

— Abrangéncia: um padrdo é geral se ele cobre relativamente um grande
subconjunto de uma base de dados. Se um padrio caracteriza muita
informagdo de uma base de dados entdo ele tende a ser mais interessante. O
suporte ¢ uma medida que exemplifica o critério de abrangéncia, visto que
regras com alto valor de suporte representam associacdes com elevada
freqiiéncia na base de dados. Algum cuidado é necessario nesta avaliacdo,
pois regras com elevada ocorréncia podem representar conhecimento 6bvio
ou redundante.

— Confiabilidade: um padrdo é confidvel se o relacionamento descrito pelo
padrdo ocorrer com alta porcentagem de casos aplicdveis. Por exemplo, uma
regra de classificacio € confidvel se suas predicdes s@o altamente acuradas.
Em regressdo corresponde a uma andlise sobre as medidas de erro (médio
absoluto, médio relativo, quadratico).

— Peculiaridade: um padrdo é peculiar se ele for muito distante de outros
padrdes descobertos segundo alguma medida de distancia. Padrdes peculiares
costumam ser gerados a partir de dados peculiares, também denominados de
outliers. Sdo interessantes porque podem representar conhecimento novo para

o especialista. No contexto da regressdo isso poderia ocorrer com a
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localizagdo de modelos que trabalhem com varidveis consideradas de pouca
influéncia sobre o problema em estudo.

— Diversidade: um padrdo é diverso se ele contém elementos que diferem
significativamente dos demais. Por exemplo, em sumariza¢do, um padrio
pode ser considerado diverso se sua distribui¢do de probabilidade se
distanciar de uma distribui¢io uniforme.

— Novidade: um padrdo € novo para alguém se este alguém ndo o conhecia
antes ou ndo poderia inferi-lo a partir de outros padrdes conhecidos. Como
ndo € possivel representar todo o conhecimento de um especialista, a
novidade ndo pode ser medida explicitamente em relagdo a ignorincia de um
especialista. Porém, podem ser considerados novos, em relacio ao
conhecimento representado, aqueles padrdes que ndo poderiam ser inferidos a
partir dele.

— Inesperabilidade ou surpresa: um padrdo é surpreendente se ele entrar em
contradi¢do com o conhecimento ou expectativa de uma pessoa. Padroes
surpreendentes sdo interessantes porque podem identificar falhas no
conhecimento prévio. A surpresa difere da novidade porque a novidade é um
padrdo novo e ndo contradiz qualquer padrdo anteriormente conhecido ou
esperado.

— Utilidade: um padrio € util se ele puder contribuir para chegar a um objetivo.
Como os objetivos podem variar de pessoa para pessoa, a utilidade ¢ um
critério subjetivo e de dificil mensuragdo. Em andlise de regressdo, mesmo
regras que sejam capazes de predizer uma variavel com grande confiabilidade
podem ser iniiteis. E fundamental observar a importancia de cada um dos
atributos envolvidos.

— Acionabilidade: um padrdo é aciondvel se, em algum dominio, ele habilitar-
nos a tomar decisdes sobre ag¢des futuras. A acionabilidade, assim como a
surpresa, é de dificil mensuracao.

Estes nove critérios podem ser classificados em trés grupos: objetivos, subjetivos e
semanticos. Os critérios objetivos sdo baseados apenas nos dados e em medidas estatisticas,
probabilisticas ou extraidas da teoria da informagdo. As medidas subjetivas levam em
consideracdo tanto os dados quanto o conhecimento prévio do dominio, seja ele obtido por

consulta a um especialista ou extraido da bibliografia. Por fim, as medidas seméinticas
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consideram o significado e a apresentacdo (estrutura) dos padrdes. Alguns pesquisadores
consideram este um tipo especial de medida subjetiva uma vez que € necessario expressar o
conhecimento sobre o dominio de alguma forma (FREITAS, 1999; SILBERSCHATZ e
TUZHILIN, 1996; GENG e HAMILTON, 2006; YAO, CHEN e YANG, 2006).

O quadro 1 apresenta as principais medidas objetivas de interessabilidade segundo
Freitas (1999), Lenca et. al. (2008) e Geng e Hamilton (2006). Entretanto, existem intimeras
medidas que ndo estdo no quadro, mas que podem ser consultadas nos trabalhos de
Guillaume, Grissa e Nguifo (2012), Garcia e Bueno (2012), Glass (2013), entre outros.

E importante destacar que as medidas de interessabilidade discutidas sdo aplicveis a
regras de associagdo e classificacdo e que, possivelmente poderiam ser estendidas para a

regressdo (NING; KUMAR; STEINBACH, 2013).

Quadro 1. Principais medidas objetivas de interessabilidade

Medida Férmula’ Descri¢ao
Segundo Agrawal, Imielinski e Swani (1993) o
suporte de uma regra ¢ uma medida de sua
Suporte P(AB) significancia estatistica, ou seja, do percentual de
vezes que o antecedente e o conseqiiente aparecem
juntos na base de dados.
A confianca mede a for¢a de uma regra, ou seja, qual
Confianga / P(AIB) ¢ a possibilidade de obter A sendo que temos B. Sua
Precisdo equacdio € equivalente a probabilidade condicional
(AGRAWAL; IMIELINSKI; SWANI, 1993).
E uma medida que reflete a probabilidade dos
elementos de A e B ocorrerem juntos ou nio
ocorrerem. Sdo fatores redutores da acurdcia as
Acurécia P(AB)+ P(—A—B) ocorréncias de um dos elementos isolados. Isso
mostra que ndo estdo fortemente ligados. Uma regra
com acurdcia maxima (1) seria tal que os elementos
s6 ocorrem na base de dados se estiverem juntos.
De acordo com Brin et al. (1997) o interesse é
P(BIA) ou P(AB) essencialmente uma medida de independéncia. No
P(B) P(A)P(B) entanto, ela s6 mede a co-ocorréncia € nio a
implicacdo, uma vez que é simétrica.
Compara o nimero de presengas comuns € 0 nimero
P(AB) de presencas totais excluindo o nimero de auséncias
+ P(B)— P(AB) conjuntas. Ou seja, mede a semelhanga entre
P(A) conjuntos de  amostras (NING; KUMAR;
STEINBACH, 2013).
A convic¢do é normalizada sobre o antecedente e o
conseqiiente como uma nocdo estatistica de
correlacio. E uma medida de implicacio porque é
P(A)P(—B) direcional (BRIN et al., 1997). Se a probabilidade de
Convic¢do —_— ter A e ndo ter B simultaneamente aumentar, significa
P(A—B) que a convic¢@o sobre a regra diminui. Ao mesmo
passo, se a probabilidade de A ou a probabilidade de
nido B aumentar, também aumenta a convicgdo. Isso
evidencia o carater direcional e ndo simultaneo.

Interesse (lift)

Jaccard

*Para todas as medidas A representa o antecedente e B o conseqliente de padr&es na forma A—B
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Mede o grau de uma correlagdo e a direcdo da
correlagdo, ou seja, se € positiva ou negativa. O valor

P (Coeficiente P(AB) - P(A)P(B) 1 significa correlagdo perfeita positiva, o valor -1
de Correlagdo \/ P(A)P(B)P(—A)P(—B) | indica correlagdo perfeita negativa e o valor zero
de Person) indica que ndo ha correlacio entre o antecedente e o

conseqiiente (PEARSON, 1986),(NING; KUMAR;
STEINBACH, 2013).

O ganho de informagdo compara a probabilidade de
observar A e B juntos com a probabilidade de

Ganho de P(AB) observa-los isoladamente. Se houver uma associagio
Informacio* log— genuina entre A e B, a P(AB) serd >> P(A)P(B) e o
] P(A)P(B) ganho >> 0. Por outro lado, se a associagdo for fraca

P(AB) serd proximo a P(A)P(B) e o ganho serd
préximo de zero (CHURCH; HANKS, 1990).

Fonte: Autoria prépria.

Silberschatz e Tuzhilin (1996) propuseram medidas subjetivas que levam em
consideracdo o conhecimento do especialista associado aos dados. Elas sdo adequadas
quando:

— O contexto do conhecimento do usudrio varia, ou seja, € possivel surgirem
novos conhecimentos sobre o dominio;

— O interesse do usuario varia e,

— O conhecimento do usudrio evolui, ou seja, o novo conhecimento deve ser
acrescentado ao banco de conhecimento.

Para verificar o interesse por uma regra usando medidas subjetivas € necessirio
avaliar o grau de inesperabilidade e de acionabilidade. Em geral, ambos os critérios
costumam ocorrer juntos, ou seja, € possivel concentrar a busca por regras inesperadas
porque elas t€m alta probabilidade de serem também aciondveis.

Para estudar o problema os autores consideraram um sistema de crengas contendo
restricdes na forma [F .. THEN. Tais crencas refletem o conhecimento do especialista e
podem ser classificadas em hard beliefs e soft beliefs. As primeiras sdo crencas que nao
podem ser alteradas por novos conhecimentos. Quando uma regra contradiz tal crenca
assume-se que a regra estd errada. Podem ser, por exemplo, conhecimentos amplamente
comprovados em trabalhos cientificos e sobre os quais se acredita ndo existirem mais
davidas. Por outro lado, as soft beliefs sdo crengas que podem ser revisadas ou mesmo
refutadas se novos conhecimentos forem adicionados por meio do processo de mineracao.
Elas podem ser, por exemplo, conhecimentos que ainda ndo foram amplamente analisados

em trabalhos, ou conhecimentos que ainda ndo estdo totalmente formulados.

* 0 simbolo log na equagdo do ganho refere-se ao logaritmo de base 2.



25

As medidas subjetivas de interessabilidade podem ser aplicadas sob diferentes
abordagens, como destacam Guillaume, Grissa e Nguifo (2012):

Abordagem 1: Especifica-se o conhecimento sob alguma linguagem formal
de representacdo, depois se efetua o processamento e, entdo, o sistema filtra
padrdes inesperados para exibi-los ao usuério. Em Bellandi et al. (2007), por
exemplo, é sugerido o uso da linguagem OWL para representacdo do
conhecimento sobre o dominio; Mansing, Bryson e Reichgelt (2011) também
empregaram ontologias para fazer esta representacdo. Por outro lado,
Jaroszewics e Simovici (2004); Chan (2006); Jaroszewics (2009) e Malhas e
Aghbari (2009) utilizaram redes bayesianas para esta tarefa. Com relagdo ao
ranqueamento das regras, existem ainda trabalhos que utilizaram a méxima
entropia (MaxEnt), como Bie (2011) e Bie, Kontonasios e Spyropoulou
(2010).
Abordagem 2: O usudrio interage com o sistema informando o que €
interessante ou ndo, assim, removem-se regras nio interessantes. E a
abordagem mais comum, mas também a mais morosa e cansativa.
Abordagem 3: O sistema aplica as especificacdes do usudrio como restrigdes
durante o processo de mineracdo para reduzir o espaco de busca e fornecer
menos resultados. Isso € utilizado, por exemplo, pelos algoritmos Apriori e
em alguns algoritmos de drvore como o C4.5 e o J48.

Este trabalho foi baseado na primeira abordagem conforme discutido na secdo 3.

2.2.1 Sensitividade de redes bayesianas para avaliar a interessabilidade de regras

Uma rede bayesiana (RB) pode ser definida como um grafo aciclico orientado
(GAO) em que cada né ¢ identificado com informacdes de probabilidade sendo que
(RUSSEL; NORVIG, 2013):

1. Cada né corresponde a uma varidvel aleatdria, que pode ser discreta ou continua;

2. Um conjunto de vinculos orientados ou setas conecta pares de nds. Se houver uma
seta dond X até o nd Y, X serd denominado pai de Y.

3. Cada n6 X tem uma distribuicio de probabilidade condicional P(X | pais(X) ) que
quantifica o efeito dos pais sobre o no.

Redes Bayesianas tem sido utilizadas para andlise de interessabilidade como uma
ferramenta para representacdo do conhecimento do especialista. Jaroszewicz e Simovici

(2004) reduziram o nimero de itens freqiientes em anélise associativa baseados na diferenca
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absoluta entre o suporte estimado sobre os dados e o suporte obtido a partir da rede
bayesiana com resultados promissores, em outro trabalho Jaroszewiecs, Scheffer e Simovici
(2008) também utilizaram RB para representar as probabilidades e os relacionamentos de
varidveis segundo o conhecimento de um especialista. Foi definido um algoritmo para
analisar a interessabilidade comparando o comportamento entre os dados observados e a
rede bayesiana. Malhas e Aghbari (2009) propuseram uma abordagem subjetiva para
verificar a interessabilidade de conjuntos de atributos, utilizando uma medida que eles
denominaram de Sensitividade calculada pelo algoritmo Interestingness Filtering Engine
(IFEMiner), sobre RB.

O IFEMiner toma como entradas uma RB representando o conhecimento do
dominio, a qual tem seus valores de probabilidade calculados a partir de uma base de casos;
a propria base de casos; um valor minimo de suporte € um valor minimo para o threshold’.
O algoritmo busca estimar a inesperabilidade de um conjunto de atributos interessantes®
utilizando o incremento do potencial de incerteza de uma RB quando um padrao € atribuido
como descoberta na rede. Em outras palavras, o score calculado pelo IFEMiner representa o
quanto um padrdo dado como entrada numa rede aumenta a incerteza sobre as crengas pré-
estabelecidas.

A crenca em uma RB € a probabilidade posterior, condicionada sobre todas as
descobertas atualmente atribuidas a RB. A informacgdo mitua de Shannon (SHANNON,
1948), que € baseada na entropia, ¢ uma medida do quanto de informacdo pode ser obtida
sobre uma variavel aleatdria pela observagdo de outra varidvel e, portanto, pode ser utilizada
para calcular a Sensitividade.

Considerando uma base de dados com um conjunto N de varidveis categdricas ou
discretas e uma RB contendo os mesmos N nds, pode-se afirmar que, de acordo com Pearl
(1988), a incerteza residual no valor de uma varidvel meta X , dado que Y € instanciado

para um valor y, pode ser calculada como:

H(X1y)==) P(x,y)log P(x,y) (D

®> Também conhecido como limiar, refere-se a um valor minimo de alguma quantidade. Neste caso o valor
minimo para a Sensitividade de um conjunto de atributos interessante.

® 0 IFEMiner considera todos os conjuntos de atributos encontrados com suporte e threshold minimos
maiores do que os valores estipulados pelo especialista como conjuntos de atributos interessantes.

7 0 simbolo log nesta equagdo significa o logaritimo de base 2.
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A incerteza residual média em X, somada sobre todas as possiveis saidas da

variavel Y é dada por.

H(X1Y)=) P(x, y)log% )

E, portanto, o potencial de redugdo da incerteza total de Y, ou seja, sua informacao

mutua, M , em relagao a X é dada por:

M(X:Y)=H(X)-H(X1Y) (3)

Se RB ¢ uma rede bayesiana sobre um conjunto de atributos N, (/,i) € um conjunto
de itens obtido com o algoritmo Apriori executado sobre a base de dados, tal que I N e
i€ Dom(I) . E, seja também Q um nodo guery tal que Qe N, e F seja um nodo finding
tal que Fe N. A sensitividade S de um conjunto de itens (/,i) com relagdo a RB ¢é

definida como:

SLi)=>> M, ©,:F)=>>H,(©)-H,,0,IF,) 4)

m=1 n=1 m=l n=1
tal que M,, so € incrementado ao valor de S(1,i) se M _,,(Q,.;F)<M,k, (O,;F,), onde
M ,(Q,;F,)é ainforma¢do mitua entre dois nodos quaisquer antes das entradas de novas

descobertase M, (O

new m;Fn) apos'
Por fim, definida a sensitividade de um conjunto de itens, € possivel encontrar a

sensitividade de um conjunto de atributos utilizando a equacio 5.
S(I) = maXieDom(I) S(I’l) (5)

Um resumo do algoritmo IFEMiner estd no quadro 2 e o algoritmo completo
encontra-se em (MALHAS; AGHBARI, 2009).

O suporte dado como entrada para o IFEMiner € utilizado na execucdo do Apriori
para reduzir os conjuntos de itens apenas aqueles que possuirem freqii€éncia maior do que um
valor especificado pelo usudrio. De modo similar o threshold é utilizado para reduzir a
quantidade de conjuntos de atributos na medida em que sdo removidos da listagem aqueles

que possuirem valor inferior ao informado pelo usuario.
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Quadro 2. Algoritmo IFEMiner

Algoritmo:/FEMiner

Entrada: Uma rede bayesiana RB representando o conhecimento sobre o dominio,
suporte minimo, um valor minimo para o threshold e uma base de dados.

Saida: Conjuntos de atributos interessantes ordenados pelo seu score de sensitividade.

1. Encontrar os conjuntos de itens freqiientes (I,i) na base de dados usando o algoritmo
Apriori (AGRAWAL; IMIELINSKI; SWANI, 1993);

2. Computar a sensitividade dos itens freqiientes S(I,i) (Equagao 4);
3. Computar a sensitividade dos conjuntos de atributos S(I) (Equacéo 5);

4. Retornar os conjuntos de atributos interessantes resultantes do passo 3 com valor de
sensitividade maior do que o threshold.

Fonte: (MALHAS; AGHBARI, 2009)
2.2.2 Testes estatisticos para avaliar o interesse em modelos de regressao
2.2.2.1 Teste estatistico sobre a correlacdo de uma populagcao

Uma forma de verificar a qualidade do ajuste de um modelo de regressdo € calcular o
coeficiente de determinacio R’ que pode variar de 0 a 1. Seu valor préximo de 1 significa
que a maioria da variabilidade observada na varidvel resposta pode ser expressa pelo modelo
de regressdo. O coeficiente de determinacdo pode ser obtido elevando o coeficiente de
correlacdo ao quadrado (NING; KUMAR; STEINBACH, 2013).

O coeficiente de correlacio de Pearson é uma medida estatistica que representa a
forca e a dire¢do de uma relacdo linear entre duas varidveis. O Simbolo r representa o
coeficiente de correlacdo amostral, determinado pela equagdo 6 (LARSON; FARBER,
2009).

Yy ©
UnY = (S Jn Yy ()

Assim como o coeficiente de determinacdo, o coeficiente de correlacdo também pode

variar de 0 a 1. Se x e y apresentam uma correlac@o linear positiva forte, r estd proximo de 1.
Se, por outro lado, x e y t€m uma correlacdo linear negativa forte, r estd proximo de -1.
Quando ndo hé correlacdo linear ou esta € fraca, entdo r estd proximo de 0. Isso ndo
significa, contudo, que ndo ha relacdo entre x e y, apenas que esta ndo € linear (LARSON;

FARBER, 2009).
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E possivel utilizar um teste de hipSteses para determinar se o coeficiente de
correlacdo de uma amostra r fornece evidéncia suficiente para concluir que o coeficiente de
correlacio de uma populagdo p ¢é significante (KUTNER er al., 2004). Neste caso as
hipéteses seriam:

H, : p=0(naoha correlagdo significante)
H, : p#0(hacorrelagdo significante)

Um teste ¢ pode ser usado para decidir se Hdeve ser rejeitada ou se o correto € falhar

em rejeita-la. A estatistica de teste € dada pela equacdo 7 que segue uma distribui¢do ¢ com n

— 2 graus de liberdade.

1-r? (7)

Como exemplo de aplicacio pode-se considerar os dados da tabela 1 que

representam os valores preditos por dois diferentes modelos de regressao.

Tabela 1. Valores preditos para a varidvel y por dois modelos de regressao distintos.

y y (Modelo 1) y (Modelo 2)
2,0 2,4 3,0
3,0 2,8 3.4
4,0 32 3,8
5,0 4,0 5,9
6,0 6,5 5,5
7,0 7,1 4,9

Fonte: autoria prépria.
O grifico da figura 1 ilustra as regressdes lineares para cada um dos modelos e

aquela que seria a ideal. A tabela 2 apresenta os valores calculados para R’, re t.

Tabela 2. Valores de coeficiente de determinacdo, coeficiente de correlacio e estatistica t
para os modelos 1 e 2

Modelo 1 Modelo 2
Coeficiente de determinacio 0,902 0,651
Coeficiente de correlagdo 0,95 0,81
Estatistica t 6,07 2,73

Fonte: autoria prépria.
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Figura 1. Dispersdo de pontos para os valores de Y real e Y predito segundo os

modelos 1 e 2
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Fonte: autoria prépria.

Considerando um teste 7 bi-caudal® com nivel de significanciaa= 0,05, en—2 =4

graus de liberdade os pontos criticos para rejei¢do seriam t <—2,776 e t >2,776.

Como ¢ > 2,776, entdo se deve rejeitar H,,, ou seja, ao nivel de significancia de

modelol
5%, ha evidéncia suficiente para concluir que hd correlacdo linear significativa entre os

valores reais e os valores preditos pelo modelo 1. Por outro lado, como

—-2776<t <2776, deve-se falhar em rejeitar H,,, ou seja, ao nivel de significancia

modelo2
de 5% conclui-se que ndo hd uma correlacdo linear significativa entre os valores reais e os
valores preditos pelo modelo 2.

Diante do exposto, o teste de hipétese para o coeficiente de correlagdo linear de uma
populacdo pode ser utilizado como um filtro de interessabilidade. O interesse seria por
modelos capazes de apresentar correlag@o linear significativa entre os valores preditos e os
valores reais. Isso é especialmente interessante em casos onde se tenha dados para testes
diferentes daqueles utilizados na construgio do modelo. E possivel verificar se 0 modelo é
util para generalizacdes, ou seja, se poderia ser aplicado a outras bases de dados de forma

segura.

& Neste caso um teste t bi-caudal é utilizado porque o coeficiente de correlagdo admite valores entre-1e 1 e,
como mostrado pela equagdo 7, valores negativos para r implicariam em estatisticas de teste t também
negativas.
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2.2.2.1 Teste estatistico de Postos de Sinais de Wilcoxon

A um conjunto de dados pode ser associada uma distribuicdo de probabilidade. Em
alguns casos tal distribuicdo pode ser aproximada a alguma distribuicdo bem conhecida,
chamadas de distribuicdes paramétricas. Um dos métodos mais empregados para estimar os
valores dos pardmetros destas distribui¢des é o Método da Méxima Verossimilhanga.
Contudo, um grande obsticulo a utilizacdo pritica do método consiste na freqiiente
incapacidade de se obter uma solugfo explicita para a maioria dos problemas. Nestes casos €
necessdrio utilizar algum método de otimizacdo numérica para obtencdo dos parametros de
interesse (PORTUGAL, 2014).

Sob o ponto de vista da interessabilidade, poderia ser ttil saber se os valores preditos
para uma varidvel y provém de uma populacdo com a mesma distribui¢do de probabilidade
que os dados reais de y.

Num cendrio em que ndo se conhece a distribui¢do de probabilidade da populagdo é
possivel utilizar o teste de postos de sinais de Wilcoxon. Trata-se de um teste ndo
paramétrico que pode ser utilizado para determinar se duas amostras dependentes foram
selecionadas de populacdes que possuem a mesma distribuicio (LARSON; FARBER,
2009).

Neste teste as hipdteses seriam:

H , :Nao ha diferengaentre os valores preditos e os valoresreais.

H , :Ha diferencaentre os valores preditos e os valoresreais.

Para exemplificar, considerando o conjunto de dados da tabela 3, teriamos:

Tabela 3. Desenvolvimento do teste de postos de sinais de Wilcoxon para valores hipotéticos de y real e y
predito

y real y predito Diferencga Valor absoluto Posto Postos de Sinais
2,1 24 -0,3 0,3 6 -6
1,8 1,6 0,2 0,2 4
2,8 2,6 0,2 0,2 4
4,5 5,0 -0,5 0,5 9 -9
3,7 35 0,2 0,2 4 4
4,0 4,1 -0,1 0,1 1,5 -1,5
5,5 6,0 -0,5 0,5 9 -9
4,7 51 -0,4 0,4 7 -7
52 53 -0,1 0,1 1,5 -1,5
2,5 3,0 -0,5 0,5 9 -9

Fonte: autoria propria.
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A soma dos postos negativos € -43 e a soma dos postos positivos € 12. Com isso, a

estatistica de teste W,= 12. Consultando uma tabela para o teste de postos de sinais de

Wilcoxon para n = 10 e &= 0,05 em um teste bi-caudal verifica-se que W= 8. Como

w, > Wdeve-se decidir falhar em rejeitar a hipétese nula, ou seja, conclui-se ao nivel de

significincia de 5% que ndo ha diferenca entre os valores preditos e os valores reais.

Diante do exposto, o teste de postos de sinais pode ser utilizado como um filtro de
interessabilidade de modo a selecionar somente modelos para os quais os valores preditos
apresentem a mesma distribuicdo de probabilidade que os valores reais, mesmo sem saber

qual € a forma da distribuicao.

2.3 Gesso agricola

A acidez do solo limita a produgdo agricola em considerdveis dreas no mundo, em
decorréncia da toxidez causada por Al e Mn e pela baixa saturacdo por bases. A calagem
consegue obter efeitos de reducdo de Al e Mn tdxicos além de fornecer Ca e Mg. Contudo,
sua acdo é, geralmente, limitada ao local de aplicacdo no solo, que em Sistema Plantio
Direto, € restrita a superficie (COLEMAN e THOMAS, 1967; CAIRES et al., 2003).

Como os materiais corretivos da acidez utilizados na agricultura sdo pouco soliveis,
os produtos da reacdo do calcdrio com o solo tém mobilidade limitada. A correcdo do
subsolo 4cido poderia ser feita por meio da calagem profunda, todavia, essa pratica necessita
de revolvimento do solo, e por isso ndo € de interesse em areas ja estabelecidas com o
sistema plantio direto. Além disso, a calagem profunda exige madquinas potentes e
equipamentos caros, o que torna a pratica onerosa (CAIRES et al., 1998).

Uma alternativa vidvel € a aplicacdo do gesso agricola. Isso se deve ao fato do gesso
ser relativamente soldvel e, quando aplicado na superficie do solo movimentar-se ao longo
do perfil com a influéncia do excesso de umidade. Ao atingir o subsolo, o gesso aumenta o

1**. Como resultado dessa melhoria do subsolo,

suprimento de Ca®* e reduz a toxidade do A
as raizes sdo capazes de se desenvolver em maior profundidade, permitindo maior eficiéncia
na absor¢do de dgua e nutrientes (CAIRES et al., 1998, 1999).

O gesso agricola (CaS04.2H,0) € um subproduto das industrias de fertilizantes
fosfatados. Na sua composicdo quimica bdsica, o gesso agricola contém os elementos célcio
(17 a 20%) e agua livre (15 a 20%). A aplicacdo de 1t ha de gesso com 15% de umidade

adiciona aproximadamente 200 kg de calcio, 160 kg de enxofre e 8 kg de fésforo na forma

de P,0s. A quantidade de célcio adicionada, neste caso, eleva o seu teor na camada de solo
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entre 0 ¢ 20 cm em cerca de 0,5 cmol. kg”'. Na solucdo do solo o gesso dissocia-se pela

hidrélise segundo a equacdo 8 (NUERNBERG; RECH; BASSO, 2005):

CaSO,.2H,0 — Ca* +S0% +CaSO!, (8)

Os fons Ca** e SO, apos a dissociacdo, participam do complexo de troca de cétions
e anions. O par i6nico CaSO,” move-se no perfil do solo, facilitando a descida de complexos
quimicos soldveis neutros (CaS0,’, MgSO40 e KSO,%) ao subsolo. A intensidade desta
movimentacdo depende da composi¢do mineral e orginica, da textura e, principalmente da

estrutura e das condi¢des climéaticas (PAVAN, 1982).

2.3.1 Recomendagdes de Gesso Agricola

As recomendagdes da necessidade de gesso agricola existentes sdo consideradas
conservadoras, pois levam em consideracdo ndo apenas a preocupa¢do em ndo impor gastos
elevados aos produtores, mas também a preocupacdo em evitar perdas de Mg e K por
lixiviagdo’. Ao mesmo tempo, tais recomendacdes nio contemplam maior aprofundamento
do efeito do gesso, o que gera dividas sobre o impacto efetivo de sua aplicagdo ao longo do
perfil do solo (Raij apud Silva, 2013).

Para os solos da regido dos cerrados a recomendagdo da necessidade da dose de
gesso € feita com base no teor de argila do solo, sendo a equacdo 9 para culturas anuais e a

10 para culturas perenes.

N.G(kg / ha) =50% Argila(%) )]
N.G(kg [ ha) =75% Argila(%) (10)

Raij (2008) afirma que ao utilizar o teor de argila do solo para quantificacido da dose
de gesso perde-se sustentacdo das equagdes para solos com propriedades eletroquimicas e de
capacidade de retencdo diferentes. A tabela 4, apresenta recomendagdes de gesso com base

na textura do solo.

® Neste contexto é um processo de transporte de nutrientes (Mg, K, etc) rumo as camadas mais profundas do
solo.
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Tabela 4. Recomendagdo de gesso agricola (15% S) em fungdo da classificagdo textural do solo para
culturas perenes e anuais.

Dose de gesso agricola (kg.ha'l)
Textura do Solo

Culturas anuais Culturas perenes
Arenosa 700 1050
Média 1200 1800
Argilosa 2200 3300
Muito argilosa 3200 4800

Fonte: (SOUSA; LOBATO; REIN, 2005)

Ribeiro et al. (1999) apresentaram a recomendacdo de gesso agricola do estado de
Minas Gerais, que é feita com base nos teores de Ca** e Al**. Quando os teores de Ca®*

1** for maior do que 5 mmolc.dm’3 e/ou

forem iguais ou inferiores a 4 mmol..dm™ e/ou A
quando a saturacdo por Al é maior do que 30% nas camadas 20 a 40 cm ou 30 a 60 cm

devem ser utilizados os valores da tabela 5.

Tabela 5. Recomendagdo de gesso baseado no teor de argila segundo a recomendagdo do
Estado de Minas Gerais.

Argila (gkgT) N.G (tha™)
0al50 00204
150 a 350 0420,8
350 a 600 0.8a1,2
600 a 1000 12al6

Fonte: (RIBEIRO; GUIMARAES; ALVAREZ, 1999)

Alvarez et al. apud Melo e Silva (2006) sugerem que a quantidade de gesso a ser
utilizada seja 25% da necessidade de calagem calculada tanto pelo método do A" trocdvel,
quanto pela saturagdo por bases. O valor obtido é corrigido em relagdo a profundidade
multiplicando-se a necessidade de gesso pelo quociente entre a camada que se quer corrigir
(em cm) e 20 cm que € a camada para a qual foi calculada a calagem.

Resumindo, os métodos em uso no Brasil para estimar a necessidade de gesso (NG,
em kg ha™) visando amelhoriado ambiente radicular no subsolo foram baseados no teor de
argila (g kg'l) nas camadas subsuperficiais: NG = 5 x argila (SOUSA; LOBATO, 2002) e
NG = 6 x argila (RAIJ et al., 1996). Embora o teor de argila seja um atributo do solo que
pode ser usado na estimativa da dose de gesso, tais métodos sdo incompletos (RALJ, 2008) e
ndo estimam com precisdo as doses mais econdmicas de gesso a serem empregadas. Ha
outros métodos sugeridos para estimar a necessidade de gesso (VITTI et al., 2008) que ainda

carecem de comprovagao cientifica quanto a sua eficiéncia.
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2.3.2 Uso da minera¢@o de dados para extragdo de conhecimento agrondmico envolvendo o
uso de gesso agricola

Silva (2013) explorou diferentes abordagens para obtencdo de modelos de predi¢do
da necessidade de gesso agricola como fungdo dos atributos quimicos do solo. Para isso,
foram utilizados dados oriundos de trés locais na regido dos Campos Gerais, Parana.

A primeira drea, denominada A, estd situada no municipio de Ponta Grossa (25° 8’ S,
50° 15° W a uma altitude de 853 m), em Latossolo Vermelho de textura média (295 g kg'1 de
argila) e alta acidez. No momento em que foi instalado o experimento, a drea se encontrava
sob sistema de plantio direto hd 15 anos. Na drea foram aplicadas doses de gesso agricola (0,
4, 8¢ 12t ha') a lango na superficie em 1993. Foi utilizado delineamento de blocos
completos ao acaso com trés repeticdes (CAIRES et al., 1998, 1999).

A segunda drea, denominada B, também estd localizada no municipio de Ponta
Grossa (25° 10” S, 50° 05° W e altitude média de 970 m), em um Latossolo Vermelho de
textura argilosa (580 g kg de argila) com acidez média. Foram aplicadas doses de gesso
agricola (0, 3, 6 ¢ 9 t ha™) a lango sobre a superficie do solo no ano de 1998 respeitando um
delineamento de blocos completos ao acaso com trés repeticdes (CAIRES, FELDHAUS,
BLUM, 2001; CAIRES et al., 2002, 2003).

Por fim, a terceira drea, denominada C, estd localizada no municipio de Guarapuava
(25°17° S, 50° 05° W, em altitude média de 1080 m). Trata-se de um Latossolo Vermelho de
textura argilosa (650 g kg de argila) com acidez média. Foram aplicadas doses de gesso (0,
4,8, 12 t ha™) a lanco sobre a superficie do solo em 2005 respeitando um delineamento de
blocos completos ao acaso com quatro repeticoes (CAIRES et al., 2011).

Em todas as 4reas foram feitas coletas em quatro niveis de camadas do solo: A (0-10
cm), B (10-20 cm), C (20-40 cm) e D (40-60 cm). Variaram entre os experimentos as épocas
das coletas. Na regido A as coletas ocorreram aos 8, 20, 32 e 44 meses ap6s a aplicacdo do
gesso; na regido B as coletas ocorreram aos 8, 20, 32, 44, 56, 68, 80 e 92 meses apds
aplicagdo do gesso e, na regido C as coletas foram aos 8 e 20 meses ap6s a aplicagdo. O
clima das trés dreas experimentais € classificado como Cfb segundo o sistema Koppen-
Geiger, com verdes frescos e geadas freqiientes durante o inverno. A temperatura média
anual é de 17° C. A precipitagdo pluvial média anual € de 1600 mm, com chuvas
concentradas entre os meses de setembro e abril.

Para todas as areas foram determinados os teores de Al, Ca, Mg e K (mmol, dm'3)

trocaveis utilizando os métodos estabelecidos pelo Instituto Agrondmico do Parana
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(PAVAN et al., 1992). A capacidade de troca catidnica efetiva (CTCe) foi determinada com

a equagdo 11.

CTC,=Al+Ca+Mg+K 1D

A saturacgdo por Al, Ca, Mg e K na CTCe foi calculada pela equacdo 12 onde X pode
ser substituido pelo teor de Al, Ca, Mg ou K.

Saturagdo por X (%) = (X /CTCe)*x100 (12)

O resultado final foi uma base de dados com 42 atributos considerando as
segmentacdes nos 4 niveis do solo (A, B, C e D): Al (A,B,C,D), Ca (A,B,C,D), Mg
(A,B,C,D), K (A,B,C,D), m (A,B,C,D), CaCTCe (A,B,C,D), Mg (A,B,C,.D), K (A,B,C,D),
época e gesso. Para todos os atributos quimicos do solo foram determinados os valores de
AB, dados pela média dos valores das camadas A e B, o que gerou mais 8 atributos.

Foram feitas trés separagdes das bases de dados:

— BD1 contendo os dados das areas A, B e C, com 8 e 20 meses apds a
aplicacdo de gesso totalizando 106 registros.

— BD2 contendo os dados das areas A e B com §, 20, 32 e 44 meses apds a
aplicagdo de gesso. Total de 144 registros.

— BD3 contendo os dados da drea B, com 8, 20, 32, 44, 56, 68, 80 e 92 meses
apos a aplicacdo de gesso, totalizando 132 registros.

Também foram trabalhadas subdivisdes da base de dados e as abordagens de Andlise
de Componentes Principais (ACP) e Andlise de Componentes Principais Supervisionada
(ACPS) para selecdo de atributos. Como resultados da execug¢do do M5Rules foram obtidos
67 modelos distintos, os quais se encontram no anexo A juntamente com o valor do
coeficiente de correlagdo e do erro médio absoluto calculados pelo Weka. No trabalho de
Silva (2013) foi discutido um conjunto de 18 regras, para as quais o quadro 3 mostra um
resumo das andlises. Tais andlises foram conduzidas com auxilio de um especialista em
gesso agricola. O nimero a frente da equagéo representa o nimero de ordem do modelo tal

COmo aparece no ancxo A.
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Ca_CTCe_AB - 0,2296 *
Mg_CTCe_AB + 1,6416

Os atributos que compde o modelo 58-9 sdo os mesmos do modelo 51-2 e,
portanto, valem as mesmas consideracgdes.

Modelo Resumo das andlises
] N AT
50-1: gesso = 0,0959 * (0) mode.lo mesclz.l a.trlbutos de .teor e de saturaga}o, 0 que o torna
agronomicamente invidvel. Além disso, ele contém muitos atributos, sio 9, VM
epoca + 1,0021 * Al_AB — . e .
0 que o torna muito especifico e de baixa cobertura.
0,2187* Ca_C+0,1141 * | Nota-se ainda a relacdo inversamente proporcional entre gesso e o teor de
Mg _AB +0,2193 *Mg_C | Ca, o que é incoerente uma vez que o gesso é uma fonte de cdlcio
+1,7824 * K_C +0,3183 (OLIVEIRA; PAVAN, 1996), (CAIRES; FELDHAUS; BLUM, 2001),
* Ca_CTCe_AB +0,2188 | (MARQUES, 2008); (NEIS et al., 2010).
* Ca_CTCe_C —0,5856 * Como a saturacdo € obtida a partir do teor de cdtions, se ambos estiverem
K CTCe C —29.3984 presentes no modelo eles devem ter a mesma correlagdo (positiva ou
- - ’ negativa) com o atributo estimado.
51-2: gesso = 0,0888 * O modelo 51-2 tem coeréncia com os trabalhos de Oliveira e Pavan | YA
epoca + 0,1482 * (1996); Caires et. al. (1998, 2004) e Soratto e Crusciol (2008), em que a | VM
Ca_CTCe_AB -0,2998 * | aplicacdo do gesso aumentou os teores de Ca e diminuiu os teores de Mg
Mg_CTCe_AB +2,3871 nas camadas superficiais do solo.
52-3: gesso = 0,1675 * VA
Ca_CTCe_AB - 10,2647 * | O modelo é coerente pela mesma justificativa da regra 51-2. VM
Mg CTCe_AB + 1,4675
53-4: gesso = 0,0064 * Ao verificar a consolidacdo do modelo foi observado que houve diferenca VA
epoca + 0,2748 * entre a dose estimada e a quantidade real aplicada de gesso inferior a 1 | YM
Ca_CTCe_AB - 12,714 t/ha, um resultado muito bom.
54-5: gesso = +0,179 * 1A
Ca_C +0,2375 * Mg_C — O modelo 5 € contraditério, nele o teor de Mg esteve diretamente M
. — relacionado com a aplica¢do de gesso, em desacordo com os trabalhos de
2’;39 "Mg CTCe C+ | (5 aggio et al. (1993), Caires et al. (2004, 2011).
O modelo 55-6 esta coerente com os trabalhos de Oliveira e Pavan (1996); | VA
55-6: gesso = 0,0396 * Caires et. al. (1998, 2004) e Soratto e Crusciol (2008), nos quais a | VM
epoca + 0,2891 * Ca_AB — aplicacdo de gesso aumentou o teor de Ca e diminuiu o teor de Mg na
02809 * Mo AB — 1_8 504 camada superficial do solo (0-20).
’ g ’ Na consolidacdo do modelo, na maioria dos casos, houve boa estimativa
da dose de gesso, sendo a diferenca menor que 1 tonelada por hectare.
O modelo 7 apresenta boa aplicabilidade. Dentre 18 registros testados, | VA
apenas dois apresentaram diferencas entre a dose estimada e a dose | VM
56-7: gesso = 0,032 * aplicada superior a 2 toneladas por hectare.
epoca + 0,2842 * Ca_AB — | Apesar da lixiviagio de K ndo ser encontrada em todos os trabalhos
0,2613 * Mg_AB - 0,5218 | envolvendo o uso de gesso agricola, esse é um efeito esperado, conforme
* K_AB +0,1077 observado nos trabalhos de Souza e Ritchey (1986) e Caires et. al. (1998).
Portanto, além do teor de Mg o atributo teor de K também apresentou
correlagdo negativa com o atributo gesso.
57-8: gesso = 0,1168 * Na consolidagdo deste modelo houve grande diferenca entre as doses | IA
epoca + 0,0051 * estimadas e a quantidade real de gesso. Uma possivel explica¢do foi a | VM
Ca CTCe AB - 03459 % | presenca do atributo KCTCesp pois a lixiviacdo do K ndo ocorreu em
- - ’ todas as areas de estudo. Sendo assim, nao € interessante buscar modelos
Mg _CTCe_AB -0,3584 * . coo . ~
que utilizem o potdssio pois 0 mesmo nio apresenta um comportamento
K_CTCe_AB +9,7584 regular em relag@o a lixiviacdo.
58-9: gesso = 0,0545 * VA
epoca + 0,137 * VM

10 . .z . .z . . . .
IA = inviavel agronomicamente; VA = vidvel agronomicamente; IM = invidvel matematicamente e VM =

vidvel matematicamente.
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67-18: gesso=0,121 *
Ca_A +0,3446 * Ca_D —
0,121 * Mg_C - 2,6925

e D e pode ser considerada agronomicamente coerente. Apresentou 6timas
estimativas, contendo nove casos em que a diferenca entre a dose estimada
e a quantidade real aplicada foi igual ou menor do que 1 tonelada por
hectare. Porém, o fato de serem teores de camadas diferentes dificulta a
aplicagdo da regra.

59-10: gesso = 0,051 * O modelo 10, apesar de apresentar Gtimas respostas para a estimativa de | VA
epoca + 0,2423 * gesso, apresentou valores de r (0,63) e EMA (2,50) considerados ndo | 1M
’ satisfatérios computacionalmente. Porém, na discussdo final, este modelo
Ca_CTCe_C 7,688 foi inserido entre os mais interessantes.
60-11: gesso = 0,0677 * VA
epoca + 0,1575 * Foi utilizada a técnica SMOTE para gerar este modelo. Ele possui as | VM
Ca_CTCe_AB -0,2815 * mesmas caracteristicas dos modelos 58-9 e 51-2.
Mg _CTCe_AB + 1,5963
61-12: gesso = 0,0727 * Também utilizou a técnica SMOTE. Foram selecionados os atributos | VA
epoca + 0,1494 * época, Mgxp, CaCTCeap e MgCTCexp a partir do método ACPS, contudo, | vM
Ca_CTCe_AB - 0,2925 * os atributos utilizados foram os mesmos dos modelos 60-11, 58-9 ¢ 51-2.
Mg CTCe_AB +2,3616
62-13: gesso = 0,0485 * O modelo 62-13 apresentou 6timas estimativas para a dose de gesso. Em | VA
epoca + 0,2579 * Ca_A — sete casos a diferenca entre a dose estimada e a quantidade real aplicada de | vM
0,1783 * Mg_B — 5,3371 gesso foi menor que 0,8 toneladas por hectare.
63-14: gesso = 0,108 * 1A
epoca - 0,2967 F tilizados tod tributos referentes A saturagio de tod M
oram utilizados todos os atributos referentes a saturacdo de todas as
Mg_CTCe_A —0,1204 * camadas (A,B,C,D), mais os atributos época e gesso. O que dificulta a
Mg _CTCe_B -0,3339 * aplicabilidade dos modelos foi o fato de envolverem atributos de todas as
K_CTCe_C + 15,7802 camadas do solo.
64-15: gesso=0,1186 * Eles apresentaram coeréncia por conterem os atributos saturacdo de Mg e | IA
epoca + 0,2663 * K em relacdo inversamente proporcional a dose de gesso aplicada. VM
Ca_CTCe_A + 0,0788 * Embora sejam agronomicamente coerentes, sdo de dificil aplicagdo por
Ca_CTCe_C — 0,043 * envolverem o mesmo atributo em diferentes camadas.
Mg_CTCe_D- 17,5739
65-16: gesso = 0,0202 * O modelo 16 foi considerado adequado para a estimativa de gesso. O | VA
epoca + 0,2174 * interessante deste modelo € o fato dele envolver apenas os atributos época, | VM
Ca_CTCe_A + 0,0503 * saturacdo por Ca na camada mais superficial (0-10) e saturacdo por Ca na
Ca_CTCe_D — 12,1985 camada mais profunda (40-60 cm).
O modelo 17 pode ser considerado agronomicamente coerente pois a | VA
66-17: gesso = 0,119 x satura¢do por Ca foi diretamente proporcional ao gesso, e a saturagiio por | VM
Ca_CTCe_C -0,2687 x Mg e K inversamente proporcional 2 dose de gesso. H4 coeréncia com os
Mg_CTCe_A -0,1288 x trabalhos de Quaggio et al. (1993), Caires et. al. (1998) e Rampin (2008).
K_CTCe_D + 5,8379 Contudo, o modelo apresenta atributos de diferentes camadas de solo (A,
C e D), dificultando a sua aplicacdo para a estimativa de gesso.
O modelo 67-18 foi obtido utilizando dados selecionados com a matriz de | VA
covariancia, assumindo a independéncia entre os atributos das camadas A | vM

Fonte: autoria prépria

Como resultado final, Silva (2013) concluiu que os melhores modelos para aplicacio

pratica seriam o 53-4, 55-6, 59-10 e 65-16. Todos os dados utilizados e os modelos de

regressao produzidos foram disponibilizados para este estudo.
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3 METODO DESENVOLVIDO PARA ANALISAR A INTERESSABILIDADE DE
MODELOS DE REGRESSAO

A tarefa de regressdo, em geral, acaba por produzir modelos que apresentam somente
uma solucdo numérica para o problema. Selecionar os melhores modelos, segundo uma
visdo baseada em utilidade ou acionabilidade é uma tarefa que demanda trabalho exaustivo
de um especialista no dominio sob estudo. O algoritmo RegFilter, proposto neste trabalho,
utiliza uma nova medida, denominada Impacto e tem por objetivo encontrar modelos de
regressdo com bom potencial para aplicacdo pratica. Ele foi incluido no software Data

Mining Analysis (DMA) descrito brevemente no apéndice A.

3.1 Algoritmo RegFilter

O algoritmo RegkFilter estd definido no Quadro 4. Ele utiliza restri¢des de: tamanho
de descricdo (nimero de regras por modelo e nimero de termos); desempenho do modelo
(correlacao e erro médio absoluto), atributos mais interessantes (usando o algoritmo
IFEMiner) e o impacto para apresentar um ranking das regras mais aplicaveis/iteis. Sao
fornecidas como entrada: uma rede bayesiana que modela o conhecimento do especialista,
um arquivo descrevendo as correlagdes entre os atributos descritores e o atributo meta, uma
base de dados discretizada, um conjunto de modelos de regressdo, o valor minimo para o
suporte (que serd utilizado pelo IFEMiner em um dos passos do RegFilter), os valores
minimos para o threshold e para o coeficiente de correlacdo de cada modelo bem como os
valores maximos para o nimero de atributos por modelo e para o nimero de regras por

modelo.

Quadro 4. Algoritmo RegFilter

Algoritmo: RegFilter
Entradas:

RB /* rede bayesiana representando o conhecimento sobre o dominio; */

CorrlInfo /* arquivo contendo o relacionamento de correlag@o entre as varidveis Al, A2, ... An e a varidvel
meta (estabelecido pela literatura da drea ou em consulta a um especialista); */

BD /* base de dados com todos os atributos discretos ou categoricos */
M /* conjunto de k modelos de regressdo. */

MinSuport /* suporte minimo (utilizado pelo IFEMiner); */
MinThreshold /* threshold minimo (utilizado pelo IFEMiner); */
MinCorrCoef /* coeficiente de correlagcdo minimo; */

MaxMAE /* valor mdximo para o erro absoluto médio; */
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MaxRules /* nimero méaximo de regras R admitidos no modelo M; */
MaxTerms /* nimero maximo de termos por regra R admitido no modelo M. */
Saida:

M /* filtrado e ordenado pelo seu score total de Impacto. */

1. /* remover modelos com coeficiente de correlacio inferior ao MinCorrCoef */

2. filterByCorrelation(M, MinCorrCoef);

3. /* remover os modelos com erro médio absoluto maior do que MaxMAE */

4. filterByMAE(M, MaxMAE);

5. /* remover os modelos com mais regras do que MaxRules */

6. filterByMaxRules(M, MaxRules);

7. /* remover os modelos com mais termos do que MaxTerms */

8. filterByMaxTerms(M, MaxTerms);

9. /* Remover as regras cujos termos ndo respeitem as restricdes impostas por CorrInfo */

10. filterByCorrInfo(M, CorrInfo);

11. /*Encontrar os conjuntos de atributos interessantes segundo o IFEMiner (MALHAS; AGHBARI,
12. 2009). A cada conjunto estd associado um score de Sensitividade S*/

13. CAI = IFEMiner(BD, RB, MinSupport, MinThreshold);

14. /* Calcular o score total de Sensitividade de cada modelo conforme método descrito na seciio 3.2 */
15. Stotal = calculateModelScores(CAI,M);

16. /* Calcular o score de Sensitividade de cada modelo devido ao conhecimento prévio conforme
17. procedimento descrito na se¢do 3.2 */

18. Sprior = extractPriorKnowledge(RB, Stotal, M);

19. /* calcular o score de Impacto conforme defini¢do apresentada na secdo 3.2 */

20. calculateImpactScore(M, Sprior, Stotal);

21. /* ordenar os modelos pelo valor do score total de Impacto em ordem decrescente */

22. orderBylmpact(M);

Fonte: autoria propria.

Nas linhas 2 e 4 sdo removidos os modelos que nédo atendem a restricdes minimas de
desempenho matemadtico.

Na seqiiéncia, as linhas 6 e 8 aplicam restri¢des com relacdo ao tamanho maximo de
descricdo. Em determinados dominios a utilizacdo de muitas varidveis impossibilita o uso de
um modelo. Portanto, o tamanho maximo de descricdo pode preservar a utilidade dos
modelos embora ndo afirme qual é o mais ttil. Na regressdo isso significa controlar o
ndmero de termos (varidveis envolvidas) e, se o algoritmo usado for o M5Rules ou similares,

pode ser controlado também o nimero de regras por modelo.
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A linha 10 contém um procedimento para aplicar restricdes quanto ao
relacionamento entre as varidveis preditoras e a varidvel meta. E possivel, por exemplo, que
inimeros experimentos revelem que a correlacdo entre duas varidveis A e B € positiva e isto
seja um fato aceito pela comunidade cientifica. Neste caso, modelos que contenham
correlacdo negativa entre A e B estariam em contradicio com o conhecimento cientifico
estabelecido. Conclui-se que, embora possam ser matematicamente interessantes segundo a
andlise do erro de predi¢do, tais modelos ndo poderiam ser utilizados por contradizerem a
teoria estabelecida. Caso o relacionamento entre as varidveis nio seja bem conhecido, ou
ndo seja aceito pela comunidade cientifica, deve ser possivel aceitar modelos que prevejam
correlacdes indeterminadas. Ao se determinar um relacionamento como positivo ou negativo
se estd determinando hard beliefs segundo a definicdo de Silberschatz e Tuzhilin (1996), ou
seja, crencas que niao podem ser contraditas. Por outro lado, ao assinalar um relacionamento
como indeterminado € estabelecida uma soft belief, ou seja, uma crenca que pode ser
contradita.

Na linha 13 sdo calculados os conjuntos de atributos interessantes utilizando o
algoritmo IFEMiner definido em Malhas e Aghbari (2009). Estes conjuntos de atributos
interessantes serdo posteriormente utilizados para calcular um score de Sensitividade total
de um modelo regressdo, linha 15. O procedimento e a justificativa deste calculo estdo
descritos na secdo 3.2. O algoritmo IFEMiner € utilizado porque ele € capaz de contrastar o
relacionamento entre as varidveis estabelecido pelo especialista, com os dados obtidos por
via experimental e assim, quantificar o interesse num conjunto de atributos sob a medida
Sensitividade. Isso conduz a algum grau de subjetividade na medida em que diferentes
especialistas podem entender o dominio de modo diverso e assim correlacionarem as
varidveis na rede bayesiana de modo também diferente. Diferentes estruturas de redes
bayesianas conduzem a alteragdes nos conjuntos de atributos interessantes e no valor do
interesse em cada conjunto. Em suma, permite verificar o interesse do especialista
(utilidade) a partir do seu conhecimento sobre o assunto.

Posteriormente, serd calculado, na linha 18, o quanto deste score total de
Sensitividade se deve a relacionamentos contemplados no corpo de conhecimento prévio,
conforme descrito na sec¢do 3.2.

Por fim, na linha 20 é calculado o score de Impacto seguindo a defini¢do apresentada

na secdo 3.2 e, na linha 22, os modelos sdo ordenados pelo score decrescente de Impacto.
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3.2 Célculo do Impacto de um modelo de regressao

E possivel calcular o valor do score total de Sensitividade de um modelo de

regressdo linear, §,,, . Pode-se, por exemplo, considerar o modelo M :y=aA+bB~-cC,

obtido com uma base de dados contendo os atributos y, A, B e C. Sobre esta base de dados e
sobre a RB da figura 2 € aplicado o algoritmo IFEMiner e sdo encontrados os conjuntos de

atributos interessantes CAI, ={A,B}, e CAl,={B,C} , com Sensitividade S, =2 e

Sear, =3-

Figura 2. Rede Bayesiana de Exemplo

D)
(B

Fonte: autoria prépria.

Neste caso o modelo M seria interessante em um grau 2 devido ao fato de conter os
atributos A e B e, também seria interessante em um grau 3 por conter os atributos B e C.

Assim, o score total de Sensitividade do modelo éS,,,., =2+3=5.
O score total pode ser decomposto como mostrado da equagdo 13, onde S,,,..

corresponde ao score considerando todos os conjuntos de atributos contemplados, Sy ..,

representa o score considerando todos os conjuntos de atributos cujos relacionamentos de

dependéncia estejam previstos na RB e S, € o score considerando somente o0s

—prévio

conjuntos de atributos cujos relacionamentos de dependéncia ndo estejam previstos na RB.

Swtioar =S +S (13)

M prévio M —prévio

A figura 2 mostra que existe um relacionamento de dependéncia entre os atributos B

e C e que ndo existe um relacionamento de dependéncia entre A e B. Portanto, S =3,

M prévio

S :2 eSMmtalzs‘

M —prévio
Fazendo uma manipulacdo algébrica na equagdo 14 chega-se a defini¢do de uma

nova medida, denominada Impacto, dada pela equacao 14.

I — SM prévio — 1 _ SM —prévio (14)

M
SM total SM total
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Na equagdo 14 o [,, representa o grau de impacto de um modelo calculado com base

no conhecimento prévio, ou seja, desconsiderando conjuntos de atributos que nio estejam
diretamente relacionados na RB.

O valor de 1,, varia entre O e 1 sendo que 1 significa que todo o grau de interesse na
regra € devido ao impacto do conhecimento prévio, de modo contririo, o valor O significa
que todo o grau de interesse se deve ao impacto das varidveis que ndo estavam relacionadas.

Ao se fazer uma andlise de regressio deve-se selecionar cuidadosamente as
varidgveis da base de dados (KUTNER et al, 2004). E muito provivel que sejam
selecionadas pelo analista as varidveis mais importantes para o dominio de acordo com uma
visdo de utilidade. Sendo assim, € bem provdvel que regras que apresentem um /,, > 0,5
sejam mais interessantes sob o ponto de vista pratico (iitil) do que regras com /,, <0,5. Isto
porque € mais provdvel que varidveis cujo relacionamento seja bem conhecido sejam
também mais controldveis, de maior poder de descri¢do do problema e, assim, aparecam
conectadas na rede bayesiana. Relacionamentos de dependéncia que ndo se tenha muito
conhecimento provavelmente ndo serdo representados por dificuldades na definicdo dos
valores das crencas.

No exemplo, o I,, =1-2/5=0,6. Isso significa que a regra apresenta um cardter

maior de utilidade do que de inesperabilidade frente ao corpo de conhecimento apresentado.
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4 ANALISE DE INTERESSABILIDADE DE MODELOS DE REGRESSAO PARA
NECESSIDADE DE GESSO AGRICOLA

Esta secdo discute os procedimentos adotados bem como os resultados obtidos para
uma anélise de interessabilidade desempenhada sobre modelos de regressao para predicao da

dose de gesso agricola utilizando o método proposto neste trabalho, descrito na sec¢ao 3.

4.1 Etapas de execugdo da andlise

O objetivo da andlise foi investigar a interessabilidade de regras de regressdao para
encontrar aquelas com maior potencial para aplicagdo pratica. As andlises foram divididas

em trés etapas como ilustra a figura 3.

Figura 3. Representacdo grifica das etapas de andlise

* Filtro probabilistico multivariado: \
Separar as bases de dados A, B, C, AB e ABC;

Aplicar discretizagdo sobre cada base de dados utilizando os métodos Discretize
e Cate-Nelson;

Transformar cada base de dados reduzindo o nimero de atributos;

Transformar os modelos de regressio;

Construir redes bayesianas para cada método e base de dados (10 redes ao todo);
Gerar o arquivo de correlagdes;

Aplicar o algoritmo RegFilter /

Filtro estatistico de correlagio de Pearson + filtro estatistico de postos de sinais de |
Wilcoxon:

» Separar as bases de dados A, B, C, AB e ABC;
* Dada cada base de dados calcular os valores preditos para cada modelo;
* Aplicar um filtro baseado em correlagdo de Pearson;

* Sobre os modelos resultantes, aplicar um filtro baseado em postos de sinais de
Wilcoxon;

Filtro estatistico de correlagdo de Pearson + Filtro estatistico de postos de sinais de

Wilcoxon + Filtro probabilistico multivariado:

* Sobre os modelos resultantes da etapa 2 deve-se aplicar o filtro probabilistico
multivariado

J

Fonte: autoria prépria.
4.1.1 Etapa 1 — Aplicagdo do filtro probabilistico multivariado

Nesta etapa o algoritmo RegFilter foi aplicado sobre o conjunto de 67 modelos de
regressdo (Anexo A) variando as bases de dados utilizadas como entrada, ou seja, foram
utilizadas as bases das dreas A, B, C, uma juncio das bases A e B e, por fim, uma juncdo das

bases A, B e C. Isoladamente e independentemente dos modelos terem sido gerados com
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aqueles dados. Tais bases sdo as mesmas do trabalho de Silva (2013), descritas na se¢éo
2.3.2.

Foi necessdrio discretizar os dados continuos e esta tarefa foi feita utilizando duas
abordagens distintas. Na primeira foi trabalhada a discretizacdo utilizando trés faixas de
valores buscando deixd-las balanceadas, ou seja, com o mesmo nimero de ocorréncias em
cada faixa. Esta abordagem foi utilizada por ser amplamente utilizada em mineracdo de
dados. Para fazer as discretizagdes foi utilizado o filtro Discretize do Weka. Na segunda
abordagem foi utilizado o método Cate-Nelson (CATE; NELSON, 1971). Maiores detalhes
sobre o método Cate-Nelson podem ser encontrados no Apéndice A.3.

Ap6s a discretizacao foi necessario reduzir a dimensionalidade da base de dados uma
vez que o NeticaJ", utilizado na implementacdo do filtro, em sua versdo freeware, nio €
capaz de trabalhar com mais de 15 atributos. Além disso, seria necessdrio projetar uma rede
bayesiana com 42 atributos. Dada a restricdo no nimero de instincias das bases de dados
(nenhuma contém mais de 200 registros) e a quantidade elevada de mundos possiveis nas
tabelas de probabilidade condicional € possivel que nem todos os casos ocorram na base de
dados ou que ocorram distor¢des nos valores das probabilidades e, posteriormente, nos
célculos da Sensitividade e Impacto para cada modelo.

O procedimento adotado foi o seguinte:

1. Foi criado um atributo discreto chamado camada em cada uma das bases de
dados. Este atributo pode assumir os valores cl, c2, ¢3 e c4 correspondendo
aos niveis A, B, C e D do solo.

2. Os valores dos atributos Alas, Caa, Mga, Ka, ma, Ca_CTCes, Mg_CTCep e
K_CTCe, foram associados com a camada cl. Os atributos da camada B com
c2 e assim por diante.

As figuras 4 (a) e (b) ilustram o processo de transformacdo da base de dados. Por
simplificagdo foi considerado somente o atributo Ca nas camadas A e B.

Com os dados discretizados e transformados foram preparadas as redes bayesianas,
duas para cada base de dados, sendo uma para a discretizacdo com o Discretize e outra para
a discretizagdo com o método Cate-Nelson. As probabilidades condicionais foram
aprendidas a partir dos arquivos de casos (as proprias bases de dados). As figuras 5 e 6
mostram exemplos de redes bayesianas para as duas abordagens de discretizacdo aplicadas

sobre a base de dados ABC.

" Foi utilizado a API Netica) para trabalhar com as redes bayesianas no software desenvolvido.
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Figura 4. (a) base de dados original e (b) base de dados transformada.

gesso epoca | Ca A | Ca B gesso epoca | camada Ca
do el faixal | faixa2 do el cl faixal
do e2 faixa2 | faixal do e2 cl faixa2
d4 el faixal | faixa2 d el cl faixal
d4 e2 faixal | faixa2 d4 e2 cl faixal
ds el faixa2 | faixal ds el cl faixa2
ds e2 faixa2 | faixal ds e2 cl faixa2
do el c2 faixa2
do e2 c2 faixal
d4 el c2 faixa2
d4 e2 c2 faixa2
ds el c2 faixal
ds e2 c2 faixal
(@ (®)

Fonte: autoria prépria.

E importante observar que todas as redes foram construidas para representar os
mesmos relacionamentos entre as varidveis. De modo geral, foi definido que a época e a
camada condicionam todos os atributos quimicos do solo e que o gesso, por ser uma fonte de
Ca, condiciona o teor do mesmo. Com isso, um exemplo de entrada na tabela de
probabilidades condicionais do Ca seria P(Ca=faixal | camada = c3, gesso = d4, epoca =el)
=0,86.

Além disso, também foi modelado que o teor de Ca condiciona o atributo Ca_CTCe;
o teor de Al condiciona a saturacdo por aluminio, m; o teor de Mg condiciona o atributo

Mg_CTCe e o teor de K condiciona o atributo K_CTCe.

Figura 5. Rede bayesiana com os atributos discretizados pelo método Cate-Nelson

para a base de dados ABC

camada
c1 250
c2 25.0

3 250
/ c4 250
CaCTCe /
Taxat 123 | MgCTCe
faixa2 L i faixal 445
%'75? ‘

Mg
faixa 55.9 e |
faixa2 441 i

KCTCe
faixa1 2.1 | |
faixa2 739

Ca
faixa1 7.0
faixa2

faixa1
faixa2

faixa1l 56.0 faixal 549
faixa2 faixa2

Fonte: autoria prépria.
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Figura 6. Rede bayesiana com os atributos discretizados pelo método Discretize para a base

de dados ABC

camada

KCTCe

MgCTCe
faixal 335
faixa2
faixa3

CaCTCe

334 i

faixal
faixa2

faixal
faixa2
faixa3

faixa1 331
faixa2 336
faixa3 332

®
S
3
°
"EEEN

Fonte: autoria prépria.

Os modelos de regressdo foram obtidos por Silva (2013) utilizando a base de dados
sem a transformacfo. Sendo assim, as regras contém atributos como Cag e K¢, por exemplo.
Por isso foi adotado um procedimento de simplificacdo no qual as informacdes sobre as
camadas foram suprimidas. A figura 7 (a) mostra o modelo 57-08 do anexo A antes da

transformac@o e a figura 7 (b) mostra o modelo ap0s a transformacao.

Figura 7. Modelos de regressdo antes (a) e apds o processo de transformagao (b).

gesso = gesso =
+0.1168 * epoca +0.1168 * epoca
+ 0.0051 * Ca_CTCe_ AB + 0.0051 * CacCTCe
- 0.345% * Mg _CTCe_ AB - 0.3453% * MgCTCe
- 0.3584 * K CTCe_ AB - 0.3584 * KCTCe
+ 9.7584 [48/41.633%] + 9.7584 [48/41.633%]
(a) (b)

Fonte: autoria prépria

As informagdes sobre a correlagdo esperada entre o gesso e cada um dos demais
atributos foram obtidas em revisdo bibliografica e o resultado estd no quadro 5. Nele é
possivel observar que entre o gesso e o Ca (e o CaCTCe) € esperada uma correlagdo
positiva. Tal afirmacdo se justifica porque, segundo Oliveira e Pavan (1996) e Caires ef al.
(2001), o gesso é uma fonte de cdlcio e a sua aplicagdo no solo eleva os teores desse
nutriente. Sobre a relacio do gesso com o pH, sabe-se que o gesso praticamente nao
influencia o pH (CAIRES et al., 1998; QUAGGIO et al., 1993; RAIJ, 2008). Por isso, foi

indicada uma correlacdo desconhecida entre eles (nem positiva e nem negativa). Isso néo
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significa necessariamente que ndo exista correlacdo, durante o processamento podem ser
aceitos modelos que sugiram tanto correlagdo positiva quanto negativa.

A correlag@o entre o gesso e o Mg (e o MgCTCe) foi apontada como negativa. Isso
porque o trabalhos de Caires et al. (1998), Caires et al. (2003), Soratto e Crusciol (2008) e
Quaggio et al. (1993) mostraram uma reducdo dos teores de Mg nas camadas superficiais
em decorréncia da aplicacdo do gesso. Efeito semelhante ocorre com o K, embora, em
sistema plantio direto, em propor¢do muito inferior. Mesmo assim, o relacionamento entre o
gesso e 0 K (e o KCTCe) também foi sinalizado como negativo.

Por fim, a correlagdo com o Al e com a saturagdo por aluminio m foi identificada
como negativa. Isto porque os trabalhos de Caires et al., (1998), Caires et al. (1999), Soratto
e Crusciol (2008) e Neis ef al., (2010) apontam que a aplicacdo de gesso € capaz de agir
sobre a toxidade por Al, reduzindo-a, em alguns casos, pela redu¢do de sua saturacdo. A
relacdo entre a camada e o gesso ndo foi analisada porque os modelos ndo contém este

atributo, ele foi criado no processo de transformacao descrito na figura 7.

Quadro 5. Correlagao entre o gesso e os demais atributos.

Atributo Correlagdo
Cae CaCTCe Positiva
Mg e MgCTCe Negativa
Ke KCTCe Negativa
Alem Negativa
pH Desconhecida

Fonte: autoria prépria

Com os dados preparados foram feitas as aplicacdes do filtro, para as quais os

resultados sao descritos na secdo 5.

4.1.2 Etapa 2 — Aplicacdo dos filtros estatisticos de correlacido de Pearson e postos de sinais
de Wilcoxon

Nesta etapa os filtros estatisticos foram aplicados sobre o conjunto de 67 modelos de
regressdo variando as bases de dados utilizadas como entrada, ou seja, foram utilizadas as
bases das dreas A, B, C, uma juncdo das bases A e B e, por fim, uma jun¢do das bases A, B
e C, isoladamente e independentemente dos modelos terem sido gerados com aqueles dados.

Esse processo foi semelhante ao utilizado no filtro probabilistico multivariado.
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Nao foram necessdrias transformacdes, discretizacdes e nem reducdo de
dimensionalidade nas bases de dados. Contudo, foi necessario calcular o valor da dose de
gesso predita para cada um dos modelos.

Primeiramente foi aplicado o filtro estatistico baseado no teste de hipdteses sobre a
correlacdo de uma populacdo. O objetivo foi verificar a existéncia de uma correlacéo linear
significativa, ao nivel de significancia « =0,20, entre as doses de gesso preditas e as reais.
Feito isso, os modelos que apresentaram correlacdo linear significativa foram submetidos ao
teste de postos de sinais de Wilcoxon com o objetivo de verificar se as amostras calculadas e
as reais vinham de populagdes que possuiam a mesma distribuicio de probabilidade. Os

resultados da aplicacdo dos dois testes sdo discutidos na secao 5.

4.1.3 Etapa 3 — Combinagdo dos resultados

Esta etapa consistiu na aplicagdo dos filtros anteriores na seguinte ordem: primeiro
foi aplicado o filtro estatistico de teste de hipdteses sobre a correlacdo de uma populagio;
depois foram dados como entrada somente os modelos filtrados com correlagdo linear
significativa para o filtro estatistico de teste de postos de sinais de Wilcoxon. O resultado
deste teste foi submetido ao filtro probabilistico multivariado e as melhores regras foram
ranqueadas pelo seu valor de Impacto.

Todos os filtros foram aplicados sobre as cinco bases de dados. Cabe destacar que
nesta etapa, no filtro probabilistico multivariado foram utilizadas somente as bases de dados
discretizados pelo método Cate-Nelson por motivos discutidos na secao seguinte. Os filtros

estatisticos utilizaram as mesmas bases de dados da etapa 2.
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5 RESULTADOS E DISCUSSAO

As tabelas 6 e 7 mostram, respectivamente, os valores calculados para o Impacto dos
modelos que atenderam as restricdes de coeficiente de correlacdo minimo de 0,40; suporte
minimo de 0,10; threshold minimo de 0,00; niimero maximo de regras por modelo igual a 1
e nimero maximo de termos por regra igual a 5. Os resultados aparecem ordenados pelo
Impacto em ordem decrescente, coeficiente de correlagdo decrescente e erro médio absoluto
crescente.

Foi adotado um valor de suporte que, apesar de baixo, se justifica pelo fato de que os
atributos época, gesso e camada possuem valores de freqiiéncia baixos para suas classes.
Com isso, se fosse estipulado um valor de suporte de 0,30, por exemplo, nenhuma
associacdo com estes atributos seria encontrada e a eles ndo seriam atribuidos graus de
interesse.

Silva (2013) discutiu somente modelos que continham uma tnica regra. A
justificativa para isso foi a complexidade dos modelos. Alguns modelos gerados continham
tr€s, quatro ou até mesmo seis regras, as quais acabavam por serem especificas demais. Isso
ndo é pratico sob o ponto de vista agrondmico. Por este motivo, a configuracdo adotada foi
de uma regra por modelo. Além disso, na discussdo sobre os resultados, resumida no quadro
3, existem restricdes ao nimero de atributos contemplados pelo modelo. Para o nimero
maximo de termos, foi adotado o valor de cinco termos, considerando o termo independente.
O valor foi assim definido pelo entendimento de que regras com mais de cinco termos
podem ser consideradas automaticamente complexas e de dificil aplicacdo no dominio da
aplicacdo de gesso agricola.

Utilizando as bases de dados discretizados com o método Cate-Nelson obteve-se 35
modelos que atenderam as restrigdes conforme mostra a tabela 6. Fazendo uma andlise sobre
o desempenho médio em relacdo a aplicacdo sobre as cinco bases de dados, 16 modelos
possuem Impacto igual a zero, o que significa que ndo sdo interessantes sob o ponto de vista
da utilidade. Dos 19 modelos com algum grau de interesse, 10 deles apresentam Impacto<
0,5, o que significa que a maior parte do valor do score de Sensitividade do modelo pode ser
explicada por associagdes entre atributos que néo estio relacionados pela RB, ou seja, pelo
critério de utilidade poderiam ser descartados. Restaram, portanto, as regras rotuladas de 1 a
9, com destaque para os modelos 55-6 (gesso = 0,0396 x época + 0,2891 x Caap — 0,2809 x
Mgap — 1,8504) e 62-13 (gesso = 0,0485 x época + 0,25769 x Can — 0,1783 x Mg —

5,3371). Tais modelos envolvem os atributos gesso, época, Cayg € Mgap €; gesso, época,
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Capa, Mga, respectivamente. Ambos foram gerados a partir dos dados da base B e tiveram
resultados similares em relacdo ao r e EMA.

Ainda sobre o desempenho médio, destacam-se os modelos 53-04 (gesso = 0,0664 x
época + 0,2748 x CaCTCenp — 12,714), 59-10 (gesso = 0,051 x época + 0,2423 x CaCTCec
—7,688), 43 (gesso = 0,0312 x época + 0,237 x CaCTCex — 11,6847) e 22 (gesso = 0,0211 x
época + 0,1917 x CaCTCe, + 0,0545 x CaCTCep — 10,7622). Nota-se que além do gesso e
da época, o atributo CaCTCe em diferentes camadas aparece em ambas as regras. Este
resultado € coerente com a andlise feita por Silva (2013) e por Guimaraes et al. (2015).
Além disso, em Silva (2013) identificou, apds longo processo de andlise com o especialista,
os modelos 53-04, 55-06, 59-10 e 65-16 (gesso = 0,0202 x época + 0,2174 x CaCTCep +
0,0503 x CaCTCep — 12,1985) como aqueles com maior potencial de aplicacdo pratica.
Destes quatro modelos, trés foram identificados entre os quatro melhores em média na tabela
6, embora dois deles com CV elevados (> 0,25). Estes modelos, conforme ja discutido por
Silva (2013) estdo coerentes com os resultados experimentais de Caires et al., (1998, 2004,
2011), Oliveira e Pavan (1996) e Quaggio et al., (1993).

Tragando uma andlise sobre o desempenho dos melhores modelos em relagdo as
bases de dados isoladamente, observa-se que, de um modo geral, o desempenho dos
modelos foi ruim quando aplicado sobre os dados da base C, a qual contém dados de um
solo de textura argilosa e de baixa acidez. Quando foram calculados os scores de Impacto
sobre os dados da drea A, textura média e alta acidez, os modelos 55-6 e 62-13 apresentaram
os melhores resultados. Os modelos 53-04, 55-06, 59-10 também foram selecionados, porém
apresentaram resultados medianos. Este comportamento se repete em relacdo aos dados da
base AB.

Por fim, cabe ainda destacar que para a regido B, solo de textura argilosa e com
média acidez, os modelos 53-04, 59-10, 43 e 22 apresentaram o melhor desempenho. Para
este tipo de solo € interessante o uso de modelos baseados nos atributos época e CaCTCe,
este dltimo em diferentes camadas, mas principalmente na camada superficial A (0-10) e AB
(0-20). Para solos de alta ou baixa acidez os modelos necessitam de complementagdo com
um termo envolvendo o Mg, presente nos modelos 55-6 e 62-13, que em conjunto com o Ca

apresentou os melhores resultados de aplicabilidade.
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Tabela 6. Impacto dos modelos filtrados com o filtro probabilistico multivariado para os dados

discretizados com a abordagem de Cate-Nelson.

Cate-Nelson (2 faixas de valores)

Modelos r EMA -

A B C AB ABC I (médio) (6%

1 55-6 0,71 1,86 066 046 049 072 048 0,56 0,18

2 62-13 0,71 1,90 066 046 049 0,72 048 0,56 0,18

3 53-04 0,63 242 051 1,00 033 050 045 0,56 0,42

4 59-10 0,63 2,50 0,51 1,00 033 050 045 0,56 0,42
5 43 0,62 2,13 0,51 1,00 033 050 045 0,56 0,42

6 22 0,58 228 051 1,00 033 050 045 0,56 0,42

7 63-14 - - 0,80 039 044 033 044 0,48 0,34

8 61-12 0,82 1,71 0,62 043 032 037 051 0,45 0,24

9 51-2 0,82 1,77 0,62 043 032 037 0,51 0,45 0,24

10 56-7 0,72 1,80 047 046 040 054 0,36 0,45 0,14
11 14 0,66 2,65 045 047 046 047 0,39 0,45 0,07
12 64-15 - - 0,62 043 032 037 051 0,45 0,24
13 58-9 0,66 228 062 043 032 037 051 0,45 0,24
14 60-11 0,62 240 0,62 043 032 037 051 0,45 0,24
15 35 0,70 2,58 1,00 0,00 036 0,00 0,58 0,39 0,97
16 65-16 0,67 1,98 0,51 1,00 0,00 0,00 045 0,39 0,95
17 57-8 0,84 1,70 051 035 033 034 036 0,38 0,18
18  67-18 0,71 1,88 034 036 033 049 0,00 0,30 0,53
19 54-5 0,42 2,56 034 037 030 042 0,00 0,29 0,52
20 13 0,84 1,79 0,00 0,00 0,00 0,00 0,00 0,00 0,00
21 29 0,82 1,63 0,00 0,00 0,00 0,00 0,00 0,00 0,00
22 66-17 0,82 1,77 0,00 0,00 0,00 0,00 0,00 0,00 0,00
23 52-3 0,81 1,74 0,00 0,00 0,00 0,00 0,00 0,00 0,00
24 48 0,79 1,57 0,00 0,00 0,00 0,00 0,00 0,00 0,00
25 12 0,79 2,07 0,00 0,00 0,00 0,00 0,00 0,00 0,00
26 39 0,78 2,10 0,00 0,00 0,00 0,00 0,00 0,00 0,00
27 33% 0,76 248 0,00 0,00 0,00 000 0,00 0,00 0,00
28 45% 0,76 248 0,00 0,00 0,00 000 0,00 0,00 0,00
29 44 0,74 246 0,00 0,00 0,00 000 0,00 0,00 0,00
30 31 0,74 246 0,00 0,00 0,00 000 0,00 0,00 0,00
31 37 0,70 2,36 0,00 0,00 0,00 0,00 0,00 0,00 0,00
32 40 0,73 2,30 0,00 0,00 0,00 0,00 0,00 0,00 0,00
33 46 0,63 2,85 0,00 0,00 0,00 000 0,00 0,00 0,00
34 24 0,60 2,15 0,00 0,00 0,00 0,00 0,00 0,00 0,00
35 30 0,53 243 0,00 0,00 0,00 0,00 0,00 0,00 0,00

Fonte: autoria prépria.

Os resultados da tabela 7 mostram que utilizando a discretizagdo dos dados em trés

faixas de valores balanceados nio foi possivel selecionar nenhum modelo utilizando o

impacto médio, ao mesmo tempo os valores do coeficiente de variacdo foram elevados.

Numa andlise independente sobre o resultado de cada base de dados, tem-se que: todos os

resultados das bases AB e ABC foram ruins (<0,50) e nas bases A e C, assim como ocorreu

para o método Cate-Nelson, os melhores resultados foram obtidos com os modelos 55-6 e

62-13.
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Tabela 7. Impacto dos modelos filtrados com o filtro probabilistico multivariado para os dados
discretizados com a abordagem Discretize.

Discretize (3 faixas de valores balanceados)
A B C AB ABC I (médio) CV

Modelos r EMA

1 55-6 0,71 1,86 0,55 033 050 0,10 0,22 0,34 0,49
2 62-13 0,71 1,90 055 033 050 0,10 0,22 0,34 0,49
3 14 066 265 032 077 033 000 0728 0,34 0,73
4 54-5 042 256 031 025 032 023 031 0,29 0,13
5 56-7 0,72 1,80 040 028 042 0,05 0,12 0,25 0,59
6 67-18 0,71 1,88 026 033 030 0,10 0,22 0,25 0,32
7 63-14 - - 045 0,00 038 034 0,00 0,24 0,83
8 57-8 0,84 1,70 0,38 0,00 039 021 0,00 0,20 0,88
9 61-12 0,82 1,71 042 0,00 044 0,00 0,00 0,17 1,23
10 51-2 0,82 1,77 042 0,00 044 0,00 0,00 0,17 1,23
11 64-15 - - 042 000 044 0,00 0,00 0,17 1,23
12 35 0,70 2,58 048 000 035 000 0,00 0,17 1,25
13 58-9 0,66 228 042 0,00 044 0,00 0,00 0,17 1,23
14 60-11 0,62 240 042 0,00 044 0,00 0,00 0,17 1,23
15  65-16 0,67 1,98 047 0,00 0,00 0,00 0,00 0,09 2,00
16 53-04 0,63 242 047 0,00 0,00 0,00 0,00 0,09 2,00
17 59-10 0,63 250 047 0,00 0,00 0,00 0,00 0,09 2,00
18 43 062 2,13 047 000 000 000 0,00 0,09 2,00
19 22 058 2,28 047 000 000 000 0,00 0,09 2,00
20 13 0,84 1,79 0,00 0,00 0,00 0,00 0,00 0,00 0,00
21 29 0,82 1,63 0,00 0,00 0,00 0,00 0,00 0,00 0,00
22 66-17 0,82 1,77 0,00 0,00 0,00 0,00 0,00 0,00 0,00
23 52-3 0,81 1,74 0,00 0,00 0,00 0,00 0,00 0,00 0,00
24 48 0,79 1,57 0,00 0,00 0,00 0,00 0,00 0,00 0,00
25 12 0,79 2,07 000 000 000 000 0,00 0,00 0,00
26 39 0,78 2,10 0,00 0,00 000 000 0,00 0,00 0,00
27 33% 0,76 248 0,00 0,00 0,00 0,00 0,00 0,00 0,00
28 45% 0,76 248 0,00 0,00 0,00 0,00 0,00 0,00 0,00
29 44 074 246 000 0,00 000 000 0,00 0,00 0,00
30 31 074 246 000 0,00 000 000 0,00 0,00 0,00
31 40 0,73 230 000 000 000 000 0,00 0,00 0,00
32 37 0,70 236 000 0,00 000 000 0,00 0,00 0,00
33 46 063 28 000 000 000 000 0,00 0,00 0,00
34 24 0,60 2,15 000 000 000 000 0,00 0,00 0,00
35 30 053 243 000 000 000 0,00 0,00 0,00 0,00

Fonte: autoria prépria.

Utilizando os filtros estatisticos, primeiramente foi aplicado o filtro baseado no teste
de hipéteses sobre a correlagdo de uma populacdo. Este utiliza a correlagdo de Pearson para
verificar se ha correlagdo linear significativa entre os valores de gesso preditos e os valores
reais aplicados. O quadro com todos os resultados estd no apéndice B.

Na tabela 8 constam somente os modelos que apresentaram coeficiente de correlacio
significativo ao nivel de confianga 0,20 e um coeficiente de variag@o inferior a 25% para as
cinco bases de dados. Os modelos aparecem ordenados pelo coeficiente de correlagdo médio

decrescente, pelo coeficiente de variagao crescente, pelo coeficiente de correlacdo calculado
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pelo Weka decrescente e, por fim, pelo erro médio absoluto crescente. Observa-se que ha
uma tendéncia de que modelos que sdo formados por mais termos (mais varidveis
explicativas) apresentem maiores valores para o coeficiente de correlagdo, em acordo com
Ning, Kumar e Steinbach (2013). Nao é possivel tragcar um comparativo entre os resultados
da tabela 8 e a aplicabilidade além da preferéncia pelos modelos com maior valor de
coeficiente de correlacdo. Porém, como ja discutido, no dominio agrondmico sdo preferiveis

modelos com menos varidveis explicativas.

Tabela 8. Melhores resultados do filtro estatistico baseado em teste de hipéteses sobre a correlagdo de uma
populag@o.

Teste de Hipoteses Sobre a Correlagdo de uma Populacio
A B C AB ABC r CvV

Modelos r EMA

1 Modelo36 072 234 069 062 0,79 0,66 0,68 0,69 0,08
2 Modelo50-1 0,84 1,65 066 060 0,67 0,64 0,60 0,64 0,04
3 Modelo57-8 0,84 1,70 055 064 0,72 0,61 0,61 0,63 0,09
4 Modelo39 0,78 2,10 053 064 0,76 0,60 0,60 0,63 0,13
5 Modelo63-14 - - 0,51 067 0,76 0,61 0,62 0,63 0,13
6 Modelo56-7 0,72 180 048 066 080 0,58 0,57 0,62 0,18
7 Modelo7 0,51 3,01 047 067 0,78 0,59 0,59 0,62 0,17
8 Modelo67-18 0,71 1,88 0,53 0,71 0,65 0,62 0,55 0,61 0,11
9 Modelo66-17 0,82 1,77 0,54 0,62 0,73 0,59 0,55 0,60 0,12
10 Modelo55-6 0,71 18 048 0,63 080 0,55 0,54 0,60 0,19
11 Modelo23 0,60 2,13 038 071 0,779 057 0,57 0,60 0,23
12 Modelo40 0,73 230 048 061 0,75 0,56 0,58 0,59 0,15
13 Modelo35 0,70 2,58 049 059 0,74 055 0,58 0,59 0,14
14 Modelo16 043 327 050 058 072 0,55 0,58 0,59 0,12
15 Modelo61-12 0,82 1,71 0,51 0,59 0,71 0,56 0,54 0,58 0,12
16 Modelo51-2 082 1,77 051 059 0,71 0,56 0,54 0,58 0,12
17 Modelo52-3 0,81 1,74 050 059 0,72 0,55 0,53 0,58 0,13
18 Modelo58-9 0,66 228 050 059 071 0,56 0,54 0,58 0,12
19 Modelo60-11 0,62 2,40 050 0,59 071 0,56 0,54 0,58 0,12
20 Modelo24 0,60 2,15 041 063 077 0,53 0,56 0,58 0,21
21 Modelo17 048 3,19 042 064 0,77 0,54 0,56 0,58 0,20
22 Modelo65-16 0,67 198 042 0,64 076 053 0,47 0,57 0,22
23 Modelo22 0,58 228 043 064 0,75 0,54 0,47 0,57 0,21
24 Modelo29 082 163 042 059 0,74 0,51 0,53 0,56 0,19
25 Modelo62-13 0,71 1,90 043 0,60 080 049 0,46 0,56 0,24
26 Modelo64-15 - - 045 061 0,73 0,53 0,47 0,56 0,18
27 Modelo48 0,79 1,57 043 057 0,77 0,50 0,42 0,54 0,24
29 Modelo33 0,76 248 047 053 0,78 0,52 0,40 0,54 0,24
30 Modelo45 0,76 248 047 053 0,78 0,52 0,40 0,54 0,24
31 Modelo44 0,74 246 042 057 0,77 0,50 0,42 0,54 0,24
32 Modelo31 0,74 246 042 057 0,77 0,50 0,42 0,54 0,24
35 Modelo10 0,53 3,01 05 050 068 0,55 0,36 0,54 0,20
36 Modelo42 042 324 046 056 0,73 0,50 0,42 0,54 0,20
37 Modelo53-4 0,63 242 046 054 0,72 0,50 0,40 0,52 0,21
38 Modelol1 0,56 3,04 071 042 053 0,55 0,40 0,52 0,21
39 Modelo6 0,56 3,04 071 042 053 0,55 0,40 0,52 0,21

41 Modelo49 0,64 2,07 040 055 0,68 0,50 0,44 0,51 0,19
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42 Modelo54-5 042 256 057 047 046 0,52 0,47 0,50 0,09
47 Modelo12 0,79 2,07 057 040 043 048 0,33 044 0,18
48 Modelo59-10 0,63 2,50 0,58 040 042 048 0,34 044 0,18
50 Modelo46 0,63 285 049 038 052 043 0,31 043 0,18
51 Modelo8 036 351 049 038 052 043 0,31 043 0,18

Fonte: autoria prépria.

Ao aplicar isoladamente o filtro baseado no teste de hip6teses de postos de sinais de
Wilcoxon foram obtidos os resultados descritos no apéndice C. Somente os modelos 13, 26,
42, 43, 55-06, 56-07, 57-08, 62-13 falharam em rejeitar a hipdtese nula que era “Nao ha
diferenca entre os valores preditos e os valores reais”, a um nivel de significincia de 0,01 em
todas as bases de dados e, por este motivo, foram selecionados. A tabela 9 mostra os 6 dos 8
modelos selecionados pelo teste de Wilcoxon com os valores de coeficiente de correlagdo
calculados pelo teste sobre a correlacdo. Os modelos 26 e 43 ndo aparecem na relagdo

porque ndo apresentaram correlacdo linear significativa a @ =0,20. Essa tabela estd

ordenada pelo coeficiente de correlacdo linear médio decrescente e pelo coeficiente de
variacdo crescente.

A tabela 9 mostra que os melhores resultados, em média, foram para os modelos 56-
07 (gesso = 0,032 x época + 0,2842 x Capp — 0,2613 x Mgap — 0,5218 x Kap + 0,1077) e 55-
06, ainda que apresentem valores de erro médio elevados. O modelo 56-07 também se
mostrou melhor sobre os dados das bases B e C. O modelo 55-06 apresentou resultados
medianos de r na base de dados B, e na base C, apesar de um valor alto (0,80) o erro
também foi elevado. Os demais resultados foram todos ruins, a excecdo das predi¢cdes dos
modelos 64-15 (gesso = 0,1186 x época + 0,2663 x CaCTCe, + 0,0788 x CaCTCec — 0,043
x MgCTCep — 17,5739), 42 e 53-04 sobre os dados da base C que apresentaram bons valores
para o coeficiente de correlagdo, porém, para os dois tltimos modelos, valores de EMA

foram elevados.

Tabela 9. Melhores regras selecionadas primeiramente com o teste sobre a correlagdo a o = 0,20 e depois

com teste de postos de sinais de Wilcoxona ¢ =0,01.

N — —
M BD B C AB ABC _ r EMA

r EMA y EMA r EMA r EMA r EMA r CV EMA CV

57-08 ABC 0,55 590 064 620 072 420 061 6,10 0,61 580 0,63 0,09 564 0,13
56-07 B 048 350 066 230 080 290 058 2,80 057 280 062 017 286 0,13
5506 B 048 390 063 250 080 430 055 3,00 054 320 0,60 0,18 338 0,19
62-13 B 043 470 060 2,70 0,80 7,40 049 3,50 046 420 056 024 450 0,36
64-15 B 045 470 061 3,30 073 2,10 0,53 3,90 047 3,60 056 0,18 352 0,24

42 ABC 046 3,80 056 2,60 0,73 2,60 050 3,10 042 3,00 053 020 3,02 0,15
53-04 AB 046 390 054 2,60 072 290 0,50 3,10 040 3,10 0,52 0,20 3,12 0,14

Fonte: autoria prépria.
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Os resultados do filtro probabilistico multivariado (algoritmo RegFilter) foram
combinados com os resultados dos filtros estatisticos, Os resultados sdo mostrados na tabela

10.

Tabela 10. Melhores regras selecionadas primeiramente com o teste sobre a correlagido
a a =0,20 e depois com teste de postos de sinais de Wilcoxon a ¢ =0,01 e

ordenadas pelo indice de Impacto

Modelo r EMA r EMA 1
1 55-6 0,71 1,86 0,6 3,38 0,56
2 62-13 0,71 1,9 0,56 4,5 0,56
3 53-04 0,63 2,42 0,52 3,12 0,56
4 56-7 0,72 1,8 0,62 2,86 0,45
5 64-15 - - 0,56 3,52 0,45
6 57-8 0,84 1,7 0,63 5,64 0,38

Fonte: autoria prépria.

A tabela 10 mostra que os modelos 55-6, 62-13 e 53-4 sdo aqueles que apresentam
melhor resultado médio apdés a combinagdo dos filtros. Além disso, o interesse sobre eles é
equivalente (0,56). Do ponto de vista do coeficiente de correlacdo linear, o modelo 55-6
apresenta o melhor resultado (0,6). A tnica ressalva estd na média do erro médio absoluto,
que para todos os modelos se mostra impeditivo para generalizacdes.

Sobre os modelos 56-07, 57-08 (gesso = 0,1168 x época + 0,0051 x CaCTCexsp —
0,3459 x MgCTCeap — 0,3584 x KCTCeap + 9,7584) e 64-15, selecionados pelos filtros
estatisticos, cabe ressaltar que ndo foram selecionados pelo filtro probabilistico multivariado
tendo em vista que o impacto médio foi menor do que 0,5. Eles contém os atributos: gesso,
época, Caap, Mgag € Kag (56-07 e 57-08) e gesso, época, CaCTCes, CaCTCec e MgCTCep.
O primeiro inclui o K e os demais o KCTCe, que segundo Silva (2013) ndo deveriam
constar nos modelos por nido apresentarem um comportamento regular em relacdo a
lixiviagdo como apontado pelos trabalhos de Souza e Ritchey (1986) e Caires et al. (1998,
2004). Além disso, o modelo 64-15 apresenta atributos de trés camadas diferentes do solo, o
que dificulta sua aplicacdo pratica. Portanto, os modelos foram corretamente eliminados
pelo filtro probabilistico multivariado e incorretamente selecionados pelos filtros estatisticos

baseados em testes de hipoteses.
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6 CONSIDERACOES FINAIS

Neste trabalho foram apresentadas duas abordagens para analisar a interessabilidade,
uma estatistica com testes de hipoteses sobre a correlacido de Pearson e de postos de sinais
de Wilcoxon e outra probabilistica multivariada com a utiliza¢do de redes bayesianas. Foi
desenvolvido um algoritmo chamado RegFilter bem como uma nova medida denominada
Impacto, a qual faz uso da Sensitividade de redes bayesianas para verificar o grau de
interesse de um especialista sobre um modelo de regressdo. Neste trabalho o interesse foi
baseado em um critério de utilidade/aplicabilidade dos modelos.

Na andlise de interessabilidade, a primeira abordagem aplicada fez uso de andlise
subjetiva na qual o conhecimento do dominio foi representado em uma rede bayesiana e em
regras sobre correlacdo entre atributos. Os resultados obtidos apontaram os modelos 55-06
(gesso =0,0396 x época + 0,2891 x Casp — 0,2809 x Mgap — 1,8504), 62-13 (gesso = 0,0485
x época + 0,25769 x Cap — 0,1783 x Mg — 5,3371), 53-04 (gesso = 0,0664 x época +
0,2748 x CaCTCeap — 12,714), 59-10 (gesso = 0,051 x época + 0,2423 x CaCTCec — 7,688),
43 (gesso = 0,0312 x época + 0,237 x CaCTCep — 11,6847) e 22 (gesso = 0,0211 x época +
0,1917 x CaCTCe, + 0,0545 x CaCTCep — 10,7622) como mais interessantes sob uma
abordagem de utilidade. Isto utilizando o método de discretizagdo Cate-Nelson. Com o
método Discretize utilizando trés faixas de valores balanceados os resultados foram
insatisfatorios. Dentre estes modelos, observou-se que os modelos 55-06 e 62-13
apresentaram excelentes resultados em todas as areas investigadas (A, B, C, AB, ABC).
Houve um destaque maior para as dreas A e C, as quais apresentavam valores de acidez alta
e baixa, respectivamente, e solos com textura média e argilosa. Por outro lado, na regido B
observou-se um melhor desempenho dos modelos 53-04, 59-10, 43 e 22, nesta regido a
textura do solo era argilosa e a acidez média.

O filtro probabilistico multivariado classificou somente seis modelos (I médio >=
0,5) dentre 67 (9,0%) sendo que destes somente o 22 apresenta uma dificuldade para
aplicagdo pratica pois apresenta o atributo CaCTCe nas camadas A (0-10cm) e D (40-60cm).
Sobre os demais, todos poderiam ser considerados agronomicamente coerentes.

Utilizando os filtros estatisticos, chegou-se aos modelos 57-08 (gesso = 0,1168 x
época + 0,0051 x CaCTCeap — 0,3459 x MgCTCeagp — 0,3584 x KCTCeap + 9,7584), 56-07
(gesso = 0,032 x época + 0,2842 x Capp — 0,2613 x Mgap — 0,5218 x Kap + 0,1077), 55-06 €
62-13 (gesso = 0,0485 x época + 0,25769 x Cap — 0,1783 x Mgg — 5,3371) como mais

interessantes. Neste caso a utilidade foi verificada pela aplicabilidade dos modelos sobre os
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dados das regides de estudo. Isso foi avaliado com a andlise da correlagdo da populacio e
uma comparacdo entre as distribuicdes de probabilidade do gesso aplicado e do gesso
predito. Novamente as regras 55-06 e 62-13 apresentaram bons resultados e podem ser
apontadas como as mais interessantes dentre as 67. O resultado destes filtros mostrou que
regras consideradas tteis sob o conhecimento prévio (Impacto) tais como 53-04, 59-10, 43 e
22, podem ser de dificil generalizacdo por questdes relacionadas a acuracia (EMA). Além
disso, dois modelos podem ser considerados incorretamente classificados, o 64-15 (gesso =
0,1186 x época + 0,2663 x CaCTCex + 0,0788 x CaCTCec — 0,043 x MgCTCep — 17,5739)
e 0 57-8 (gesso = 0,1168 x época + 0,0051 x CaCTCesp — 0,3459 x MgCTCexp — 0,3584 x
KCTCexp + 9,7584), conforme discutido no quadro 3.

Conclui-se, portanto, que o filtro probabilistico multivariado obteve um melhor
desempenho na tarefa de analisar a interessabilidade de regras de regressdo e que ele se
mostrou adequado para aplicagdo no dominio da andlise de dosagem de gesso agricola. Os
modelos mais interessantes foram o 55-06 e 62-13 para as bases de dados A e C e 0 53-04
para a base de dados B. Se forem considerados os resultados médios seria apontado como o
modelo mais interessante o 55-06. Verificando os atributos envolvidos nos modelos
observa-se que o Ca (e o CaCTCe) sdo os principais, seguidos do Mg (e o MgCTCe). Este
resultado estd de acordo com a discussdo de Silva (2013) e de Guimaraes (2015) onde o Ca

(e 0 CaCTCe) também teve importancia destacada.
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7 TRABALHOS FUTUROS

Como sugestdo de trabalhos futuros seria interessante explorar:

— Outros modelos de regressao, ndo somente lineares, sobre as bases de dados
de necessidade de gesso agricola e submeté-los a abordagem probabilistica
multivariada de andlise de interessabilidade.

— Investigar a aplicabilidade das regras selecionadas neste trabalho para
predicdo da necessidade de gesso em outras 4areas com mesmas
caracteristicas do solo.

— Expandir o software desenvolvido para incorporar novos filtros para a

regressdo e também permitir a andlise de modelos de classificagao.
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APENDICE A. DESCRICAO DO SOFTWARE DESENVOLVIDO PARA ANALISE
DE INTERESSABILIDADE DE MODELOS DE REGRESSAO

Este apéndice apresenta o software desenvolvido para fazer a andlise de
interessabilidade de modelos de regressdo. Sdo apresentados os principios gerais da
modelagem do sistema, o método Cate-Nelson que foi utilizado para aplicar discretizagdo de
dados e, finalmente, a implementacdo dos filtros baseados em testes estatisticos com o

software R.

A.1 Modelagem geral

O software Data Mining Analysis (DMA) foi projetado para ser um ambiente de
andlise de interessabilidade de modelos de regressdo. O desenvolvimento foi feito utilizando
a linguagem Java versdo 8, com o jdk versdo 1.8.0_25 compilado para processadores x86 e
distribuido pela Oracle. Os diagramas foram construidos utilizando o software Astah
Community 6.9.0 (CHANGE VISION, 2015).

Foram adotados os seguintes principios para modelagem e implementagdo do DMA:

1. Configuragdo simplificada: o software pode ser facilmente configurado para
inclusdo de novos filtros sem que seja necessario alterar o cédigo pré-
existente.

2. E possivel ainda acrescentar algoritmos suportados com o minimo de
programacao.

3. O sistema € capaz de trabalhar com modelos obtidos com diferentes
algoritmos, desde que o tipo de saida seja compativel e suportado pelo filtro.
Por exemplo, é possivel analisar a0 mesmo tempo modelos obtidos com o
M5Rules e com o LeastMedSq.

4. Foram adotadas boas praticas de programagdo (LARMAN, 2007), como por
exemplo, a adog¢do dos padrdes de projeto MVC, do inglés Model-View-
Controller; Factory; TemplateMethod e Singleton.

5. Atengdo aos principios da Orientacio a Objetos: abstracdo, reuso,
encapsulamento, heranga, polimorfismo, entre outros.

6. Interface grafica simples, porém, pritica e intuitiva.

7. Os erros ou situagdes inesperadas devem ser tratados com o langcamento de

excegdes especificas.
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A figura 8 mostra o diagrama de casos de uso descrevendo as principais

funcionalidades do DMA.

Figura 8. Diagrama de casos de uso — Visdo Geral
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Fonte: autoria prépria.

O quadro 6 apresenta uma breve descricdo dos casos de uso da figura 8 destacando as

funcionalidades do sistema.

Quadro 6. Descricao dos casos de uso.

Caso de Uso

Descricao

Definir diretério de

Permite que o analista defina um diretério padrdo para trabalhar. Todos os

trabalho arquivos utilizados pelo DMA serdo procurados primeiramente neste diretdrio.
Desempenhar Caso de uso que descreve uma nova andlise. Nele deve-se obrigatoriamente
analise selecionar um filtro dentre os disponiveis, fornecer os modelos (buffers de

execucdo do Weka em arquivo texto), digitar um script de execugdo compativel

com filtro escolhido e executar o filtro.

Selecionar filtro

O analista escolhe um filtro de interessabilidade de regras. Atualmente encontram-

se disponiveis o RegFilter (secdo 3.3.1) e o StatisticalFilter (3.3.2).

Gerenciar modelos

Deve ser utilizado para incluir novos modelos, remover modelos j4 adicionados ou

simplesmente visualizar os modelos j4 carregados.
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Adicionar modelo

Permite que o analista inclua novos modelos (em arquivos texto). Os modelos sdo

interpretados e um resumo da execucdo do interpretador é mostrado.

Remover modelo

Utilizado para remover da memdria modelos ja carregados e interpretados.

Visualizar modelo

Permite visualizar em uma janela o modelo lido e interpretado.

Digitar script

Fornece uma janela na qual o analista digita um script e no qual informa os
pardmetros de execugdo do filtro. Esta janela fornece uma opcdo com a qual é

possivel ver um modelo.

Carregar script

Um script salvo anteriormente pode ser carregado na janela de edicdo.

Salvar script

Utilizado para salvar um script de execugdo em disco rigido. Isso permite

construir e executar diferentes experimentos de forma rapida.

Executar filtro

Coloca o filtro em execucdo. S6 pode ser executado apds um script ter sido

digitado e interpretado.

Carregar
informacdes

adicionais

Ao iniciar a execugdo de um filtro os dados adicionais como bases de dados, redes
bayesianas ou outros arquivos sdo carregados. Se isso ndo for possivel a execugdo

¢é interrompida e uma mensagem de erro apropriada é mostrada.

Salvar resultados

Permite que o resultado da execucio de um filtro seja salvo no disco rigido.

Comparar O analista pode carregar arquivos com os resultados e fazer comparagdes. No
resultados momento sdo mostrados apenas os arquivos com os resultados.

Editar redes Neste caso de uso o analista pode construir suas redes bayesianas editando os
bayesianas nodos, os links, as probabilidades condicionais e executando aprendizado a partir

de um arquivo de casos com o algoritmo Expectation Maximization (EM).

Discretizar dados

Permite utilizar discretizadores de dados. Atualmente somente o discretizador

baseado no método Cate-Nelson (1971) se encontra disponivel.

Fonte: autoria propria.

Os componentes do sistema encontram-se na figura 9 sendo que o sistema foi
dividido em sete médulos. O médulo “interface grafica” contém todas as janelas. Nele a
entrada de dados e a saida dos resultados foram padronizadas, com isso, ao programar um
filtro, por exemplo, deve-se estar atento ao padrao de entrada e saida das informacdes.

O “controlador geral” € utilizado para gerenciar o funcionamento do software
integrando a interface grafica as ferramentas, aos filtros e aos dados armazenados no disco
rigido. O “carregador e armazenador de bases de dados” € um moédulo que oferece as
funcionalidades de ler e escrever arquivos de texto nos formatos txt, csv, cas, arff, dne e Ip
no disco rigido. O moddulo “interpretador de modelos” contém as funcionalidades
necessdrias para ler resultados da execucdo de algoritmos no Weka. O “mddulo de

configuracdo” contém os arquivos XML com os pardmetros de funcionamento do sistema.
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No médulo “ferramentas” encontram-se funcionalidades para editar redes bayesianas
e discretizar dados. Outras ferramentas poderdo ser incorporadas neste moddulo, por
exemplo, outros métodos de discretizagio.

Em “filtros” encontram-se os filtros de interessabilidade de regras. O sistema foi
projetado para ser expansivel, com isso, novos filtros podem ser adicionados neste médulo.

Por fim, é possivel utilizar outros softwares para desempenhar algumas tarefas. No
momento os softwares suportados sdo o Prompt (para operagdes sobre arquivos) e o Rscript
para execucgdo de scripts no R Statistical Software (RPROJECT, 2015), contudo, outros
softwares que possam ser acessados ao nivel de permissdo do usudrio do sistema operacional

ou que estejam no path do Windows podem ser lancados conforme a necessidade.

Figura 9. Diagrama de componentes do DMA
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Fonte: autoria prépria.

O Weka foi escolhido porque possui um amplo conjunto de algoritmos para
mineracdo de dados (WITTEN; FRANK; HALL, 2011), além de ser simples de utilizar e
permitir exportar o resultado das aplicagdes dos algoritmos em arquivos de texto que podem
ser lidos e interpretados pelo DMA.

O DMA  suporta os  algoritmos  M5Rules,  SMOReg,  LibSVM,
SimpleLinearRegression, PaceRegression, LeastMedSq e LinearRegression porque todos
possuem uma saida que pode ou nio conter restricdes na forma de IF ... THEN e uma ou
mais equacdes formadas por somas de termos, onde estes termos sdo formados por um
coeficiente (positivo ou negativo) que multiplica uma varidvel do problema elevada a 1 ou 0.

O DMA ¢ capaz de efetuar cdlculos e comparagdes com os valores destas medidas,
além de ser capaz de ler o modelo de regressdo e efetuar cdlculos para descobrir o valor da

varidvel meta a partir dos valores das varidveis preditoras.
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A.2 Principais diagramas de classes

Como o sistema deve ser capaz de suportar diferentes tipos de modelos, foi definida
uma classe abstrata WekaModellnterface a qual possui o método parseModel e que
representa a mais alta abstracdo para os modelos. Além disso, foi definida outra classe
abstrata, que herda de WekaModellnterface e que representa os modelos de regressao,
denominada, WekaRegressionModellnterface. Esta possui, além do método herdado, o
método calculateValue que é usado para calcular o valor da varidvel meta dados os valores
das varidveis preditoras. A figura 10 apresenta o diagrama de classes que mostra estes
relacionamentos e a forma como foi modelado o RegressionModelTypel.

Para permitir que o sistema pudesse trabalhar com varios filtros e que estes pudessem
ser criados sem alterar outras partes do sistema foi definida uma classe abstrata chamada
FilterInterface. Todos os filtros devem implementar esta interface.

Do mesmo modo, para que todos os filtros fornegam resultados padronizados, para
que estes resultados possam ser exibidos em uma interface gréfica tnica e para que possam

ser comparados automaticamente € necessario implementar a classe abstrata ResultInterface.

Figura 10. Diagrama de classes mostrando a representacdo dos modelos de regressdo no DMA.

pkg

WekaModellnterface

+ parseModel(sModel : String) : void
JAN

WekaRegressionModellnterface RegressionModelType1

K1 - functions : ArrayList

+ calculateValue(dataBase : DataBase, line int : int) : double + calculateValue(dataBase - DataBase, line - int) - double

1 A

RegressionFunctionType1

DataBase 1 - restriction : RestrictionFunctionType1
attributes - ArrayList Attribute - classVariable : Attribute
- records : ArrayList : - name : String sterms eVt
i 1.x + hasRestriction() : boolean
+ getAttributeByName(name : String) : Attribute ; + getAttributes() * ArrayList
+ calculateFunction() : ArrayList
0.* 1.*
1
Term
Record = cosficelaonn RestrictionFunctionType1
-record : String[] - addicionallnformation : String - elements : ArrayList

- attribute : Attribut
+addValueToRecord(value : String) : void _ngogni_ dm:lblze + testRestriction(valuesVariables : ArrayList) : boolean

+ getValueFromRecord(position : int) : String + addElement(element : Object) : void

Fonte: autoria prépria.
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A figura 11 mostra o esquema bdésico para criagdo de novos filtros tomando por base
as classes abstratas que necessitam de implementagfo. Nela a classe WekaResult modela os
dados de um modelo de regressdo ou classificacdo e também fornece um modo de acessar os
valores das medidas de avaliacdo calculadas pelo Weka.

Ja a classe FilterCreator, com seu método getFilter( ) fornece a instancia de um
objeto Filter correspondente a string passada por pardmetro. Esta string contém o texto

informado no campo <filterclass> do arquivo filters.xml.

Figura 11. Esquema bdsico para criag@o de novos filtros

pkg

Script

- filterName : String
- filterClass : String
- scriptCommands : ArrayList

WekaResult

1

- path : String
- scheme : String
Filterinterface - relation : String
- instances : int
+ run(script : Script, wekaModels : ArrayList) : ArrayList ox |- attributes : ArrayList
7~ - testMode : String

1 - wekaModel : int

- evaluationModel : EvaluationModel

Resultinteface

- results : ArrayList
- order : int FilterCreator

AN + getFilter(className : String) : Filterinterface

packageFilter

FilterResult FilterClass FilterControl Filterimplementation

Fonte: autoria prépria.

A.3 Método Cate-Nelson

A discretizacdo de dados consiste em transformar um atributo continuo em
categorico. Esta tarefa envolve duas sub-tarefas: decidir o niimero de categorias e determinar
os pontos de corte para cada categoria (NING; KUMAR; STEINBACH, 2013).

A justificativa para a adog¢do do método Cate-Nelson se deve ao fato de que muitos
testes de solos em laboratérios com propésitos de fazer recomendacdes de fertilizantes
necessitam dividir os resultados em duas ou mais categorias. Ele foi adotado, por exemplo,
por Meneguin et al. (2008) em uma andlise que objetivava calibrar métodos de determinagdo
de nitrogénio em solos do cerrado para a cultura do trigo; por Braga (1976) onde o objetivo

era determinar o nivel critico de potdssio em 20 solos do Estado de Minas Gerais em relacéo
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ao crescimento vegetal relativo, e por Coelho ef al. (2013) onde o objetivo era determinar os

niveis criticos de nitrogénio na batateira de modo a estimar o estado de nitrogénio na planta

com base na produtividade relativa. Os passos do método Cate-Nelson sdo:

1.

Os dados devem ser ordenados em um vetor baseado no ranqueamento dos
valores de X. Os pares devem ser mantidos nesta ordem durante a andlise.
Deve-se iniciar com o valor de X que corresponda a dois ou mais pontos no
lado esquerdo de uma linha diviséria dos dados. A figura 12 mostra uma
linha diviséria que corresponde a um ponto critico que se deseja encontrar.
Dado o valor X, deve-se entdo calcular a soma dos quadrados dos desvios da
média corrigida para as duas populagdes, a direita e a esquerda do ponto X. A
soma das duas somas de quadrados corrigidas é entdo determinada e esta
soma de quadrados agrupada € subtraida da soma de quadrados dos desvios
corrigida em relagdo a média de todas as observacdes de Y. A diferenca entre
a soma agrupada dos quadrados e a soma de quadrados total corrigida é
expressa como uma porcentagem da soma total de quadrados corrigida, ou
como R2

Por um processo iterativo simples pode-se obter uma série de valores de R?
para as divisdes feitas nos vérios niveis de X. O valor critico, figura 12, é

aquele para o qual R? € maximo.

Na figura 12 o ponto critico pode ser entendido como aquele que melhor divide os

dados sob o ponto de vista da capacidade de predigao.

Figura 12. Gréfico da produtividade em relacdo ao potassio
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Fonte: Adaptado de Cate e Nelson (1971)
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A.4 Teste de Hipodteses sobre a Correlagdo de uma Populacdo com o software R

Utilizando o software R é possivel desempenhar o teste com a funcdo cor.test do
pacote stats, a qual permite testar a associacio entre amostras pareadas usando o coeficiente
de correlagdo de Pearson. No quadro 7 € apresentado um script contendo os comandos
necessarios e nos quadros 8 e 9 as saidas para os testes sobre as predi¢cdes dos modelos 1 e 2

da secdo 2.2.2.1.

Quadro 7. Script em R para o teste de hipéteses sobre a correlagdo de uma populagio

data<-read.csv("c:\DMAFiles\\exemplo.csv")
test<-cor.test(data[,1],data[,2],alternative="two.sided",method="pearson",exact=NULL,conf.level=0.95,

continuity=TRUE)

print(test)

Fonte: autoria propria.
Para desempenhar o teste para o modelo 2 seria necessario alterar o texto datal[,2]
para data[,3].
Com o resultado da execucdo observa-se que a estatistica de teste ficou préxima do
valor calculado com a equacdo 7 na secdo 2.2.2.1, a diferenca para menos se deve ao

arredondamento do coeficiente de correlacdo para duas casas apds a virgula.

Quadro 8. Resultado da execug¢do do script do quadro 7.

Pearson's product-moment correlation

data: data[, 1] and datal, 2]
t =6.0896, df = 4, p-value = 0.003677
alternative hypothesis: true correlation is not equal to 0
95 percent confidence interval:
0.6049584 0.9946876
sample estimates:

cor

0.9500717

Fonte: autoria propria.

Quadro 9. Resultado da execugdo do script do quadro 7 para o modelo 2

Pearson's product-moment correlation

data: data[, 1] and datal, 3]
t=2.7331, df = 4, p-value = 0.05227
alternative hypothesis: true correlation is not equal to 0
95 percent confidence interval:
-0.0131955 0.9780250
sample estimates:

cor

0.807008

Fonte: autoria prépria.
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A interpretacdo do resultado precisa levar em conta uma comparacio entre o p-value
e o nivel de significincia ¢ .
— Se o p-value é menor ou igual a & , deve-se rejeitar a hipétese nula. Neste
caso significa que ha uma correlacdo linear significativa entre as varidveis.
— Se 0 p-value for maior que & deve-se falhar em rejeitar a hipétese nula, ou
seja, ndo ha correlagdo linear significativa entre as varidveis.

Dos quadros 8 e 9 obttm-se que p-—value =0,0036 e

modelol

p —value =0,0523 e, portanto, somente o modelo 1 apresenta correlacdo linear

modelo 2

significativa ao nivel de confianca 5%.

A.5 Teste de Hipdtese de Postos de Sinais de Wilcoxon com o software R

No software R existe a funcao wilcox.test do pacote stats que permite desempenhar o
teste de sinais de postos e o teste de soma de postos de Wilcoxon, também conhecido como
teste Mann-Witney. No quadro 10 é mostrado o script em R para realizar o teste de postos de

sinais e no quadro 11 é mostrado resultado do teste.

Quadro 10. Script em R para desempenhar o teste de sinais de postos de Wilcoxon no R

data<-read.csv("c:\DMAFiles\\exemplo2.csv")
test<-wilcox.test(data[,1],data[,2],paired=TRUE,exact=FALSE)

print(test)

Fonte: autoria prépria.

Quadro 11. Resultado da execugdo do script do quadro 10 para os dados da tabela 3

Wilcoxon signed rank test with continuity correction
data: data[, 1] and datal, 2]
V =12, p-value = 0.125

alternative hypothesis: true location shift is not equal to O

Fonte: autoria prépria.

No quadro 11 € possivel observar que V = 12 € o valor da estatistica de teste e que o
p-value = 0,125 > 0,05 (nivel de confianca). Isto significa que se deve falhar em rejeitar H, .
E importante notar que a execucio do script do quadro 10 independe do nivel de confianga.

Este altera somente a interpretacio do resultado.
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APENDICE B. RESULTADO DO TESTE DE HIPOTESES SOBRE A
CORRELACAO DE UMA POPULACAO

Teste de Hip6teses Sobre a Correlagcdo de uma Populagéo

Modelos r EMA =

A B C AB ABC r CV

1 Modelo36 0,72 2,34 0,69 0,62 0,79 0,66 0,68 0,69 0,08

2 Modelo50-1 0,84 1,65 0,66 0,60 0,67 0,64 0,60 0,64 0,04

3 Modelo57-8 0,84 1,70 0,55 0,64 0,72 0,61 0,61 0,63 0,09

4 Modelo39 0,78 2,10 0,53 0,64 0,76 0,60 0,60 0,63 0,13

5 Modelo63-14 - - 0,51 0,67 0,76 0,61 0,62 0,63 0,13

6 Modelo56-7 0,72 1,80 0,48 0,66 0,80 0,58 0,57 0,62 0,18

7 Modelo7 0,51 3,01 0,47 0,67 0,78 0,59 0,59 0,62 0,17

8 Modelo67-18 0,71 1,88 0,53 0,71 0,65 0,62 0,55 0,61 0,11

9 Modelo66-17 0,82 1,77 0,54 0,62 0,73 0,59 0,55 0,60 0,12

10 Modelo55-6 0,71 1,86 0,48 0,63 0,80 0,55 0,54 0,60 0,19
11 Modelo23 0,60 2,13 0,38 0,71 0,79 0,57 0,57 0,60 0,23
12 Modelo40 0,73 2,30 0,48 0,61 0,75 0,56 0,58 0,59 0,15
13 Modelo35 0,70 2,58 0,49 0,59 0,74 0,55 0,58 0,59 0,14
14 Modelo16 0,43 3,27 0,50 0,58 0,72 0,55 0,58 0,59 0,12
15 Modelo61-12 0,82 1,71 0,51 0,59 0,71 0,56 0,54 0,58 0,12
16 Modelo51-2 0,82 1,77 0,51 0,59 0,71 0,56 0,54 0,58 0,12
17 Modelo52-3 0,81 1,74 0,50 0,59 0,72 0,55 0,53 0,58 0,13
18 Modelo58-9 0,66 2,28 0,50 0,59 0,71 0,56 0,54 0,58 0,12
19 Modelo60-11 0,62 2,40 0,50 0,59 0,71 0,56 0,54 0,58 0,12
20 Modelo24 0,60 2,15 0,41 0,63 0,77 0,53 0,56 0,58 0,21
21 Modelo17 0,48 3,19 0,42 0,64 0,77 0,54 0,56 0,58 0,20
22 Modelo65-16 0,67 1,98 0,42 0,64 0,76 0,53 0,47 0,57 0,22
23 Modelo22 0,58 2,28 0,43 0,64 0,75 0,54 0,47 0,57 0,21
24 Modelo29 0,82 1,63 0,42 0,59 0,74 0,51 0,53 0,56 0,19
25 Modelo62-13 0,71 1,90 0,43 0,60 0,80 0,49 0,46 0,56 0,24
26 Modelo64-15 - - 0,45 0,61 0,73 0,53 0,47 0,56 0,18
27 Modelo48 0,79 1,57 0,43 0,57 0,77 0,50 0,42 0,54 0,24
28 Modelo32° 0,79 2,36 0,44 0,56 0,84 0,47 0,41 0,54 0,29
29 Modelo33 0,76 2,48 0,47 0,53 0,78 0,52 0,40 0,54 0,24
30 Modelo45 0,76 2,48 0,47 0,53 0,78 0,52 0,40 0,54 0,24
31 Modelo44 0,74 2,46 0,42 0,57 0,77 0,50 0,42 0,54 0,24
32 Modelo31 0,74 2,46 0,42 0,57 0,77 0,50 0,42 0,54 0,24
33 Modelo37° 0,70 2,36 0,37 0,60 0,79 0,48 0,44 0,54 0,27
34 Modelo43° 0,62 2,13 0,37 0,61 0,79 0,48 0,45 0,54 0,27
35 Modelo10 0,53 3,01 0,59 0,50 0,68 0,55 0,36 0,54 0,20
36 Modelo42 0,42 3,24 0,46 0,56 0,73 0,50 0,42 0,54 0,20
37 Modelo53-4 0,63 2,42 0,46 0,54 0,72 0,50 0,40 0,52 0,21
38 Modelol1 0,56 3,04 0,71 0,42 0,53 0,55 0,40 0,52 0,21
39 Modelo6 0,56 3,04 0,71 0,42 0,53 0,55 0,40 0,52 0,21
40 Modelo27° 0,78 1,63 0,36 0,55 0,79 0,45 0,41 0,51 0,30
41 Modelo49 0,64 2,07 0,40 0,55 0,68 0,50 0,44 0,51 0,19
42 Modelo54-5 0,42 2,56 0,57 0,47 0,46 0,52 0,47 0,50 0,09
43 Modelo20° 0,57 3,04 0,60 0,52 0,26 0,57 0,41 0,47 0,26
44 Modelo15° 0,55 3,01 0,61 0,52 0,27 0,57 0,41 0,47 0,26
45 Modelo5° 0,55 3,01 0,61 0,52 0,27 0,57 0,41 0,47 0,26
46 Modelo28° 0,74 1,71 0,20 0,51 0,76 0,38 0,43 0,46 040
47 Modelo12 0,79 2,07 0,57 0,40 0,43 0,48 0,33 044 0,18
48 Modelo59-10 0,63 2,50 0,58 0,40 042 0,48 0,34 044 0,18
49 Modelo13° 0,84 1,79 0,57 0,53 0,08™ 0,56 0,41 0,43 0,42



50
51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67

Modelo46
Modelo8
Modelo47°
Modelo9°
Modelo19°
Modelo14°
Modelo41°
Modelo34°
Modelo18°
Modelo4®
Modelo2°®
Modelo38°
Modelol®
Modelo30°
Modelo25°
Modelo21°
Modelo3°
Modelo26°

0,63
0,36
0,70
0,50
0,88
0,66
0,52
0,60
0,30
0,36
0,31
0,26
0,25
0,53
0,30
0,20
0,46
0,35

2,85
3,51
2,54
3,20
1,69
2,65
3,12
3,08
3,81
3,65
3,66
3,48
3,85
2,43
2,76
2,84
3,30
2,76

0,49
0,49
0,68
0,59
0,66
0,61
0,31
0,29
0,48
0,51
0,59
0,51
0,59
0,12™
0,12™
0,19
0,52
0,02™

0,38
0,38
0,27
0,33
0,34
0,43
0,34
0,21
0,12
0,30
0,18
0,30
0,22
0,39
0,39
0,37
0,05™
0,26

0,52
0,52
0,24
0,43
0,05™
0,09™
0,45
0,58
0,51
0,24
0,26
0,24
0,29
0,43
0,43
0,24
0,23
0,29

0,43
0,43
0,49
0,43
0,48
0,51
0,36
0,30
0,28
0,35
0,29
0,35
0,33
0,33
0,33
0,27
0,17
0,18

0,31
0,31
0,39
0,24
0,37
0,27
0,25
0,26
0,22
0,17
0,21
0,17
0,11
0,23
0,23
0,20
0,02™
0,12

0,43
0,43
041
0,40
0,38
0,38
0,34
0,33
0,32
0,31
0,31
0,31
0,31
0,30
0,30
0,25
0,20
0,18

77

0,18
0,18
0,38
0,29
0,52
0,48
0,19
0,40
0,46
0,37
0,48
0,37
0,51
0,37
0,37
0,26
0,90
0,56

° Modelos removidos porque o CV é maior do que 25%.

" Nao significativoa o = 0,20 .
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2

DE HIPOTESES SOBRE OS POSTOS DE SINAIS DE WILCOXON

A

APENDICE C. RESULTADO DA APLICACAO DO FILTRO BASEADO EM TESTE

Relagdo de Modelos Filtrados com o teste de Postos de Sinais de Wilcoxon
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Base de dados utilizada para criagdo do modelo com o M5Rules

BD

Indica que o modelo foi selecionado porque nao ha diferenca entre as distribui¢oes de

dicado.

des ao nivel de significancia in

probabilidade das populag

Modelos eliminados
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Modelo Equacdo(des) do Modelo R |EMA | Area
1 gesso =0,187 * m_A — 0,264 * m_C - 0,2553 * m_D + 13,9773 0,25 | 3,85 A
IF m_C > 18 THEN
2 gesso = 0,0167 * epoca — 0,0686 * m_C - 0,2924 * m_D + 11,0116 031 | 3,66 | A
gesso =+ 9,1429
3 gesso = 0,0605 * epoca — 0,3843 * m_C + 11,853 0,46 | 3,30 A
4 gesso =-0,3735 *m_D + 11,9611 0,36 | 3,65 A
— * % * _
5 gesso = 0,0679 * epoca + 0,1485 * Ca_CTCe_C + 0,1406 * Ca_CTCe_D 0.55 | 3.01 A
10,2964
gesso = 0,2962 * m_A + 0,1825 * m_B - 0,2463 * m_C + 0,1843 *
6 Ca_CTCe_B + 0,1465 * Ca_CTCe_C - 11,1576 0,56 | 3,04 A
7 gesso = 00,1252 * epoca + 0,3648 * m_A + 0,3968 * Ca_CTCe_A —25,7968 | 0,51 | 3,01 A
8 gesso =0,1721 * Ca_CTCe_B -2,6133 0,36 | 3,51 A
9 gesso = 0,0682 * epoca — 0,1551 * m_C + 0,1867 * Ca_CTCe_C — 1,933 0,50 | 3,20 A
10 | gesso=0,0621 * epoca—0,1621 * m_D + 0,1929 * Ca_CTCe_D — 3,0755 0,53 | 301 | A
gesso = 0,2962 * m_A + 0,1825 * m_B - 0,2463 * m_C + 0,1843 *
1 Ca_CTCe_B + 0,1465 * Ca_CTCe_C - 11,1576 0,56 | 3,04 A
12 gesso = 0,298 * Ca_CTCe_C -9,5716 0,79 | 2,07 A
13 gesso = 0,3468 * Ca_CTCe_D — 13,4394 0,84 | 1,79 A
14 gesso = 0,0774 * epoca — 0,2197 * m_C + 0,1819 * Ca_CTCe_D —1,1435 0.663 | 2,65 A
_ * * * _
15 gesso = 0,0679 * epoca + 0,1485 * Ca_CTCe_C + 0,1406 * Ca_CTCe_D 0.55 | 3.01 A
10,2964
— k _ % _ *
16 gesso = 0,0638 * epoca —0,2176 * Mg_CTCe_A - 0,169 * Mg_CTCe_B + 043 | 327 A
13,5279
17 gesso = 0,081 * epoca — 0,3307 * Mg_CTCe_A + 11,3686 0,48 | 3,19 A
gesso = 0,0657 * epoca — 1,7082 * K_CTCe_A + 1,999 * K_CTCe_B —
18 1,5917 * K_CTCe_C + 10,1414 0,30°| 3,81 A
IF Ca_CTCe_D > 50,4 THEN
gesso =0,6718 * m_A —0,1817 * m_B + 0,0844 * Ca_CTCe_A + 0,057 *
Ca_CTCe_C + 0,0492 * Ca_CTCe_D - 3,2753
19 IF Ca_CTCe_C <= 42,95 THEN 0.88 1 1,69 A
gesso = 0,1547 * Ca_CTCe_C - 5,1893
gesso = 0,4101 * m_B - 1,4129
20 | gesso=0,1447 * Ca_CTCe_C + 0,1547 * Ca_CTCe_D - 9,6337 0,57 | 3,04 | A
21 gesso =-0,3401 * m_A + 0,1774 * m_B - 0,1405 * m_D + 5,8894 0,20 | 2,84 B
— * * * _
” gesso = 0,0211 * epoca + 0,1917 * Ca_CTCe_A + 0,0545 * Ca_CTCe_D 0.58 | 2.28
10,7622
23 gesso =0,1881 * m_B —0,0776 * m_D + 0,2422 * Ca_CTCe_A + 0,0652 * 0.60 | 2.13
Ca_CTCe_B - 0,0508 * Ca_CTCe_C - 12.8042 ? ’
24 gesso =-0,2709 * Mg_CTCe_A + 11,4538 0,60 | 2,15 B
25 gesso =-0,63 * K_CTCe_B + 8,5353 0,30 | 2,76 B
IF m_D <=9.45 THEN
gesso =-0,1056 * epoca + 0,1284 * m_B - 0,1776 * m_D + 9,7903
IF m_C<=13,87 AND m_C <= 11,595 AND epoca > 14 THEN
gesso =-0,1093 * epoca + 0,2947 * m_A + 0,1094 * m_C - 0,0607 * m_D +
4,8483
26 IF m_C <=13,87 THEN 0.35 ] 2,76 B
gesso =0,3011 * m_A - 0,2853 * m_C + 8,1864
IF m_A <= 3,925 THEN
gesso = 0,2889 * m_A —0,1247
gesso =+ 3
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Modelo Equacdo(des) do Modelo R |EMA | Area
IF Ca_CTCe_A <= 65,55 THEN
gesso = 0,0272 * epoca + 0,113 * Ca_CTCe_A + 0,1187 * Ca_CTCe_B -
27 0,0306 * Ca_CTCe_D -9,6271 0,78 | 1,63 B
gesso = 0,2025 * Ca_CTCe_A — 7,746
IF Ca_CTCe_A <= 65,55 AND Ca_CTCe_B <= 50,6 THEN
28 gesso =0,7037 * m_A — 0,034 * m_C - 0,0336 * m_D + 0,1424 * 074 | 171 B
Ca_CTCe_A +0,1101 * Ca_CTCe_B - 0,0475 * Ca_CTCe_C - 11,1357 ’ ’
gesso = 0,2277 * Ca_CTCe_A —9,7936
gesso =-0,2935 * Mg_CTCe_A - 0,1156 * Mg_CTCe_B + 0,1366 *
29 Mg _CTCe_D + 10,2784 082 1,63 B
30 gesso =-1,1172 * K_CTCe_B + 12,5751 0,53 | 2,43 B
31 gesso =0,3108 * Ca_CTCe_A + 0,1181 * Ca_CTCe_B — 25,4056 0,74 | 2,46 C
gesso =-2,901 * pH_A + 1,7595 * Ca_A + 1,3889 * Ca_D + 12,381 * K_D
32 +0,1122 * Ca_CTCe_B - 3,3318 0.79| 2,36 ¢
gesso = 0,2645 * Ca_CTCe_A + 0,1104 * Ca_CTCe_B - 1,1456 *
3 K_CTCe_A — 17,5001 0,76 | 2,48 C
IF K_CTCe_C <=4,15 THEN
34 gesso =-2,5294 * K_CTCe_A - 0,6626 * K_CTCe_C + 17,6311 0,60 | 3,08 C
gesso =+ 1,3333
R * _ % _ %
35 %gsggg—g 0,0748 * epoca — 0,2782 * Mg_CTCe_A - 0,191 * Mg_CTCe_B + 070 | 2.58 C
gesso =-3,5949 * pH_A + 1,9049 * pH_B + 1,3388 * Al_A —0,1233 *
Ca_A +0,1663 * Ca_D + 1,7835 * K_A + 0,2748 * Ca_CTCe_A + 0,0974 *
36 Ca_CTCe_B +0,1152 * Ca_CTCe_C + 0,1158 * Mg_CTCe_C - 1,0106 * 0.72-| 2,34 | ABC
K_CTCe_A - 19,1389
37 gesso = (,2898 * Ca_CTCe_A — 14,909 0,70 | 2,36 | ABC
38 gesso =-0,1411 * m_D + 6,9306 0,26 | 3,48 | ABC
— * * * _
39 %;Sggg_ 0,7007 * m_A + 0,2733 * Ca_CTCe_A + 0,1297 * Ca_CTCe_B 078 | 2.10 | ABC
gesso =-0,279 * Mg_CTCe_A - 0,1605 * Mg_CTCe_B + 0,0604 *
40 Mg_CTCe_D + 14,1788 0.73 | 2,30 | ABC
IF K_CTCe_C > 3,65 AND K_CTCe_B > 4,75 THEN
gesso = 0,0532 * epoca — 0,6177 * K_CTCe_A —0,2194 * K_CTCe_B —
4l 0,1299 * K_CTCe_C + 10,1743 052|312 | ABC
gesso = -0,7559 * K_CTCe_A —2,6851 * K_CTCe_C + 17,7733
— % * * _
4 gesso = 0,1036 * epoca + 0,1406 * Ca_CTCe_A + 0,1054 * Ca_CTCe_B 042 | 324 | ABC
11,4338
43 gesso = 0,0312 * epoca + 0,237 * Ca_CTCe_A — 11,6847 0,62 | 2,13 | ABC
44 gesso =0,3108 * Ca_CTCe_A + 0,1181 * Ca_CTCe_B — 25,4056 0,74 | 2,46 | ABC
gesso = 0,2645 * Ca_CTCe_A +0,1104 * Ca_CTCe_B — 1,1456 *
45 K_CTCe_A — 17,5001 0.76 | 2,48 | ABC
46 gesso = 0,2409 * Ca_CTCe_B - 6,7551 0,63 | 2,85 | ABC
IF Ca_CTCe_D > 50,4 THEN
gesso =0,1095 * Ca_CTCe_D - 1,3997 * K_CTCe_D + 6,5524
47 IF Ca_CTCe_C <= 42,95 THEN 0,70 | 2,54 | ABC
gesso = 0,1547 * Ca_CTCe_C - 5,1893
gesso =0,4101 * m_B - 1,4129
48 gesso =0,2147 * Ca_CTCe_A + 0,0936 * Ca_CTCe_B — 14,5885 0,79 | 1,57 | ABC
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Modelo Equacdo(des) do Modelo R |EMA | Area
IF Ca_CTCe_A <= 65,55 AND Mg_CTCe_B <= 37,85 AND K_CTCe_B
<=9,9 AND Mg_CTCe_B <= 29,45 THEN
gesso =0,0718 * Ca_CTCe_A - 0,1536 * Mg_CTCe_B + 0,1154 *
Mg CTCe_D -0,472 * K_CTCe_B + 3,2714
IF Ca_CTCe_A <= 64,85 AND Mg CTCe_B <= 37,85 AND K_CTCe_B
<=9,5 THEN
gesso = 0,0675 * m_C + 0,123 * Ca_CTCe_A - 0,0999 * Mg_CTCe_B +
0,0582 * Mg_CTCe_D - 0,4392 * K_CTCe_B - 1,0634
49 |IF Ca_CTCe_A <= 64,85 THEN 0,64 | 2,07 | ABC
gesso = 0,2357 * Ca_CTCe_A + 0,067 * Mg_CTCe_D - 15,1803
IF Mg_CTCe_D<=40,3 AND m_C <= 11,595 AND Ca_CTCe_A <= 77,9
THEN
gesso =-0,0323 * epoca + 0,2701 * Ca_CTCe_A + 0,0598 * Mg_CTCe_D —
14,5449
IF m_C <=11,63 THEN
gesso = -0,2075 * m_C + 10,4249
gesso =+6,5
gesso = 0,0959 * epoca + 1,0021 * Al_AB - 0,2187 * Ca_C + 0,1141 *
50-1 |Mg_AB+0,2193 * Mg _C + 11,7824 * K_C + 0,3183 * Ca_CTCe_AB + 0,84 | 1,65 | ABC
0,2188 * Ca_CTCe_C - 10,5856 * K_CTCe_C — 29,3984
) gesso = 0,0888 * epoca + 0,1482 * Ca_CTCe_AB — 0,2998 *
>1-2 Mg CTCe_AB +2,3871 0.82 1 177 | ABC
52-3 | gesso=0,1675 * Ca_CTCe_AB - 0,2647 * Mg_CTCe_AB + 1,4675 0,84 | 1,74 | ABC
53-4 | gesso = 0,0664 * epoca + 0,2748 * Ca_CTCe_AB — 12,714 0,63 | 242 | AB
54-5 | gesso=0,179 * Ca_C +0,2375 * Mg_C - 0,1599 * Mg_CTCe_C + 4,257 042 | 256 | B
55-6 | gesso =0,0396 * epoca + 0,2891 * Ca_AB - 0,2809 * Mg_AB - 1,8504 0,71 | 1,86 B
: gesso = 0,032 * epoca + 0,2842 * Ca_AB - 0,2613 * Mg_AB - 0,5218 *
56-7 K_AB +0.1077 0,72 | 1,80
) gesso = 0,1168 * epoca + 0,0051 * Ca_CTCe_AB — 0,3459 *
>7-8 Mg _CTCe_AB -0,3584 * K_CTCe_AB +9,7584 0.84 1 1,70 | ABC
= * * — *
58-9 ielssg41 6(),0545 epoca + 0,137 * Ca_CTCe_AB - 0,2296 * Mg_CTCe_AB 0.66 | 228 | AB
59-10 |gesso=0,051 * epoca + 0,2423 * Ca_CTCe_C — 7,688 0,63 | 2,50 | AB
’ gesso = 0,0677 * epoca + 0,1575 * Ca_CTCe_AB - 0,2815 *
60-11 Mg CTCe AB + 1,5963 0,62 | 2,40 | ABC
) gesso = 0,0727 * epoca + 0,1494 * Ca_CTCe_AB - 0,2925 *
61-12 Mg CTCe AB +2.3616 0,82 | 1,71 | ABC
62-13 | gesso = 0,0485 * epoca + 0,2579 * Ca_A —0,1783 * Mg_B - 5,3371 0,71 | 1,90 | B
. gesso = 0,108 * epoca — 0,2967 * Mg_CTCe_A —0,1204 * Mg_CTCe_B —
63-14 10,3339 * K_CTCe_C + 15,7802 Nd | nd | B
) gesso = 0,1186 * epoca + 0,2663 * Ca_CTCe_A + 0,0788 * Ca_CTCe_C —
6415 1,043 * Mg_CTCe_D — 17,5739 Nd | nd | B
— * * * —
65-16 %czzsi(g)gs0,0202 epoca + 0,2174 * Ca_CTCe_A + 0,0503 * Ca_CTCe_D 0.67 | 1.98 B
: gesso = 0,119 * Ca_CTCe_C - 0,2687 * Mg_CTCe_A —0,1288 *
66-17 K_CTCe D +5.8379 0,82 | 1,77 | ABC
67-18 | gesso=0,121 * Ca_A + 0,3446 * Ca_D - 0,121 * Mg_C —2,6925 0,71 | 1,88 B

EMA

AB
ABC

-XX

Coeficiente de correlagdo calculado para o fragmento da base de dados utilizada na criagdo do modelo
Erro médio absoluto

Fazenda Estancia dos Pinheiros

Fazenda Regina

Guarapuava

Fazenda Estancia dos Pinheiros + Fazenda Regina

Fazenda Estancia dos Pinheiros + Fazenda Regina + Guarapuava

Refere-se ao niimero que a regra possui em Silva(2013). Por exemplo, 0 modelo 67-18 corresponde ao 18° modelo analisado naquele trabalho e é referenciado neste

trabalho com o nimero 67.



