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RESUMO

O cultivo do trigo desempenha um papel importante no desenvolvimento econémico
de varias regides do Brasil e do mundo, bem como na dieta humana. A producéo
brasileira do trigo é insuficiente para atender a demanda nacional, tornando
necessarias pesquisas com intuito de melhorar a produtividade desse cereal. O
objetivo desse trabalho foi a estimativa de produtividade do trigo, a partir da criacado
de modelos preditivos por meio da mineracdo de dados obtidos em imagens de alta
resolucao espacial, coletadas por aeronave remotamente pilotada (RPA). O trabalho
foi realizado em duas areas experimentais na cidade de Ponta Grossa — PR, onde
para cada area foram feitas oito coletas de imagens, em diferentes estadios de
desenvolvimento da cultura, com resolucdo espacial de 3,4cm/px e duas coletas
com resolucdo 10cm/px e 20cm/px, através de uma RPA eBee utilizando uma
camera RGB e outra NIR. O processamento das imagens foi feito a partir do
software Pix4D, e resultou em um ortomosaicos com os valores de refletancia em
diferentes comprimentos de onda: R, G e B da camera RGB e R, G e NIR da camera
NIR, além de uma imagem com valores de NDVI obtidos a partir da aritmética das
bandas Nir e Red (vermelho). A correcdo de georreferenciamento de cada
ortomosaico e a extragdo dos valores de refletancia foram feitas com auxilio do
sistema de informacdo geografica (SIG) Quantum GIS. A partir dos valores de
refletancia extraidos, foram criadas bases de dados em diferentes proporc¢ées (10%,
20%, 40%, 70% e 100%) para mineracdo de dados por meio do algoritmo SMOReg,
baseado em maquina de vetor de suporte (SVM) para regresséo (SVR). A correcao
de georreferenciamento utilizando 10 pontos de controle proporcionou ortomosaicos
com erro médio quadratico (RSME) de distancia de 0,35m, o qual ndo mostrou
diferenca significativa para a correcdo com 5 pontos de controle (RMSE = 0,38m).
Os valores de refletancia foram diferentes para cada area de estudo, tornando dificil
a indicacdo de melhores periodos para a estimativa de produtividade do trigo. Os
maiores indices de correlacdo da produtividade com os comprimentos de onda,
foram obtidos com os dados das imagens da camera RGB, seguido da camera NIR
e NDVI, com as correlacdes de 0,6168, 0,5423 e 0,5324, respectivamente. A
quantidade de informacéo extraida das imagens, refletida na propor¢do das bases
de dados, ndo se mostrou significativa nos modelos preditivos gerados, bem como
nos indices de correlagdo, os quais foram estatisticamente iguais. indices de
correlacdo melhores foram obtidos a partir dos dados extraidos das imagens com
resolucdo espacial de 20cm/px, 0 que sugere que imagens de alta resolucao
espacial podem néo ser adequadas para estimativa de produtividade do trigo.

Palavras-chave: Aeronave remotamente pilotada, drone, veiculo aéreo nao tripulado,
VANT, sensoriamento remoto, processamento digital de imagens, mineracdo de
dados.



ABSTRACT / KEYWORDS

Wheat cultivation plays an important role to Brazil and the world economic
development, as well as in the human diet. The wheat Brazilian production is
insufficient to meet the national demand, making research needed in order to
improve the yield of this cereal. The goal of this work was to estimate wheat yield,
searching for a predictive model through the data mining techniques, with data
obtained from high spatial resolution images collected by unmanned aerial vehicles
(UAV). The work was carried out in two experimental areas at Ponta Grossa city,
Parana state, where for each area eight images were taken, at different culture
development stages, with spatial resolution of 3.4cm/px and two images with
resolution 10cm/px and 20cm/px, using an eBee UAV with an RGB and a NIR
camera. The image processing was done with the Pix4D software, and resulted in an
orthomosaics with reflectance values at different wavelengths: Red, Green and Blue,
from the RGB camera and Red, Greed and NIR from the NIR camera, besides an
image with NDVI values obtained from the arithmetic of NIR and Red wavelengths.
The georeferencing correction of each orthomosaic and the extraction of the
reflectance values were done with Quantum GIS geographic information system
(GIS). From the extracted reflectance values, databases in different proportions
(10%, 20%, 40%, 70% and 100%) were created for data mining, using the SMOReg
algorithm, based on a support vector machine (SVM) for regression (SVR). The
georreferencing correction using 10 control points provided ortomosaics with mean
square error (RSME) of distance of 0.35m, which did not show significant difference
compared to the correction with 5 control points (RMSE = 0.38m). The reflectance
values were different for each study area, making it difficult to indicate better periods
for estimating wheat yield. The highest correlation were obtained with data from RGB
camera images, followed by the NIR and NDVI camera, with correlations of 0.6168,
0.5423 and 0.5324, respectively. The amount of information extracted from the
images, reflected in the proportion of the databases, was not significant to generated
predictive models, as well as in the correlation indexes, which were statistically the
same. Better correlation indices were obtained from the data extracted from the
images with spatial resolution of 20cm/px, which suggests that high spatial resolution
images may not be adequate for wheat yield estimation.

Keywords: Remotely piloted aircraft, drone, unmanned aerial vehicle, UAV, remote
sensing, digital image processing, data mining.



LISTA DE FIGURAS

Figura 1. Padrao de reflexdo de diferentes materiais no decorrer do espectro......... 20
Figura 2. Imagens resultantes a partir do célculo de indices de vegetacdo. (a)
Imagem original; (D) RVI @ (C) NDVI.....o et 23
Figura 3. Demonstragéo da separagéo dos dados que a SVM busca....................... 30

Figura 4. Possibilidades de separacdo dos dados. (a) margem pequena e (b)

[ a =T o 1T 0 10 = U [ [ PSSR 31
Figura 5. Fluxograma com etapas realizadas no decorrer do projeto .............c......... 33
Figura 6. Area experimental da Fazenda Santa Cruz ...........ccccovevveeeeeeeeeereeceeereannen, 34
Figura 7. Area experimental da Fazenda Escola UEPG ...........c.ccccoeviveeeieciecneanne, 35
Figura 8. Produtividade por parcelas da Fazenda Santa Cruz............cccceeeeeeeevvennnnnns 36
Figura 9. Produtividade por parcelas da Fazenda Escola............ccccoevvviiiiiiiiiiiinnnnnns 36

Figura 10. Produtividade das trés repeticoes de cada um dos 16 tratamentos da
FAzZENAA SANTA ClUZ ....vunii et e e e et s s e e e e e e e ee e st e e e eeeeeannnnes 37

Figura 11. Produtividade das quatro repeticbes de cada um dos 10 tratamentos da

FAZENAA ESCOIA. .. .cceeiiiiiiie ettt e e e e et e e e e e eaaanee 37
Figura 12. RPA eBee utilizada nas coletas de dados..........ccooovveeiiiiiiiiiiiiinneeeeeeeeeiins 38
Figura 13. (a) Camera RGB e (b) Camera NIR utilizadas pela RPA eBee............... 38
Figura 14. Comprimentos de onda filtrados pelas cameras RGB e NIR ................... 39
Figura 15. Tela do software Emotion 2 para controle da RPA eBee..............cccceeeee. 40
Figura 16. Interface do Software PiXAD ..........ouuiiiiiii i 42

Figura 17. Nuvem de pontos gerada pelo Pix4D para geracéo do ortomosaico ....... 43
Figura 18. Diferenca entre o ortomosaico (a) e o mapa de refletancia (b) ................ 44
Figura 19. Marcadores utilizados como GCPs para a corregcdao de
QEOITETEIENCIAMENTO ... e e et e e e e e e e aaen s 47
Figura 20. (a) GPS Trimble R4 e (b) a disposicdo dos GCPs na area experimental .47

Figura 21. Pontos brancos para demarcacdo da divisdo de parcelas da Fazenda

Santa Cruz (a) e da Fazenda ESCOIa (D) .....cooeeeeeiiiiieiiie e 49
Figura 22. Linhas de separacao de parcelas da Fazenda Santa Cruz...................... 49
Figura 23. Linhas de separacao de parcelas da Fazenda Escola.................cccceeees 50
Figura 24. Poligonos representando cada parcela da Fazenda Santa Cruz............. 50
Figura 25. Poligonos representando cada parcela da Fazenda Escola.................... 51

Figura 26. Visualizagdo dos pontos de uma parcela em uma imagem de 3,4cm/px.52



Figura 27. Visualizagao dos pontos de uma parcela em uma imagem de 10cm/px..53
Figura 28. Visualizagao dos pontos de uma parcela em uma imagem de 20cm/px..53
Figura 29. Demonstracéo do erro de georreferenciamento (tratamento Pix0) .......... 55
Figura 30. Comportamento dos valores de NDVI ao longo das coletas. (a) Fazenda
Santa Cruz e (b) Fazenda ESCOla ...........ouvuiiiiiiii e 58
Figura 31. Comportamento dos valores digitais de R, G e B ao longo das coletas,
obtidos com a camera RGB para Fazenda Santa Cruz ...........cccccceeeeeeeeeeevvveeiinnnnnnnn. 58
Figura 32. Comportamento dos valores digitais de R, G e B ao longo das coletas,
obtidos com a camera RGB para Fazenda Escola.............ccccooeeeiiiiiiiiciiiic e, 59
Figura 33. Comparativo de comportamento dos valores no canal R (Red) obtidos
com a camera (a) NIR e com a camera (b) RGB, para Fazenda Santa Cruz............ 59
Figura 34. Comparativo de comportamento dos valores no canal G (Green) obtidos
com a camera NIR (a) e com a camera RGB (b), para Fazenda Santa Cruz........... 60
Figura 35. Comparativo de comportamento dos valores no canal R (Red) obtidos
com a camera NIR (a) e com a camera RGB(b), para Fazenda Escola.................... 60
Figura 36. Comparativo de comportamento dos valores no canal G (Green) obtidos
com a camera NIR (a) e com a camera RGB (b), para Fazenda Escola................... 60
Figura 37. Comportamento dos valores de NIR ao longo das coletas. (a) Fazenda
Santa Cruz e (b) Fazenda ESCOla ...........ouuuiiiiiii e 61
Figura 38. indices de correlacdo obtidos com bases na propor¢do de 10% para
FAZENUA SANTA CIUZ ....eiiiiiieieiiiiieiie ettt ettt ettt e et e e e et e e e e e e e seeeeeeeseeees 65
Figura 39. Valores médios de refletancia para o canal RGB_R nos diferentes
periodos de coleta na Fazenda Santa Cruz, considerando as diferentes proporgdes
das bases de dadOsS ......coooeieei 68
Figura 40. Valores médios de refletancia para o canal RGB_R nos diferentes
periodos de coleta na Fazenda Escola, considerando as diferentes propor¢des das
DASES B UAUOS ...ttt e e e e e e e e e e a bbb e e e e e e e e eeannnens 68
Figura 41. Diferenca nas caracteristicas de uma imagem nas resolucbes de
3,4cm/px (a), 10cm/pXx (D) € 20CM/PX (C) .vrrrunieeeeeeeiieeiiiiiiae e e e e e e eeeeereina e e e e e e e eeeanrane s 72



LISTA DE TABELAS

Tabela 1. Classificacdo de categorias de RPAs a partir da massa, alcance, altitude e

o TU1 0] a7 ] 101 - 25
Tabela 2. Datas dos voos realizados e resolugdo das imagens...........cccceeeeeeeeennnnn. 41
Tabela 3. Altitude de voo utilizada por resolucdo para cada camera..........ccccceennn... 42

Tabela 4. Numero de pontos de acordo com a taxa de cobertura de cada parcela de
acordo com a resOlUCAO0 da IMAJEIM .......uuuuiiie e e e e e e e e e e e e s 52
Tabela 5. Numero total de pontos de acordo com a taxa de cobertura por area
experimental com base na resolucao das IMAagENS. ........ccooeeeeiieieiiiiiieee 52
Tabela 6. Exemplo de valores extraidos a partir do Point Sampling Tool ................. 54
Tabela 7. Distancias em metros entre GCPs e a coordenada exata em solo e RMSE
[oF=T = Wor=To b= W0 0T 1T (o o T UOPPPPUPTTR 56
Tabela 8. Resultados do teste de Tukey na verificacdo da diferenca entre as
diStAncias dos tratamentos’ ............c.oviiiriececeeee e, 57
Tabela 9. Representacdo de parte da base de dados utilizada para MD com a
camera RGB para estimativa de produtividade do trigo na Fazenda Escola no
PEFOTO 0B BADAS ... . e i 62
Tabela 10. Representacdo de parte da base de dados utilizada para MD com a
camera NIR para estimativa de produtividade do trigo na Fazenda Escola no periodo
A BADAS ...t e e e e e e b rrr et e e e e e e e e annrraraaaaans 63
Tabela 11. Representacdo de parte da base de dados utilizada para MD com os
valores de NDVI para estimativa de produtividade do trigo na Fazenda Escola no
PEITOAO B BADAS ......cei ittt e e e e e e e e et a e e e e e et e e et aaeaaaaananan 63
Tabela 12. Correlacdes de produtividade com cada tipo diferente de dados (Camera

RGB, NIR e o NDVI) com a proporcado de 10% para as bases da Fazenda Santa

Tabela 13. Correlacdes de produtividade com cada tipo diferente de dados (Camera
RGB, NIR e o NDVI) com a propor¢cao de 10% para as bases da Fazenda Escola..64
Tabela 14. Tempo médio para geracdo do modelo preditivo de acordo com a
o] o] oJo] or=To I e F- Tl o 1= K< = USPPPPRPTTR 65
Tabela 15. Bases de dados executadas no algoritmo de MD para Fazenda Santa
Cruz, onde o X representa as bases executadas, e — (traco) as bases néo

B X CUT A AS ... en et 66



Tabela 16. Bases de dados executadas no algoritmo de MD para Fazenda Escola,
onde o X representa as bases executadas, e — (trago) as bases ndo executadas ...66
Tabela 17. Correlacdo em diferentes proporc¢des para Fazenda Santa Cruz ........... 66
Tabela 18. Correlacdo em diferentes proporc¢des para Fazenda Escola................... 67
Tabela 19. Valores de RGB_R nos diferentes periodos de coleta da Fazenda Santa
Cruz em diferentes ProPOrGOES............coviveieeeeeee ettt ee e 69
Tabela 20. Valores de RGB_R nos diferentes periodos de coleta da Fazenda Escola
emM dIfereNtES PrOPOTCEEST ... .ottt ettt et ee e n e 70
Tabela 21. Modelos de estimativa de produtividade do trigo gerados em diferentes
propor¢cdes para a Fazenda Santa CIUZ et 70
Tabela 22. Modelos de estimativa de produtividade do trigo gerados em diferentes
proporcdes para a Fazenda ESCOIAY ........c.ooov oo, 71

Tabela 23. Coeficientes de correlagdao em diferentes resolugbes. Fazenda Escola a

B DA ..o e 72
Tabela 24. Coeficientes de correlacdo em diferentes resolu¢cdes. Fazenda Escola a
1S DN SRR 72



AAT

AP
BBA
CONAB
DAS
DECEA
DSM
GCP
GNSS
GPS
NDVI
MD

ICA

PDI
RMSE
RPA
RPAS
RVI
SAVI
SIG
SR
SVM
SVR
VANT

LISTA DE SIGLAS

Automatic Aerial Triangulation
Agricultura de Precisao

Bundle Block Adjustment

Companhia Nacional do Abastecimento
Dias Ap0s Semeadura

Departamento de Controle do Espaco Aéreo
Digital Surface Model

Ground Control Point

Global Navigation Sattelite System
Global Positioning System

Normalized Difference Vegetation Index
Mineragéo de Dados

Instrucdo do Comando da Aeronautica
indice de Vegetacédo

Processamento Digital de Imagens
Root Mean Square Error

Remotely Piloted Aircraft

Remotely Piloted Aircraft System
Ration Vegetation Index

Soil-Adjusted Vegetation Index
Sistema de Informacdo Geogréafica
Sensoriamento Remoto

Support Vector Machine

Support Vector Regression

Veiculo Aéreo Nao Tripulado



SUMARIO

1 INTRODUGAO. .....coiiieieeece ettt ettt te et eae ettt e st e saeareeteste e e areaens 13
2 OBUIETIVOS ...ttt ettt et et teste et ae st ea e st naneaeeenens 16
2.1 OBJETIVO GERAL ..ottt ettt ettt n et anans 16
2.2 OBJETIVOS ESPECIFICOS......ooiiiice ettt 16
3  REVISAO DA LITERATURA . .....ceiiieeetceeeteeies ceeeeeeeteetessteeeessteeses s eaaresaenanes 17
3.1 TRIGO E A AGRICULTURA DE PRECISAO.......cccocoieeeeeeeeeeeeeeeeeeee s 17
3.2 SENSORIAMENTO REMOTO......ccoiiiiiiiiecieeeeceeeete et n e n e eeete s 19
3.3 AERONAVES REMOTAMENTE PILOTADAS .......oooviitieeieeeeeeseeees e 24
3.4 PROCESSAMENTO DIGITAL DE IMAGENS DE SENSORIAMENTO REMOTO26
3.5 MINERAGCAQO DE DADOS .......ooviteiieeeteeeee e eteee e eee et etees e eaenesteeaassstessanesaenans 29
4 MATERIAL E METODOS ......oviiitieet ettt ettt ettt n e 33
4.1 AREAS DE ESTUDO .. ..ccoiiiiieeie e ettt e e ate e eve st nae e 34
4.2 EQUIPAMENTOS UTILIZADOS ......oovieiteeeeeeteceeee et 37
4.3 COLETAS DE DADOS ......ooovitieeeeteeeee et ettt a e eanne e 40
4.4 PROCESSAMENTO DAS IMAGENS.......coiiiiiitiieeceee et 42
4.5 CORRECAO RADIOMETRICA DAS IMAGENS ......coiviiieieeiee e 45
4.6 GEORREFERENCIAMENTO DOS MOSAICOS......cooiiiiieieeeeeeee e 46
4.7 EXTRACAO DE DADOS DAS IMAGENS ......ooviiieieeeieeeee e 48
4.8 MINERACAO DOS DADOS ......ooveeeieeeeeeeteceeee e eeee et a et 54
5 RESULTADOS E DISCUSSAO.......ccoioiitiieeeiteeies ceeeetseieeseeees st eess e eeaneseeenans 55
5.1 MOSAICOS GERADOS PARA EXTRACAO DOS DADOS ......cccoveveeereeenrne, 55
5.2 COMPORTAMENTO DAS BASES DE DADOS.......c.ceeveeeieeieeeeeeeeeeeeee e 57
5.3 RESULTADOS DA REGRESSAO E MODELOS PREDITIVOS..........ccccooveueeee. 62
6 CONCLUSAO E TRABALHOS FUTUROS.......c.coviieiees cteeeeeteeeee e, 75

REFERENCIAS ... .o ettt ettt 77



13

1 INTRODUCAO

Os cereais desempenham um papel importante no desenvolvimento
econdbmico de varias regides, bem como na dieta humana. O trigo é o segundo
cereal mais produzido no mundo, com grande peso na economia global. Com
praticamente 55% de toda area de trigo plantada no Brasil, o Parana é o principal
estado produtor do pais (CONAB, 2017; MAPA, 2013).

Devido as condic¢des climaticas desfavoraveis a cultura em varios estados do
pais, o Brasil s6 consegue atender cerca de 60% da demanda nacional do trigo, o
que implica em sua importacao, afetando a cadeia produtiva brasileira com reflexos
nos supermercados e industrias de massas, biscoitos e paes.

A estimativa de produtividade, bem como a deteccao do estado nutricional da
cultura em seus diferentes estadios de desenvolvimento, preferencialmente nos
estadios mais iniciais podem contribuir para a aplicagdo em tempo habil de insumos
que resultam no melhor desenvolvimento da planta e, consequentemente, em maior
produtividade do trigo. Este € um dos objetivos da agricultura de precisédo (AP), cujas
praticas de culturas sdo adaptadas de acordo com seu estado atual, o que requer
uma analise aprofundada da saude das plantas e a variabilidade no campo durante
o ciclo de crescimento da cultura (VERGER et al., 2014).

Existem algumas formas de se estimar a produtividade de uma cultura.
Segundo Dalposso et al. (2013), uma delas é por meio do Sensoriamento Remoto
(SR), o qual permite que dados sejam coletados sem que haja contato entre o
sensor e 0 objeto ou area de interesse.

Torres-Sanchez et al. (2014) afirmam que uma das questdes mais
importantes do SR é quantificar os indices de vegetacao (V) de uma cultura, sendo
um primeiro passo crucial na definicdo de objetivos futuros. Além disso, monitorar a
variabilidade temporal e espacial dos indices de vegetacdo de uma cultura em uma
area especifica tem muitas aplicacbes para agricultura de precisdo, como por
exemplo, a identificacdo de degradacao e desertificacdo da terra (XIAO et al., 2005),
a estimativa dos estados fisicos e fenoldgicos da cultura (YU et al., 2013), assim
como na estimativa de produtividade (BRAGAGNOLDO et al., 2013).

Métodos baseados em sensoriamento remoto Sao Uteis para monitorar
grandes areas com um baixo custo. Verger et al. (2014) e Torres-Sanchez et al.

(2014) afirmam que estes métodos eram tradicionalmente realizados por meio de
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avides tripulados, satélites ou equipamentos acoplados a tratores, porém, o0s
recentes avangos tecnoldgicos e a miniaturizacdo de sensores permitiram a criacao
das Aeronaves Remotamente Pilotadas (RPAs — do inglés Remotely Piloted Aircraft).

As RPAs, também conhecidas como drone (do inglés zangéo), VANT (Veiculo
Aéreo Nao Tripulado), UAV (do inglés Unmanned Aerial Vehicle), superam as
limitagGes tradicionalmente associadas a essas plataformas comuns, pois tém a
capacidade de voar em baixa altitude, possibilitando o imageamento de alta
resolucdo. Além disso, as RPAs podem ser utilizadas mesmo em dias nublados e
possuem alta flexibilidade no agendamento do sensoriamento (VERGER et al.,
2014; TORRES-SANCHEZ et al, 2014). A denominagcdo RPA para esses
equipamentos foi adotada a partir de novembro de 2015, de acordo com a nova
regulamentacdo do Departamento de Controle do Espaco Aéreo (DECEA), a
Instru¢cdo do Comando da Aeronautica (ICA) 100-40 (DECEA, 2015).

O sensoriamento remoto proporciona uma grande quantidade de dados, os
quais precisam ser analisados e processados. A Mineracdo de Dados (MD) constitui
um conjunto de técnicas e ferramentas para o tratamento e analise de grandes
volumes de dados, possibilitando extrair informacdes Uteis para o planejamento do
controle e manejo em campo.

A utilizacdo de RPAs na agricultura ainda é recente, sendo assim, pesquisas
utilizando tais equipamentos sdo necessarias, para auxiliar produtores no processo
de controle e manejo de culturas, visando melhorias no apoio a tomada de deciséo
e, consequentemente a melhoria na capacidade produtiva com redugao de impactos
ao meio ambiente.

Existem varias questdes relevantes ainda em aberto sobre o uso de RPA na
agricultura, como a resolucdo de imagem mais adequada para propositos
especificos. Ao mesmo tempo em que as RPAs permitem altas resolugdes, de 3,4
cm/px por exemplo, contribuindo para a obtengcdo de maiores detalhes das areas
imageadas, essa maior resolucdo impacta em bases de dados maiores e,
consequentemente, maior tempo de processamento. Torna-se importante, entao,
avaliar se a imagem de alta resolucao, até entdo ndo obtidas com o uso de satélites
e avides tripulados, é viavel para determinada aplicacdo agricola, como a estimativa
de produtividade.

Outra questéo a ser estudada é a melhor forma de gerar os ortomosaicos a

partir das imagens coletadas durante o voo. O ortomosaico corresponde a uma
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Unica imagem da area de interesse, obtido a partir da combinagdo das varias
imagens tomadas ao longo do voo. A quantidade de imagens coletadas depende da
resolucao utilizada, e uma vez que é a partir do ortomosaico que sao extraidos 0s
dados para andlise da area de estudo, sua precisao pode interferir na qualidade das
andlises. Existem diferentes ferramentas e métodos para a geracdo do ortomosaico,
ndao havendo ainda uma forma padrdo que ja tenha sido definida como a mais

adequada a ser adotada para propdsitos agricolas.
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2 OBJETIVOS

2.1 OBJETIVO GERAL

O objetivo principal desse trabalho € a criagdo de um modelo preditivo que
utilize valores de refletancia espectral em diferentes comprimentos de onda na
estimativa de produtividade do trigo, por meio da mineracdo de dados obtidos em
imagens em diferentes resolucdes espaciais, coletadas por aeronave remotamente

pilotada.

2.2 OBJETIVOS ESPECIFICOS

» Verificar a precisdo de georreferenciamento nos mosaicos gerados a partir de
imagens coletadas com RPA.

» Verificar a relagdo da resolucdo das imagens com a estimativa de
produtividade do trigo.

» Verificar a influéncia da proporcdo do numero de pontos, utilizados para
extracdo das informagdes das imagens, na estimativa da produtividade do
trigo.

» Avaliar o uso dos canais RGB e NIR e do indice de vegetacdo NDVI na
estimativa de produtividade do trigo.
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3 REVISAO DA LITERATURA

3.1 TRIGO E A AGRICULTURA DE PRECISAO

O trigo é uma graminea com ciclo anual, geralmente cultivada durante o
outono/inverno, cuja principal forma de consumo € através da farinha, na fabricacao
de paes, bolos e biscoitos, ou na aplicacdo em racdo animal. No Brasil, cerca de
90% da producéao total desse cereal ainda esta concentrada na regiao sul (RS, SC e
PR), porém o trigo comeca a avancgar para regido central do pais. (CONAB, 2017;
BOREM e SHEEREN, 2015).

A producdo do trigo no Brasil geralmente oscila proxima a 6 milhdes de
toneladas. Em 2016, alcancou o recorde nacional de 6,7 milhdes de toneladas
(21,5% acima da producdo na safra anterior) segundo dados da Companhia
Nacional do Abastecimento — CONAB. Mesmo com a alta na producao, ainda néo é
possivel atender a toda a demanda nacional, que se mantém proxima a 11 milhdes
de toneladas. Devido a isso, entre agosto de 2015 e julho de 2016, o pais importou
cerca de 5,5 milhGes de toneladas de trigo a um custo aproximado de 1,1 bilhdo de
dolares (MAPA, 2013; CONAB, 2017; CAMPONOGARA et al., 2015; BOREM e
SCHEEREN, 2015).

As importacdes do trigo entre o ano 2000 e 2015 implicaram em um
gasto de cerca de 67,7 bilhdes de reais (RABELO, 2016). Nesse sentido, pode-se
perceber que caso a quantidade de trigo importado seja menor, valores que seriam
destinados para economia internacional permaneceriam no Brasil, aquecendo a
economia interna. Com uma previsdo de aumento anual de consumo de 1,3%, torna-
se essencial a aplicacdo de técnicas com o objetivo de aumentar a producéo,
minimizando a utilizagdo de recursos nao renovaveis (CONAB, 2017;
CAMPONOGARA et al., 2015; BOREM e SCHEEREN, 2015).

O trigo é considerado uma cultura de alto risco, pois demanda um grande
investimento desde a preparacdo do solo até a colheita, apresentando baixo retorno
aos produtores. Nesse sentido, a agricultura de precisdao (AP) pode ajudar na
otimizacdo dos recursos utilizados no cultivo da cultura do trigo. A AP pode ser
definida como “um conjunto de ferramentas e tecnologias aplicadas para permitir um

sistema de gerenciamento agricola baseado na variabilidade espacial e temporal da
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unidade produtiva, visando o aumento de retorno econdmico e a reducéo de impacto
ao meio ambiente” (MAPA, 2013).

Os primeiros relatos do trabalho com AP surgiram no comeco do século XX,
sendo que indicios de sua pratica sdo encontrados na Europa e Estados Unidos da
América (EUA) desde 1980. Na Europa, com a criacdo do primeiro mapa de
produtividade, e nos EUA, relatos mostram a primeira aplicacdo de doses variadas
de adubo (MAPA, 2013).

Segundo Bernardi et al. (2014) e MAPA (2013), foi com o surgimento do GPS
em 1978 (Global Positioning System — Sistema de Posicionamento Global), através
de uma cadeia de satélites que se tornou operacional em 1995, que possibilitou o
passo determinante em direcdo a implementacdo da AP, onde foi possivel a
instalacdo de receptores GPS em colhedoras, 0s quais permitiram a coleta de dados
georreferenciados de producgéo de forma instantanea.

Bernardi et al. (2014) considera a AP como um ciclo de trés etapas: (i) Leitura,
qgue consiste no levantamento e coleta de dados; (ii) Interpretacdo dos dados, com
foco na andlise dos dados para o planejamento das opera¢cdes em campo e (iii)
atuacao, que é execucdo do planejamento obtido através da segunda etapa.

Tais etapas tém sido muito aplicadas a cultura do trigo, mostrando retorno
econdmico aos produtores, como mostrado no trabalho de Shadeck e Cardoso
(2016), em que através da AP, obteve-se uma reducao de 43% no uso de calcério
durante todo o ciclo da cultura, com um aumento de 28% na produtividade. Ainda,
estudos tém sido feitos com intuito de analisar como atributos quimicos do solo
podem afetar a produtividade do trigo, conforme mostrado por Kramer et al. (2014),
mostrando que a produtividade do trigo € positivamente associada a teores de
carbono organico, PH do solo, Calcio, Magnésio e Potassio, e negativamente com
teores de Aluminio.

Além disso, estudos buscando encontrar formas de auxilio na identificacdo de
pragas, plantas daninhas e doencas do trigo tém sido desenvolvidos baseados em
técnicas de AP, com objetivo de controlar a aplicacdo de pesticidas e fertilizantes
para evitar danos ao meio ambiente. Nesse sentido, Tartachnyk et al. (2006)
mostraram que € possivel identificar a fungos e deficiéncia de nitrogénio em plantas
de trigo com base em fluorescéncia induzida por laser.

As etapas do ciclo da AP tém avancado constantemente, em grande parte

devido ao apoio de técnicas e tecnologias que fornecem suporte a sua execucao,
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como a utilizacdo de sensoriamento remoto na etapa de leitura. Na etapa de
interpretacdo, o auxilio vem por parte dos sistemas de informacao geogréafica (SIG),
geoestatistica e técnicas de mineracdo de dados. Para atuacdo em campo, O
maquinario agricola, que conta hoje com tecnologias altamente sofisticadas, as

quais permitem a real atuacéo da AP no campo (BERNARDI et. al., 2014).

3.2 SENSORIAMENTO REMOTO

O termo Sensoriamento Remoto (SR) foi criado por volta do ano de 1960 por
Evelyn L. Pruit e sua equipe e é uma das tecnologias mais bem sucedidas para a
coleta automatica de dados para levantamento e monitoramento de recursos
terrestres. SR pode ser definido como um conjunto de técnicas e ferramentas para
obtencdo de informagfes de objetos que compdem a superficie terrestre, sem que
haja contato fisico entre o sensor e o0 objeto (MENESES e ALMEIDA, 2012;
FIGUEIREDO, 2007).

Segundo Figueiredo (2007) o SR teve inicio com a invencdo da camera
fotogréfica, que foi o primeiro instrumento usado para o sensoriamento e é utilizada
até hoje. Existem dezenas de satélites em Orbita pela terra, sensoriando todas as
faixas espectrais possiveis, alguns com sensores hiperespectrais com centenas de
bandas e outros com sensores de alta resolucdo espacial capazes de identificar
objetos na superficie com menos de 50 centimetros (MENESES e ALMEIDA, 2012).

Alguns dos principais satélites utilizados para sensoriamento remoto sao 0s
do projeto Landsat, que se encontra atualmente na versdo oito, e conta com um
sensor multiespectral (com resolucéo de 30 metros), um pancromatico (resolucao de
15 metros) e um sensor infravermelho térmico (com resolucédo de 30 metros). Além
dos satélites Landsat, existem outros como o IKONOS e o QuickBird, que possuem
um sensor multiespectral com a resolucdo espacial de 4m e 2.4m, respectivamente
(USGS, 2016).

Outros dois satélites em Orbita que capturam imagens em resolu¢cdo maior
sdo o GeoEye-1 e o WorldView 2, com resolucbes de 1.65m e 1,8m,
respectivamente (YANG, 2012). Em satélites atuais, a resolucdo espacial alcancada
€ ainda menor, como no caso do WorldView 4, lancado em 2016, com capacidade
de conseguir imagens pancromaticas e no espectro do visivel em resolucdes de até
31cm, e multiespectrais de até 1,24m (SIC, 2016).
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Além de satélites, os dados de sensoriamento remoto podem ser obtidos a
partir de outras plataformas, como avifes, sensores acoplados em maquinas
agricolas, sensores de méo e RPAs (BERNARDI et al., 2014). Todos os sensores,
independente da plataforma de obtencdo dos dados, trabalham com o conceito de
refletdncia que segundo Meneses e Almeida (2012) pode ser entendido como a
razdo entre a quantidade de energia refletida por uma unidade do terreno/objeto
(Radiancia) pela quantidade de energia incidente na mesma unidade (Irradiancia),
no mesmo instante de tempo.

Como a irradiancia e a radiancia sao densidades de fluxo, o valor da razéo
(refletancia) torna-se adimensional, sendo expresso em porcentagem. A partir disso,
cada alvo no terreno podera refletir de 0 a 100% da radiacéo incidente, ou seja, cada
material ira refletir e absorver a energia incidente de forma diferente, em
comprimentos de onda diferentes. Muitos desses materiais possuem padrdes de
reflexdo e absorcgéo diferentes no decorrer do espectro (Figura 1).

O percentual de refletancia de alguns materiais é expresso no eixo Y,
considerando cada banda no espectro no eixo X. Como pode ser observado, cada
um dos materiais possui uma assinatura de refletancia diferente comparado uns aos
outros, e segundo Meneses e Almeida (2012) isso é essencial para que haja a

identificacéo e distingdo de objetos alvo em uma imagem de sensoriamento remoto.

Reflectancia (%)

VEGETACAO
ROCHA CARBONATICA

XISTO
SOLO ORGANICO

Figura 1. Padrao de reflexdo de diferentes materiais no decorrer do espectro
Fonte: MENESES e ALMEIDA (2012).

A combinagdo de dados/imagens de diferentes bandas do espectro, obtida

através de modelos matematicos, pode fornecer uma melhor avaliacdo das
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propriedades de refletancia. Em geral, essas combinac¢fes utilizam as faixas do
visivel (RGB — Red, Green e Blue) e infravermelho préximo (NIR — Near Infrared), e
s&o denominadas de indices de Vegetacéo (IV) (BERNARDI et al., 2014).

3.2.1 indices de Vegetacdo

De acordo com Santos (2005), foi a partir do momento em que se descobriu
gue os vegetais absorvem parte da radiacdo eletromagnética do sol para viver, que
a relacdo entre vegetacéao e radiagcdo comecou a ser estudada mais a fundo. Sendo
uma técnica do sensoriamento remoto, os indices de vegetacdo sdo combinacgdes
lineares de dados espectrais, que realcam a vegetacdo em imagens, o que facilita e
permite 0 monitoramento sazonal, interanual e variacdes de longo prazo dos
parametros estruturais, fenoldgicos e biofisicos da vegetacdo. Essa tarefa assume
um papel importante no monitoramento e estimativa de diversos fenbémenos
meteoroldgicos e ambientais.

Conforme afirmado por Bernardi et al. (2014), na regido espectral do
infravermelho, que se divide em infravermelho préximo, infravermelho médio e
infravermelho distante, € onde a reflexdo na estrutura interna das folhas é muito
forte. Sendo assim, grande parte dos trabalhos envolvendo indices de vegetagéo
trabalha com imagens dentro dessas bandas.

Existem alguns sensores remotos que calculam esses indices
automaticamente, um deles é o Greenseeker, que segundo Grohs et al. (2009), foi
desenvolvido pela Universidade de Oklahoma na década de 1990, e utiliza diodos
emissores de radiacdo e um microprocessador para analisar a radiacdo refletida.
Porém, esse aparelho possui algumas limitacfes, e as trés principais delas sdo: (i)
precisa estar a uma pequena distancia do solo, e por isso é geralmente acoplado a
tratores ou maquinas agricolas, (i) a area de cobertura pode ser pequena e (iii)
possui custo alto. Outro sensor utilizado nos calculos de indice de vegetacédo € o
Crop Circle e o N-Sensor, que também séo sensores de solo, sendo muito utilizados
por produtores e pesquisadores. Porém, possuem as mesmas limitacdes que o
Greenseeker, em relacao a altitude, cobertura do terreno e custo.

Outra forma de obtencdo dos indices de vegetacdo € através do
processamento digital de imagens (PDI), considerando diferentes bandas no

espectro. Segundo Santos (2005), existem diversos tipos de indices de vegetacao
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que podem ser extraidos através do PDI, e Bernardi et al. (2014) afirma que ja foram
criados inimeros Vs para diferentes finalidades.

O indice mais conhecido universalmente € o RVI (Ratio Vegetation Index),
gerado através da razdo entre a banda situada na regido do infravermelho (NIR) e a
banda do vermelho (RED), conforme apresentado na Equacg&o 1. No infravermelho,
as plantas mostram alta refletancia, e na banda do vermelho, € onde as plantas
apresentam maior absorcdo da radiacdo, devido a clorofila presente em sua
constituicdo (MENESES e ALMEIDA, 2012).

NIR
RVI = X
RED @

A partir de uma imagem original (Figura 2a), o resultado da divisdo da banda
de maior refletancia pela banda de menor refletancia € uma imagem monocromatica
(Figura 2b), em escala de cinza, onde tons de cinza mais claro indicam uma alta
concentracéo de vegetacao, e tons escuros mostram a auséncia de vegetacao.

Outro indice similar € o NDVI (Normalize Difference Vegetation Index), que &
calculado através da razdo entre a diferenca e a soma das bandas do infravermelho
e vermelho. Segundo Meneses e Almeida (2012), esse indice € mais vantajoso por
ser mais proporcional a biomassa das plantas e mais indicado quando pretende-se
fazer comparagfes ao longo do tempo em uma mesma area de estudo. O calculo do

NDVI é apresentado na Equacéo 2.

_ NIR-RED

NDVI =—— ——
NIR + RED (2)

O resultado dessa razdo também € uma imagem monocromatica em escala
de cinza, com valores variando ente 1 e -1 (Figura 2c). Quanto mais proximo de 1,
indica a presenca de alta concentragdo de biomassa, quanto mais proximo de -1
mostra a auséncia de biomassa (MENESES e ALMEIDA, 2012).

Existem outros indices, cada um com sua particularidade, fornecendo

aspectos diferentes para os mais diversos tipos de aplicacdo. Porém, segundo
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Meneses e Almeida (2012) e Bendig et al. (2015), o indice mais relevante para
guantificacdo de biomassa, e o mais utilizado pela comunidade cientifica € o NDVI,
considerado essencial para auxilio na estimativa de produtividade de culturas.

Imagem Original RVI NDVI

Figura 2. Imagens resultantes a partir do célculo de indices de vegetacao. (a) Imagem original; (b)
RVI e (c) NDVI

Os Unicos casos em que o NDVI n&o é indicado, como mostrado por Huete
(1988), sdo em regides aridas e semi-aridas, uma vez que a vegetagcado presente €
pobre. Dessa maneira foi proposto o SAVI (Soil-Ajusted Vegetation Index),
apresentado na Equacédo 3, um indice que é melhor para areas com baixa cobertura

vegetal.

NIR+ RED (3)

SAVI = (—N'R_ REDj(1+ L)

Nesse caso, a constante L é utilizada para minimizar a sensitividade do indice
com a refletancia do solo, podendo variar de -1 a 1, de acordo com o0 nivel de
cobertura do solo (MENESES e ALMEIDA, 2012).

Com o advento da agricultura de precisédo, juntamente com o0 sensoriamento
remoto, tornou-se possivel a analise de vigor da cultura e sua relacdo com a
produtividade. Araujo et al. (2005) utilizaram imagens multiespectrais obtidas através
de videografia aérea na andlise e estimativa de produtividade do trigo. Nesse
trabalho, através de regressao linear simples, os autores mostraram que o indice de
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vegetacao por diferenca normalizada (NDVI) tem a tendéncia de ser mais eficiente
na estimativa de produtividade do trigo, com uma correlacao de 0,819.

Através de indices de vegetacdo derivados de imagens do satélite Landsat
TM/ETM, Satir e Berberoglu (2016) utilizaram regresséo linear e multilinear para
estimar a produtividade do trigo, milho e algoddo. Os autores concluiram que os
periodos em que o NDVI é mais alto sdo mais sensitivos para a estimativa de
rendimento do trigo, obtendo uma correlacdo de 0,67. Da mesma maneira Wang et
al. (2014), utilizando regresséo linear com dados de imagens dos satélite SPOT-5 e
HJ-CCD obtiveram os maiores indices de correlagéo de 0,886 e 0,871 para o NDVI,
na estimativa de produtividade do trigo em duas areas de cultivo, respectivamente.

3.3 AERONAVES REMOTAMENTE PILOTADAS

Segundo Bernardi et al. (2014) as aeronaves remotamente pilotadas surgiram
como uma importante opcdo na agricultura de precisdo, pois sua aplicacdo €
favorecida pelo crescente avanco e desenvolvimento tecnoldgico, principalmente
pela reducao de custos e tamanho dos equipamentos.

A definicdo de RPA, segundo o DECEA (2015) consiste em uma aeronave
nao tripulada pilotada a partir de uma estacdo de pilotagem remota. Associado a
RPA estd o Sistema de Aeronave Remotamente Pilotada (RPAS — do inglés
Remotely Piloted Aircraft System) que consiste da RPA, sua(s) estacao(des) de
pilotagem remota, o enlace de pilotagem e qualquer outro componente, como
especificado no projeto da aeronave.

Existe uma variedade de RPAs, porém trés componentes Sd0 comumente
identificados: (i) A RPA, (i) a estacdo de controle em terra e (iii) o canal de
comunicacéo para troca de dados (COLOMINA, 2014).

Eisenbeiss (2009) afirma que a principal vantagem das RPAs comparadas
com as aeronaves tripuladas € que a RPA pode ser utilizada em situacdes de alto
risco, com necessidade de sobrevoar em baixa altitude, onde as aeronaves comuns
nao poderiam ser utilizadas, pois colocariam a vida de pessoas em perigo. Outras
vantagens sdo citadas, como a capacidade de coleta rapida de dados mesmo com

clima desfavoravel e o baixo custo de operacéo.
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Devido a grande quantidade de equipamentos e funcdes, ndo existe ainda
uma classificagdo oficial para as RPAs, porém autores tém classificado esses
sistemas com base em peso, alcance, altura de voo e autonomia, conforme mostra a
Tabela 1.

Tabela 1. Classificacédo de categorias de RPAs a partir da massa, alcance, altitude e autonomia

Categoria Massa (kg) Alcance (km) Altitude (m) Autonomia (h)
Micro Menos de 5 Menor que 10 250 1
o Entre 150 e i
Mini Entre 25 e 150 Menor que 10 Até 2
300
Curto Alcance  Entre 25e 100 Entre 10 e 30 3000 De2a4
Médio Alcance Entre 50 e 250 Entre 30 e 70 3000 De3a6
_ _ Maior que _
HALE Mais de 250 Maior que 70 2000 Maior que 6

Adaptado de Eisenbeiss (2009) e Bernardi et al. (2014).

Na agricultura de precisdo, o controle de vegetacdo e biodiversidade é
tradicionalmente realizado com avifes tripulados e/ou satélites imageadores, o0 que
implica em altos custos operacionais, principalmente quando a alta resolugéo de
imagens € necessaria. Ja as RPAs tém sido utilizadas com foco nhos mesmos tipos
de sensores (baseados na refletancia), pois introduzem uma plataforma pequena e
com baixo custo de operacdo (BERNARDI et al., 2014; COLOMINA et al., 2014).

Para utilizacdo de RPAs em agricultura de precisdo é necessario que algumas
etapas sejam seguidas, resumindo-se basicamente em: (i) planejamento de voo, (ii)
VOO com sobreposicéo (coleta de mais de uma imagem de uma mesma parcela da
area de interesse), (iii) obtencdo de imagens georreferenciadas, (vi) processamento
das imagens, (v) geracao de ortomosaico (criagdo de uma Unica imagem da area de
interesse), (vi) andlise em uma ferramenta de informacéo geogréfica, e (vii) geragédo
de relatérios (BERNARDI et al., 2014).

As pesquisas utilizando RPAs na agricultura ainda sao recentes, porém nos
altimos anos, trabalhos vém sendo publicados mostrando a aplicabilidade desses
equipamentos na agricultura, como por exemplo no trabalho de Silva et al. (2016),
em cujo trabalho os autores utilizaram imagens obtidas por uma RPA na

classificagdo do uso de cobertura de solo no ambiente de cerrado. Por meio de
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fotograficas com resolucdo espacial de aproximadamente 10cm/px, foram utilizadas
técnicas de classificacdo (agrupamento) supervisionada e ndo supervisionada que
alcancaram correlacdes de 94%.

No trabalho de Lépez-Granados et al. (2015), foi utilizado um microdrone
operado através de controle remoto equipado com uma camera RGB e outra
multiespectral, para geracdo de um mosaico na plantagcdo de oliveiras com objetivo
de estimar a area, volume e a altura das arvores, parametros essenciais na
verificacdo da saude e producéo da cultura. Tal metodologia apresentou resultados
com 97% de precisédo. Bendig et al. (2015) confirmaram a possibilidade de se extrair
indices de vegetacdo a partir de imagens coletadas com uma RPA, utilizando uma
camera RGB, mostrando que esses indices tém grande potencial na estimativa de
biomassa, na cultura da cevada.

Tattaris et al. (2016) utilizaram um veiculo aéreo néo tripulado na obtencéo de
imagens para estimativa de produtividade do trigo. Esse estudo foi conduzido no
centro internacional e melhoramento do trigo e milho, no estado do Novo México nos
Estados Unidos da América, onde os autores alcancaram um indice de correlacéao
de 0,75 para o NDVI. Tais resultados foram melhores que a estimativa feita com
base em imagens de satélite, que alcancou um indice de correlagao de 0,53.

3.4 PROCESSAMENTO DIGITAL DE IMAGENS DE SENSORIAMENTO REMOTO

Segundo Gonzalez e Woods (2008) o campo do processamento digital de
imagens se refere ao processamento de imagens digitais por meio de um
computador digital, ou seja, PDI pode ser entendido como processos que extraem
atributos atraves de técnicas computacionais, onde a entrada e saida séo imagens.

O PDI é composto por varias etapas, onde as principais sao
(GONZALEZ e WOODS, 2008):

» Agquisicdo da imagem: processo de obtengdo da imagem através de um
sensor de imageamento;

* Realce da imagem: é o processo de manipulacdo de uma imagem de
forma que o resultado é mais adequado do que o original para uma
aplicacéo especifica;

* Restauracdo de imagem: é o0 processo de aperfeicoamento da

qualidade de uma imagem;
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* Wavelets: permite a representacdo de imagens em Varios graus de
resolucao;

» Compressao: visa reduzir a quantidade de espago necessdria para
armazenamento de uma imagem;

» Segmentacgdo: consiste em separar uma imagem de entrada em varias
partes;

» Descricdo: também conhecida como selecdo de caracteristicas, onde
caracteristicas basicas sdo extraidas para diferenciacdo de classes de
objetos;

» Reconhecimento/Classificacdo: € o processo de atribuir um rotulo a um
objeto da imagem de acordo com as informacgdes de descri¢ao;

O PDI pode ser aplicado em diversas areas, sendo que na agricultura &
especificamente utilizado para imagens de sensoriamento remoto. O PDI de SR é
orientado a cada tipo de problema e configurado por algoritmos especializados,
disponibilizando para os usuérios varias técnicas de processamento (MENESES e
ALMEIDA, 2012).

Os softwares especializados em PDI de SR executam tarefas que podem ser
dividas basicamente em duas etapas: realce e classifica¢édo, cujo objetivo principal &
corrigir os erros que as imagens de entrada possam ter. Meneses e Almeida (2012)
afirmam que os problemas identificados em fotografias de sensoriamento remoto
sao originados em sua grande maioria devido a defeitos e erros que 0s sensores
apresentam durante a sua vida 0til e por instabilidade na plataforma em que o
sensor esta acoplado. Além desses erros, as imagens de SR podem sofrer influéncia
externa, que por sua vez geram distorcées nos dados coletados.

A atmosfera € um dos fatores externos que pode causar o efeito chamado de
Atenuacdo Atmosférica, que geralmente se apresenta na forma de deformacgfes de
escala, incorrecdes na posicdo espacial de cada pixel, perda de contraste/brilho e
registros incorretos dos valores digitais em pixels. Tais distorcbes sao observadas
em imagens obtidas com satélites e avides, devido a altitude. (SOUZA et al., 2013;
MENESES e ALMEIDA, 2012).

O tipo de correcdo a ser feita depende da aplicacdo, mas algumas técnicas
sdo comumente utilizadas, como a (i) Eliminacédo de Ruidos, que sdo considerados

valores digitais errados em pixels isolados ou em um conjunto de pixels. (ii) Correcéo
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Atmosférica, que tem por objetivo eliminar ruidos causados pela atmosfera, tendo
em vista que esta pode influenciar imagens de diferentes formas em diferentes
bandas no espectro;

(i) Correcao de Distorcdbes Geométricas, que tem por objetivo remover
distor¢Bes causadas devido a rotacao, inclinacdo e curvatura da terra e pela visada
conica dos sensores, através de modelos matematicos (MENESES e ALMEIDA,
2012).

Além das correc¢Oes citadas, Meyer et al. (1993) e Teillet (1986) destacam que
um outro processo de corregdo em imagens aéreas, denominado correcao
radiométrica, € uma pratica comum e necessaria, uma vez que 0s nhuameros digitais
(ND) que representam o brilho de tais imagens ndo podem ser descritos apenas em
relacdo as propriedades de reflexdo e emissdo dos objetos/areas observados. Tais
caracteristicas podem ser influenciadas por outros efeitos, os quais podem ser
divididos em efeitos induzidos por sensores e efeitos relacionados a cena.

Os efeitos induzidos por sensores séo relativos aos sensores de coleta de
dados, pois séo influenciados por aspectos técnicos, como calibracao, filtragem de
dados, estabilidade no momento da coleta, etc., que impactam nos resultados das
imagens. Ja os efeitos relacionados a cena, sdo caracteristicas da area/objeto de
estudo que podem influenciar na qualidade dos dados, como topografia, atmosfera,
angulo de visdo, posicdo do sol e as propriedades de refletancia dos objetos
(TEILLET, 1986).

Calderén et al. (2013) realizaram a correcdo radiométrica de imagens
utiizadas em seu trabalho através de um sistema de fonte luminosa uniforme
(CSTM-USS-2000C). No trabalho de Shi et al. (2016), imagens foram corrigidas
radiometricamente com base na refletancia de alvos (quadrados de concreto)
pintados de preto (10% de refletancia), cinza escuro (20% de refletédncia) e cinza
claro (40% de refletancia), obtidas por meio de um espectrometro de méao (FildSpec,
ASD, Boulder, CO, USA).

Um processo similar foi utilizado por Berni et al. (2009), onde alvos brancos e
escuros foram empregados para a corre¢do radiométrica das imagens. Para leitura
de refletancia também foi utilizado o espectrdmetro de mao (FieldSpec Handheld
PRO, ASD, CO, USA) que foi previamente calibrado através de um painel branco
Spectralon (SRT-99-180) com 99% de refletancia, permitindo o céalculo exato da

refletdncia dos alvos para posterior correcao das imagens. Tattaris et al. (2016)
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aplicaram correcdo radiométrica de vinhetamento e corregcdo geométrica antes da
utilizacao das imagens obtidas por uma RPA na estimativa de produtividade do trigo.

Além das técnicas de correcdo de imagens, outra parte do PDI importante
para a agricultura de precisdo € a aritmética de bandas, pois € a principal
responsavel pela obtengdo dos indices de vegetacdo. Meneses e Almeida (2012)
afirmam que essa é uma operacdo muito simples e rapida de ser executada,
permitindo que muitas informacdes importantes sejam extraidas através da
combinagcdo (soma, subtracdo, multiplicacdo e divisdo) dos valores digitais de

Imagens, com a geragcao uma imagem completamente nova.

3.5 MINERACAO DE DADOS

Todo trabalho por meio de sensoriamento remoto resulta em uma grande
guantidade de dados (e.g. tabelas de analise com milhares de linhas), os quais
precisam ser processados e analisados, com objetivo de extrair informacdes Uteis no
processo de tomada de decisdo na agricultura. E nesse sentido que a mineracgéo de
dados entra como ferramenta para o tratamento de tais dados.

A mineragdo de dados pode ser definida como uma etapa do processo de
descoberta de conhecimento, que combina métodos tradicionais de analise de
dados com algoritmos sofisticados para processar grandes volumes de dados. E
entendida como o processo de descoberta de informacfes uteis em grandes
repositérios de dados (TAN, STEINBACH e KUMAR, 2009).

Varias tecnologias sdo utilizadas para permitir que a mineracdo de dados
aconteca, como por exemplo: (i) estatistica, (i) aprendizado de maquina, (iii)
sistemas de banco de dados e (iv) recuperacdo de informacdes. A descoberta de
conhecimento é baseada no aprendizado sobre os dados, podendo ser do tipo
descritivo ou preditivo. (HAN e KAMBER, 2014; TAN, STEINBACH e KUMAR, 2009)

O aprendizado descritivo analisa os dados e identifica similaridades
(agrupamentos) ou associa¢cfes (regras de associacdo). O aprendizado preditivo
analisa os dados que representam eventos passados, buscando relagbes que
permitam predizer situagdes em novos dados futuros, tais como a classificacao, para
predicbes de valores discretos, e a regressao para predicdes de valores continuos
(CARVALHO E DALAGASSA, 2014)
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A andlise preditiva pode ser efetuada por meio de diferentes técnicas, entre
elas estdo as Maquinas de Vetor de Suporte (SVM — Do inglés Support Vector
Machines). SVM emprega um algoritmo altamente preciso, com capacidade de criar
modelos lineares e nédo lineares complexos, utilizado para tarefas de classificacédo e
regressao. Basicamente, ela busca transformar os dados para uma nova dimenséo,
onde procura achar uma separacdo Gtima linear, ou seja, um limite que separa os
dados de uma classe para outra (no caso da classificacdo) ou um limite que se
ajuste aos dados (no caso da regressao) (HAN e KAMBER, 2012).

Como exemplo, pode ser observado na Figura 3, em que existem duas
classes separadas de dados, cujas linhas pontilhadas representam margens para a
separacao entre classes, ou seja, existem varias formas de separacao desses dados
(HAN e KAMBER, 2012).
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Figura 3. Demonstracdo da separacéo dos dados que a SVM busca
FONTE: Han e Kamber (2012).

A SVM tenta achar os melhores limites para separacdo, ou seja, a separacao
que apresente o menor erro de classificacdo. Para isso o algoritmo procura pelo
hiperplano com as maiores margens de separacdo entre as classes de dados. Na
Figura 4 podem ser observadas duas possibilidades de separacdo: a primeira

(Figura 4a) com uma margem pequena e a segunda (Figura 4b) com uma margem
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maior. Ambas as possibilidades tém a capacidade de classificar os dados
corretamente, porém as separagbfes com margens maiores tendem a ser mais
precisas (HAN e KAMBER, 2012).
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Figura 4. Possibilidades de separacdo dos dados. (a) margem pequena e (b) margem grande
FONTE: Han e Kamber. (2012)

Para encontrar os limites de separagédo com as maiores margens, o algoritmo
utiliza dos vetores de suporte, que € o conjunto de dados mais préximos das
margens de separacao (pontos em vermelho na Figura 4). Conforme afirmado por
Han e Kamber, (2012), os vetores de suporte sdo os dados mais dificeis de
classificar, porém proveem a maior quantidade de informacdo ao modelo, por isso
sao utilizados na descoberta do hiperplano de separacdo dos dados com o auxilio
de varios mecanismos matematicos.

As SVMs sdo muito menos propensas ao overfitting do que outros metodos,
fornecendo uma descricdo compacta do modelo aprendido. As SVMs séo aplicadas
a varias areas, incluindo reconhecimento de digitos manuscritos, reconhecimento de
objeto e reconhecimento de voz, bem como testes de previsdo de séries temporais
de referéncia (HAN et al., 2012).

No caso das SVM aplicadas a regressao (SVR — do inglés Support Vector
Regression), a mesma idéia das margens é mantida, porém o objetivo do algoritmo é
produzir um classificador ajustado aos dados de entrada, também denominado de
modelo de predigdo, capaz de predizer novos dados com base em dados de

7

entrada. Esse processo € denominado treinamento, onde o resultado € um
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classificador (funcdo f(x)) que tem a capacidade de receber um valor de entrada,
fornecendo uma predicdo de saida. Um exemplo disso € o trabalho de Bose et al.
(2016), cujos autores utilizaram varios algoritmos para estimativa de produtividade
do trigo, dentre eles o0 SVR, onde os dados de entrada eram valores de NDVI e a
saida era um valor estimado de produtividade. Com o SVR foi obtido um indice de
correlacao de 0,67.

Gill et al. (2006) apresentaram uma metodologia para estimativa de umidade
de solo através de maquina de vetor de suporte, onde os coeficientes de correlacéo
chegaram a 0,89, mostrando que o SVR tem muito potencial na estimativa de

variaveis agronémicas.
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4 MATERIAL E METODOS

Nesta secdo serdo abordadas as principais etapas executadas no
desenvolvimento desse trabalho, como pode ser observado na Figura 5, comecando
com a definicdo e descricdo das areas experimentais onde este estudo foi realizado
(secéo 4.1), definicdo e descricdo dos equipamentos utilizados para o levantamento
de dados (secéo 4.2), descricdo de como foram realizadas as coletas das imagens
das areas de estudo (secdo 4.3), processamento das imagens coletadas (secéo
4.4), corregOes realizadas nas imagens (secédo 4.5 e 4.6), extracdo dos dados e
criacao das bases de dados (secéo 4.7) e por fim a mineracdo dos dados e geracéo

dos modelos preditivos (secéo 4.8).

Definicdo da area de estudo

kA

Definicdo dos equipamentos

¥

[ Coletas de Imagens ]
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[ Processamento das Imagens ]
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[ Correcoes das Imagens ]

)

Extracdo de dados das
imagens e construcdo das

bases de dados

Y

Mineracio de dados e
criacdo dos modelos

preditivos

Figura 5. Fluxograma com etapas realizadas no decorrer do projeto
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Tais etapas foram fundamentais na criacdo dos principais objetos de estudo
desse trabalho, as bases de dados, as quais foram utilizadas para geracédo dos

modelos preditivos a partir da aplicacdo da mineracdo de dados.

4.1 AREAS DE ESTUDO

O trabalho foi realizado em duas areas experimentais cultivadas com trigo na
cidade de Ponta Grossa — Parana. A primeira encontra-se na Fazenda Santa Cruz
(Figura 6), cuja éarea situada nas coordenadas geogréficas 25°13'31,3” de latitude
Sul, 50°7'7,3” de longitude oeste. De acordo com o sistema de classificacdo
climatica de Koppen baseado na vegetacao, temperatura e pluviosidade, a regido
dos Campos Gerais pertence ao clima Cfb — Clima temperado; temperatura média
no més mais frio abaixo de 18°C, com verdes frescos, temperatura média no més
mais quente abaixo de 22°C e sem estacdo seca definida, a precipitacdo média
anual é de 1422 milimetros, sendo janeiro 0 més mais chuvoso e agosto o mais seco
(IAPAR, 2015).

Figura 6. Area experimental da Fazenda Santa Cruz
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O trigo, cultivar TBIO Sinuelo foi semeado no dia 23/06/2016. Utilizou-se area
experimental de um estudo com e sem tratamento de sementes com Azospirillum e
aplicacado de diferentes doses de N e gesso. Tal experimento foi dividido em 16
tratamentos com 3 repeticbes cada, totalizando 48 parcelas de aproximadamente
35m?2 cada.

O segundo experimento foi realizado na Fazenda Escola da Universidade
Estadual de Ponta Grossa (UEPG) (Figura 7), situada nas coordenadas geograficas
25°13’ de latitude Sul, 50°01’ de longitude Oeste e 869 metros de altitude, mantendo
0S mesmos aspectos climaticos e pluviométricos da Fazenda Santa Cruz. Nessa
area foi realizado um estudo envolvendo a aplicagdo de calcério e fertilizantes na
cultura do trigo. A cultivar Turok foi semeada em 01/07/2016, com 11 tratamentos e
4 repeticdes cada, totalizando 44 parcelas com 90mz cada.

Figura 7. Area experimental da Fazenda Escola UEPG

Em relacdo a produtividade observada nas éareas, na Fazenda Santa Cruz
(Figura 8), os valores ficaram entre 2300,3kg ha™ e 4236,4kg ha™, com uma média
de 3309,4kg ha. J4 para os valores da Fazenda Escola (Figura 9), o valores obtidos
foram maiores, entre 2359,4kg ha™* e 7012,7kg ha™, e uma média de 4191,8kg ha™.

No geral, a média de produtividade da Fazenda Santa Cruz foi mais baixa do

gue a média paranaense e a média brasileira, diferentemente da Fazenda Escola,
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onde os valores foram mais altos e a média de produtividade foi mais alta que a

média paranaense e brasileira.
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Figura 9. Produtividade por parcelas da Fazenda Escola

Outro aspecto importante € o comparativo entre a produtividade nas
repeticbes de cada tratamento. Como pode ser visualizado, tanto na Fazenda Santa
Cruz (Figura 10) quanto na Fazenda Escola (Figura 11), no geral, os valores
variaram bastante. Com excecdo de poucos tratamentos que mantiveram a
produtividade proxima entre as repeticdes, como por exemplo o tratamento 7, 8 e 15

na Fazenda Santa Cruz e o tratamento 2 na Fazenda Escola .
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Figura 11. Produtividade das quatro repeticdes de cada um dos 10 tratamentos da Fazenda Escola

4.2 EQUIPAMENTOS UTILIZADOS

Para a coleta de dados e imageamento da é&rea, foi utilizada uma RPA de asa
fixa modelo eBee (Figura 12), fabricada pela SenseFly*, adquirido pelo Programa de
P6s Graduacdo em Computacdo Aplicada da Universidade Estadual de Ponta
Grossa.

Essa RPA permite realizar a tomada de fotos de forma rapida e sob demanda,
incluindo inteligéncia artificial para realizar a decolagem, o voo e a aterrissagem
automaticamente. Além da aeronave foram utilizadas duas cameras, uma Sony
Cybershot WX RGB com 18.2 megapixels (Figura 13a) e uma Canon S110 NIR de
12 megapixels (Figura 13b).

As cameras ja vieram pela empresa fornecedora com um conjunto de
parametros configurados, para garantir que as imagens obtidas sejam as mais
precisas considerando a aplicacdo na agricultura. A configuracdo mais importante,

principalmente na cadmera NIR é a relacdo de velocidade do obturador, a qual deve

! https://www.sensefly.com/drones/ebee.html
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ser a menor possivel para evitar borrdes nas imagens, uma vez que a cameras
estdo em constante movimento na RPA. A velocidade configurada é de 1/2000s,
aproximadamente 0.0005 segundos (SANTIAGO-CINTRA, 2016a).

Figura 12. RPA eBee utilizada nas coletas de dados

Canon

b)

L

Figura 13. (a) Camera RGB e (b) Camera NIR utilizadas pela RPA eBee

Cada camera possui a capacidade de filtrar informacdes em diferentes

regibes no espectro de luz. A cdmera RGB captura dados nas bandas do RED
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(vermelho), GREEN (verde) e BLUE (azul), enquanto a NIR captura informacgdes na
regido do NIR (infravermelho proximo), RED (vermelho) e GREEN (verde). Apesar
das cameras capturarem informacdes na regido do vermelho e do verde, cada uma
considera comprimentos de onda diferentes, como pode ser observado na Figura 14
(SANTIAGO-CINTRA, 2016a; SANTIAGO-CINTRA, 2016b).
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Figura 14. Comprimentos de onda filtrados pelas cameras RGB e NIR
Fonte: Adaptado de SANTIAGO-CINTRA, 2016a; SANTIAGO-CINTRA(2016b)

Além disso, as cameras trabalham com uma intensidade de bits diferente. Na
camera RGB as imagens sao feitas no padrdo JPEG com 8 bits por canal, ou seja,
os valores digitais que representam as cores de cada pixel podem variar de 0 a 255
em cada canal. Ja na camera NIR, as imagens séo obtidas originalmente no formato
CR2, e depois sao convertidas no pré-processamento para o formato TIFF (mais
preciso) de 16 bits, onde os valores digitais variam de 0 a 65.536 (SANTIAGO-
CINTRA, 2016a).

O equipamento eBee vem acompanhado do software Emotion 2, que permite
configuracéo prévia do plano de voo bem como sua alteragcdo em tempo real (Figura
15). Com o software € possivel definir a 4rea da coleta de dados, a altitude,
resolucdo das imagens e a sobreposicdo longitudinal e latitudinal da &rea a ser
sobrevoada. O programa também permite realizar 0 monitoramento em tempo real
do eBee através de informacdes de voo, tais como altitude, velocidade do vento,

status de bateria, dentre outras.
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Figura 15. Tela do software Emotion 2 para controle da RPA eBee

O Emotion 2 é também responsavel pela realizacdo do pré-processamento
das imagens, onde através do sistema inercial e do GPS embarcados na RPA, o
software é capaz proporcionar as coordenadas geograficas de cada foto, além das

conversoes de formato citadas anteriormente.

4.3 COLETAS DE DADOS

Para a coleta de imagens, os voos foram realizados nas duas areas de estudo
entre os meses de agosto e outubro de 2016, considerando o periodo de
emergéncia até o periodo de maior vigor das plantas.

Segundo Goémes-Candon et al. (2014), com o objetivo de evitar distor¢cdes
geométricas nas imagens coletadas por RPAs, e também considerando que
geralmente estes equipamentos voam a baixas altitudes, muitas imagens
sobrepostas devem ser coletadas para que depois possam ser unidas e
consolidadas em uma Unica imagem (conhecida por ortomosaico), que representa
toda a area de estudo. Assim as imagens de ambas as areas foram coletadas
considerando uma sobreposicédo lateral de 60% e longitudinal de 75%. Foram feitas
ao todo oito coletas tanto para a area da Fazenda Santa Cruz como da Fazenda

Escola.
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Em todas as datas foram obtidas imagens com resolucdo espacial de 3,4
centimetros por pixel, ou seja, cada pixel da imagem representa um quadrado de 3,4
por 3,4 centimetros da area real. Por ser a resolucdo mais alta possivel de se
alcancar com esse equipamento, € também a resolucédo que permite a extracao da
maior quantidade de informacdes nas imagens.

Como um dos objetivos era o de verificar a influéncia da resolucdo das
imagens na estimativa da produtividade do trigo, em duas datas (08/10/2016 e
17/10/2016) foram realizadas coletas de imagens em diferentes resolucdes no
periodo de maior vigor do trigo, para que tal verificacdo fosse possivel. Dessa
maneira, nesses dias além de imagens de 3,4 cm/px foram obtidas imagens com
resolucao de 10 e 20 centimetros por pixel. Na Tabela 2 sdo apresentadas as datas
de voo com as respectivas resolucdes utilizadas, bem como a quantidade de dias

apos a semeadura (DAS), correspondentes a cada data.

Tabela 2. Datas dos voos realizados e resolugédo das imagens

Fazenda Santa Cruz Fazenda Escola

Data DAS* Resolucao Data DAS* Resolucao
11/08/2016 49 3,4 cm/px |25/08/2016 55 3,4 cm/px
29/08/2016 67 3,4 cm/px |29/08/2016 59 3,4 cm/px
05/09/2016 74 3,4 cm/px |12/09/2016 73 3,4 cm/px
16/09/2016 85 3,4 cm/px |16/09/2016 76 3,4 cm/px
23/09/2016 92 3,4 cm/px |23/09/2016 83 3,4 cm/px
29/09/2016 98 3,4 cm/px |27/09/2016 87 3,4 cm/px
3,4 cm/px 3,4 cm/px

08/10/2016 107 10 cm/px |08/10/2016 98 10 cm/px
20cm/px 20cm/px

3,4 cm/px 3,4 cm/px

17/10/2016 116 10 cm/px [17/10/2016 107 10 cm/px
20cm/px 20cm/px

Como o eBee tem a possibilidade de voar somente com uma camera por vez,
para cada resolucédo foram necessarios 2 voos, um para coleta de imagens RGB e
outro para imagens NIR. A altitude de voo é calculada de forma automatica pelo

software Emotion 2 e varia de acordo com a camera utilizada e a resolucéo espacial



42

escolhida. Na Tabela 3 sdo apresentadas as resolugdes utilizadas e respectivas
altitudes de voo, para cada camera.

Tabela 3. Altitude de voo utilizada por resolucéo para cada camera

Camera RGB Céamera NIR
Resolugéo Altitude de Voo Resolugéo Altitude de Voo
3,4 cm/px 120 m 3,4 cm/px 95 m
10 cm/px 350 m 10 cm/px 295 m
20 cm/px 700 m 20 cm/px 580 m

Procurou-se realizar todas as coletas em dias ensolarados e com pouca

presenca de nuvens, e 0s voos ocorreram sempre entre as 10 horas da manha e 14
horas da tarde, periodo onde a radiacao solar € mais intensa.

4.4 PROCESSAMENTO DAS IMAGENS

Para o processamento das imagens e geracdo dos ortomosaicos foi utilizado

o software Pix4DMapper PRO, que pode ser adquirido a partir de uma licenca para
uso particular ou por contrato de servigo online.

I PixdDdiscovery - Non-Commercial - 2016_09_16_v3
Project  Process View MapView Help

' B | e
(( “ @ & 0 g 0 E @ Q |jaee -
Sidsind Project Process View

Volumes

Ed
Masaic
Editar

]
Index
Calaulator

WGS84 - (-25.00435336, -50.04793882) WGSB4 / UTM zone225 - ( 596001.568, 7224266.278) [m]

= O >
& O
Eroectinkxwatos] B
¥ Project Summary
Project: i
Mame: 2016_09_16_v3
Type: Standard
Workspace:

D: fusers/tiago/desktop/pix4d/2016-09-16_v3/
Output Datum: World Geodetic System 1934

Output Coordinate System: WGS &4 / UTM
zone 225

Output Georeferenced:
Processing:
1, Initial Processing Done: MO
Average Ground Sampling Distance
(GSD) [em/pixel]: -
Parameter Files Generated: NO
2, Point Cloud and Mesh Done: NO

¥ Layers

> Images
[ acps
Processing Area

Figura 16. Interface do software Pix4D
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Por meio do pré-processamento das imagens realizado pelo software Emotion
2, um projeto para cada voo é criado para o processamento no Pix4D (PIX4D,
2016a). Dessa forma o Pix4D recebe todos os parametros de voo do momento em
qgue as imagens foram coletadas, bem como os parametros de cada imagem, como
orientacdo da foto e coordenada geogréfica. A interface do software Pix4D é
apresentada na Figura 16.

A patrtir disso, a primeira etapa foi o processamento inicial, onde trés tarefas
principais foram executadas. A primeira tarefa foi a geracdo de um relatorio de
qualidade, no qual pode ser visualizada uma prévia do ortomosaico (para verificacdo
de possiveis falhas nas imagens), além de informacfes de posicionamento das
imagens e geolocalizacdo. A segunda tarefa realizada foi uma andlise da
correspondéncia (matching) das imagens para posterior geracdo do ortomosaico; a
terceira tarefa consistiu na calibracdo das imagens (P1X4D, 2016a).

A segunda etapa no processamento das imagens pelo Pix4D tratou da
geracdo de uma nuvem de pontos (Figura 17), utilizada na criacdo do ortomosaico.
Essa nuvem é gerada com auxilio das técnicas de Ajuste de Feixes em Bloco (BBA
— do inglés Bundle Block Adjustment) e de Triangulacdo Aérea (AAT — do inglés
Automatic Aerial Triangulation), onde cada pixel da nuvem € associado as imagens

originais da area, e possui uma coordenada geografica associada (PIX4D, 2016a).

Figura 17. Nuvem de pontos gerada pelo Pix4D para geracdo do ortomosaico

A terceira e Ultima etapa no processamento consistiu ha geracdo de um
Modelo Digital de Superficie (DSM - do inglés Digital Surface Model), que depois de
combinado com a nuvem de pontos fornece o produto final do processamento com o

PIX4D, que é o ortomosaico, 0 qual equivale a uma uUnica imagem da area
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sobrevoada. Além do ortomosaico, nessa etapa também é gerado o mapa de
refletancia (PIX4D, 2016a).

Tanto o mapa de refletancia quanto o ortomosaico sdo obtidos com base no
DSM, através da média ponderada dos pixels das imagens originais. No caso do
ortomosaico, é aplicado balanceamento de cores, ou seja, o Pix4D procura ajustar a
intensidade das cores dos pixels de forma que combinem melhor na imagem
resultante, com objetivo de gerar um produto mais agradavel visualmente (PIX4D,
2016b).

Ja no mapa de refletdncia, nenhum balanceamento é aplicado, e a média do
valor digital de cada pixel é calculada levando em conta outras informagdes como
luz incidente, abertura e velocidade do obturador da camera. O objetivo é produzir
um mapa onde o valor de cada pixel indique fielmente a refletancia da area (P1X4D,
2016b). Sendo assim, neste trabalho foram utilizados somente os mapas de
refletdncia. Na Figura 18 pode-se perceber a diferenga entre o ortomosaico (Figura
18a) e o mapa de refletancia (Figura 18b) gerados para a area experimental da
Fazenda Santa Cruz.

Figura 18. Diferenca entre o ortomosaico (a) e 0 mapa de refletancia (b)
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4.5 CORRECAO RADIOMETRICA DAS IMAGENS

A correcao radiométrica € um processo importante, conforme mencionado na
secdo 3.4. O software Pix4D fornece algumas opc¢Oes de calibracdo radiométrica
para as imagens, que levam em consideracéo a iluminagéo e os efeitos induzidos
pelos sensores (cameras). As opcoes disponiveis sdo as correcbes Camera Only
(somente camera), Camera and Sun Irradiance (camera e irradiancia solar) e a
opcgao Camera, Sun Irradiance and Sun Angle (camera, irradiancia solar e angulo do
sol) (PIX4D, 2016a).

Na opcdo Camera Only, sé@o realizadas correcfes baseadas somente em
parametros da camera, como vignetting, dark current, ISO, aperture, exposure time e
spectral overlap. A correcdo de vignetting remove o efeito causado devido ao
formato esférico da lente da camera, que faz com que as bordas da imagem néo
recebam a mesma quantidade de luz que o centro da imagem. O problema de dark
current é quando h4 acumulo de elétrons nos sensores devido a temperatura,
podendo gerar ruidos na imagem (P1X4D, 2016c).

A correcao de spectral overlap (sobreposicao espectral) ocorre em cameras
gue utilizam filtros para captar dados em outras frequéncias, como a do
infravermelho. Para isso, o filtro é aplicado em uma das bandas originais da camera,
como por exemplo na camera Canon S110 NIR, que utiliza um filtro na banda do
azul para captar o infravermelho. O resultado disso € que a banda cobre um faixa
grande no espectro, podendo ocasionar contaminacdes entre as bandas (P1X4D,
2016c¢).

No geral, as cameras precisam ajustar continuamente suas configuracdes
devido a diferenca de brilho em cada imagem, ou seja, uma imagem escura nao
indica necessariamente que esta tenha menos luz, mas pode ser que o tempo de
exposicao tenha sido menor. Se as imagens sao fruto de sensores lineares, pode-se
combinar imagens com diferentes ISO, aperture (abertura) e exposure time (tempo
de exposicdo) apenas corrigindo tais efeitos (P1X4D, 2016c).

Demais corregcdes, que levam em consideracdo a irradiancia solar,
necessitam de um alvo de calibracdo radiométrica com refletdncia conhecida. Essa
refletncia é utilizada como parametro para correcdo das imagens, com intuito de

garantir valores de refletancia mais precisos (PIX4D, 2016c). Por ndo se ter os
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equipamentos necessarios (alvos e espectrdmetro) para tal calibracdo, neste

trabalho foi utilizada somente a opcao de correcdao camera only do Pix4D.

4.6 GEORREFERENCIAMENTO DOS MOSAICOS

O processamento fotogramétrico de imagens obtidas por RPA pode ser
realizado com as coordenadas geograficas centrais de cada imagem, dadas pelo
sistema GNSS (do inglés Global Navigation Sattelite Systems). Porém, para garantir
a precisdo do georreferenciamento apds o processo de geracdo dos mosaicos, €
conveniente o uso de pontos de apoio, também conhecidos por GCPs (do inglés
Groud Control Points) (GOMEZ-CANDON et al., 2014). Para a corre¢do geométrica
das imagens coletadas por RPA, coordenadas mais precisas de objetos fixos ao
nivel do solo sdo necessarias, porém tais objetos devem ser reconheciveis nas
imagens.

Uma metodologia comum € a utilizacdo de GCPs como apoio no processo de
geracdo do mosaico, cujo produto final € uma imagem geograficamente ajustada.
Liba e Berg-Jurgens (2015) usam esta metodologia com imagens de resolugao
espacial de 5cm/pixel obtidas por meio de uma RPA utilizando a ferramenta Pix4D
para geracdo dos mosaicos. A acuracia do georreferenciamento dos mosaicos
utilizando GCPs foi de 0,132m, e de 1,417m sem o uso de GCPs.

Outra metodologia € a utlizacgo de GCPs para correcdo de
georreferenciamento apdés a geragdo do mosaico, utilizando ferramentas que
permitam o georreferenciamento de imagens, como por exemplo os sistemas de
informacéo geografica (SIG), como o Quantum GIS, também conhecido como QGIS.
O QGIS é um software livre (open source) e multiplataforma que fornece varias
ferramentas para visualizagéo, edi¢cdo e analise de dados georreferenciados (QGIS,
2016).

Com a finalidade de verificar a precisdo de georreferenciamento dos
mosaicos gerados com e sem o auxilio de GCPs, foram realizados alguns testes
com base nas imagens de 3,4cm/px obtidas no dia 11/08/2016 na area experimental
da Fazenda Santa Cruz.

Para que fosse possivel visualizar os GCPs nas imagens, foram
confeccionados marcadores (Figura 19) com fundo branco medindo 60cm x 60cm.

Tais marcadores foram posicionados com auxilio de estacas a uma altura de 50cm
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do solo, tendo em vista 0 acompanhamento no crescimento das culturas. O
marcador possui um X feito com fita de marcagéo, para auxiliar na identificacdo do

ponto central, onde é feita a amarracao com a coordenada geografica.

Figura 19. Marcadores utilizados como GCPs para a correcdo de georreferenciamento

Para a coleta da coordenada geografica de cada um dos GCPs foi utilizado
um receptor geodésico Trimble R4 (Figura 20a) com coordenadas pds-processadas
com base nas estacdes da Rede Brasileira de Monitoramento Continuo dos
Sistemas GNSS (RBMC) de Curitiba-PR e Guarapuava-PR. Para isso, foram

definidos 10 pontos (Figura 20b) de controle ao longo da area de estudo.

Figura 20. (a) GPS Trimble R4 e (b) a disposi¢gdo dos GCPs na area experimental
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Foram gerados trés mosaicos pelo software Pix4D, o primeiro sem a
utilizacdo de GCPs (Pix0), somente com base na coordenada geografica central das
imagens originais, o segundo utilizando cinco GCPs (Pix5) e o terceiro dez GCPs
(Pix10). Além disso, outros 2 mosaicos foram gerados através do QGIS, o quarto
(Qgis5) e quinto (Qgis10), com base em uma correcdo geométrica no primeiro
mosaico (Pix0) utilizando 5 e 10 GCPs, respectivamente.

Para a correcdo realizada através do QGIS, foi utilizado o método de
transformacdo “polinomial 17, pois preserva a colinearidade e permite apenas o
escalonamento, translacdo e rotacdo da imagem. O método de reamostragem
selecionado foi do vizinho mais proximo, uma vez que ndo suaviza a imagem e
mantém suas estatisticas (QGIS, 2016).

A escolha da quantidade de GCPs se deu devido a recomendacao do Pix4D,
em que um nuamero minimo de 5 pontos de controle é recomendado, e de 5 a 10
pontos de controle sdo geralmente suficientes, mesmo para grandes projetos. Mais
pontos de controle ndo contribuem de forma significativa para aumentar a precisao
(P1X4D, 2016a).

Com base nas coordenadas dos GCPs medidas com o receptor geodésico, foi
calculada a distancia das coordenadas dos GCPs para cada um dos mosaicos
gerados. Foi calculado também o erro médio quadratico (RMSE, do inglés — Root
Mean Square Error) como indicativo de diferenca entre as distancias. Além disso,
para saber se as distancias medidas possuem uma diferenca significativa entre os

mosaicos, foi utilizado o teste de Tukey.

4.7 EXTRACAO DE DADOS DAS IMAGENS

Para que se pudesse extrair os dados dos mapas de refletancia, era
necessario identificar cada uma das parcelas nas imagens. Para isso, nos voos
realizados no dia 29/08/2016 foram utilizados marcadores brancos posicionados nas
bordas das areas, feitos de um tecido emborrachado (medindo 40 x 40 cm), para
demarcar a separagéo das parcelas nas areas da Fazenda Santa Cruz (Figura 21a)
e Fazenda Escola (Figura 21b).
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Figura 21. Pontos brancos para demarcac¢éo da divisdo de parcelas da Fazenda Santa Cruz (a) e da

Fazenda Escola (b)

A partir disso, utilizando o software Quantum GIS, foi possivel tracar linhas de
separacédo das parcelas nas areas da Fazenda Santa Cruz (Figura 22) e da Fazenda
Escola (Figura 23), com base nos marcadores (pontos brancos) visualizados nas

imagens.

Figura 22. Linhas de separac¢éo de parcelas da Fazenda Santa Cruz
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Figura 23. Linhas de separacédo de parcelas da Fazenda Escola

Figura 24. Poligonos representando cada parcela da Fazenda Santa Cruz

Apés a realizacdo da marcacdo das linhas de separacdo das parcelas em
ambas as areas, foram criados os poligonos para cada uma das parcelas, tanto da
Fazenda Santa Cruz (Figura 24) como da Fazenda Escola (Figura 25). Os poligonos
foram gerados com 4 metros de comprimento por 2,5 metros de largura (totalizando

10m?) e posicionados no centro de cada parcela. Isso se deu pelo fato de a colheita
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ser realizada somente nesse espaco dentro de cada parcela, e ndo em sua area
total.

Figura 25. Poligonos representando cada parcela da Fazenda Escola

Depois de realizadas estas tarefas, foram criados pontos no interior de cada
poligono, onde para cada ponto seriam extraidos os numeros digitais referentes as
bandas R,G e B (da cAmera RGB) e as bandas R, G e NIR (da camera NIR). Foi
feita uma estimativa da quantidade de pontos necesséarios para cobrir 100% dos
pixels em cada parcela, calculada pela raz&o entre o tamanho da parcela (10m2) e a
area de cada pixel, levando em conta a resolucédo das imagens (3,4cm/px, 10cm/px
e 20cm/px).

Com o objetivo de verificar a influéncia da quantidade de pontos na estimativa
de produtividade, além da quantidade de pontos necessarios para cobrir 100% de
cada parcela, foram consideradas também as proporcées de 70%, 40%, 20% e 10%,
conforme pode ser visualizado na Tabela 4.

A quantidade de pontos resultantes por imagem pode ser observada na
Tabela 5, considerando as 48 parcelas da Fazenda Santa Cruz e as 44 parcelas da
Fazenda Escola, com base no percentual de cobertura e na resolucédo das imagens.
Essa quantidade de pontos refere-se ao tamanho (nimero de registros) presentes

nas bases de dados para posterior mineragao de dados.
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Tabela 4. Nimero de pontos de acordo com a taxa de cobertura de cada parcela de acordo com a

resolucao da imagem

Cobertura 3.4 cm/px 10 cm/px 20cm/px
100% 8.650 1.000 250
70% 6.055 700 175
40% 3.460 400 100
20% 1.730 200 50
10% 865 100 25

Tabela 5. NUmero total de pontos de acordo com a taxa de cobertura por area experimental com base

na resolucao das imagens

Fazenda Santa Cruz Fazenda Escola

3,4cm/px 10cm/px 20cm/px 3,4cm/px 10cm/px 20cm/px

100% 415.200  48.000 12.000 380.600  44.000 11.000
70% 290.640  33.600 8.400 266.420  30.800 7.700
40% 166.080  19.200 4.800 152.240 17.600 4.400
20% 83.040 9.600 2.400 76.120 8.800 2.200
10% 41.500 4.800 1.200 38.060 4.400 1.100

A geracédo desses pontos foi feita pelo software QGIS, utilizando a ferramenta
“geracao de pontos aleatérios no interior de poligonos”. Com tal ferramenta pode-se
definir a quantidade de pontos que serd gerada no interior de cada parcela, de
acordo com a Tabela 5, sendo que o posicionamento de cada ponto é feito de forma
aleatéria. Na Figura 26, Figura 27 e Figura 28 pode-se visualizar os pontos em

diferentes propor¢cées em uma imagem de 3,4cm, 10cm e 20cm, respectivamente.

a) ' b) ' c) e)

Figura 26. Visualizacdo dos pontos de uma parcela em uma imagem de 3,4cm/px
Considerando 100% (a), 70% (b), 40% (c), 20% (d) e 10% (e) de cobertura
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a) b) c) d) e)

Figura 27. Visualizacdo dos pontos de uma parcela em uma imagem de 10cm/px
Considerando 100% (a), 70% (b), 40% (c), 20% (d) e 10% (e) de cobertura

a) b) ©) d) e)

Figura 28. Visualizacdo dos pontos de uma parcela em uma imagem de 20cm/px
Considerando 100% (a), 70% (b), 40% (c), 20% (d) e 10% (e) de cobertura

Os valores digitais foram extraidos com auxilio da ferramenta Point Sampling
Tool (ferramenta de amostragem de pontos) presente no QGIS. Dessa forma, para
cada um dos voos realizados foram extraidos os valores de refletancia, das imagens
obtidas pela camera RGB, NIR, e do NDVI, calculado através da aritmética de banda
das imagens da camera NIR, conforme mostrado na Tabela 6. Em cada linha da
Tabela 6 sdo mostrados os valores extraidos por ponto da base de dados. As
colunas NIR_R, NIR_G e NIR apresentam os valores referentes as trés bandas das
imagens da camera NIR e as colunas RGB_R, RGB_G e RGB_B referem-se as trés
bandas da cAmera RGB.

Para cada uma das datas, foram geradas bases de dados com a quantidade
de pontos para cobertura de 100%, 70%, 40%, 20% e 10%, ou seja, para cada data
foram obtidas cinco bases de dados. Nas datas de 08/10/2016 e 17/10/2016 foram
geradas uma quantidade maior de bases, uma vez que em tais datas foram feitas

coletas ndo so6 na resolugéo de 3,4cm/px, mas também em 10cm/px e 20cm/px.
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Tabela 6. Exemplo de valores extraidos a partir do Point Sampling Tool

NDVI

RGB_R

RGB_G

RGB_B

NIR_R

NIR_G
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NIR

Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l
Parcela0l

0,47956
0,46304
0,48869
0,49678
0,48068
0,49016
0,46922
0,49834
0,48665
0,44357
0,46397
0,47778
0,48345
0,49690

1616,94043
1737,62427
1647,87073
1542,22058
1795,83582
1505,70410
1682,14001
1484,58777
1136,39111
1899,27478
1983,04797
1696,91589
1687,89465
1543,60706

2357,36743
2499,43994
2422,47705
2273,51465
2537,70557
2271,47778
2424,01514
2195,21997
1894,78369
2640,16675
2728,08228
2442,95947
2414,33008
2319,58325

1496,96082
1637,93054
1550,94812
1445,49988
1708,34058
1408,15967
1596,58936
1374,21570
1030,63623
1801,18762
1894,70923
1596,92969
1583,03723
1447,12830

14302,70703
15764,42383
14643,59570
13824,41016
14554,08691
13967,84082
15392,28516
13036,05273
13574,87598
16290,90723
16087,25195
15500,45605
13937,72461
14044,51953

16576,34766
18228,97656
17475,74219
16648,04883
16951,58008
16160,47168
18276,70313
15485,34082
16162,37793
18888,72070
18765,96289
18283,92773
15833,36914
16291,92188

40660,73438
42952,65625
42635,07031
41119,29297
41496,88672
40824,95313
42605,94531
38935,48047
39547,83203
42264,23438
43936,76563
43863,40625
40027,45313
41787,65234

4.8 MINERACAO DOS DADOS

Para mineragédo das bases de dados, foi utilizado o software WEKA (versao
3.8), que € uma colecdo de algoritmos de aprendizado de maquina aplicada a
tarefas de mineracdo de dados. O software € implementado na linguagem de
programacao Java e permite que os algoritmos sejam aplicados diretamente as
bases de dados, ou importados através de cédigo Java. O WEKA também fornece
ferramentas de pré-processamento, classificacao, regressdo, agrupamento, regras
de associacao e visualizacao (WEKA, 2016).

Para geracdo dos modelos preditivos foi escolhido o algoritmo SMOReg.
SMOReg € um algoritmo baseado em SVR, implementando um algoritmo de
otimizacdo minima sequencial para aprender e gerar um modelo de regressdo. O
algoritmo normaliza os dados por padréo, ou seja, transforma os valores da base,
dimensionando-os para que sejam representados entre zero e um (WITTEN et al.,
2016).

A execucdo da analise de cada uma das bases (considerando as propor¢des
apresentadas na secao anterior) foi repetida por trés vezes, contemplando cada uma
das cameras (RGB e NIR) e o NDVI, para estimativa da produtividade do trigo. Tal
separacao foi feita para que o potencial de predicdo de cada camera fosse avaliado,
assim como do NDVI.
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5 RESULTADOS E DISCUSSAO

No presente capitulo, os resultados e discussfes sao apresentados em
subsecdes. A primeira mostra os resultados das corre¢cdes de georreferenciamento
realizadas para os ortomosaicos gerados. A segunda apresenta 0 comportamento
dos valores de NDVI e os valores digitais de refletancia para cada banda no decorrer
de cada coleta, considerando os comprimentos de onda utilizados. A terceira
subsecdo mostra os resultados da mineracdo de dados, bem como os modelos
gerados.

5.1 MOSAICOS GERADOS PARA EXTRACAO DOS DADOS

A construcdo dos mosaicos, a partir dos quais foram extraidos os dados para
analise e geragdo dos modelos preditivos de produtividade, foi realizada de acordo
com a metodologia explicada na secdo 4.5. Os pontos em amarelo na Figura 29
representam as coordenadas exatas dos GCPs (coletadas com o GPS em campo), e
como pode ser observado, h4 um erro entre tal coordenada e seu respectivo
marcador na imagem. Sendo assim, para todos os tratamentos foi medida a

disténcia de erro para cada um dos GCPs (Tabela 7).

Figura 29. Demonstracao do erro de georreferenciamento (tratamento Pix0)



56

Tabela 7. Distancias em metros entre GCPs e a coordenada exata em solo e RMSE para cada

mosaico
Ponto PIXO0 PIX5 PIX10 QGIS5 QGIS10
PO1 2,039 1,027 0,67 0,275 0,277
P02 1,959 1,042 0,661 0,075 0,71
P03 2,2 1,226 0,946 0,6 0,367
P04 2,57 0,973 0,71 1,09 0,675
P05 1,539 0,395 0,43 0,253 0,25
P06 1,373 0,377 0,614 0,366 0,361
PO7 1,74 0,622 0,808 0,297 0,111
P08 2,261 0,589 0,778 0,264 0,05
P09 2,41 0,542 0,744 0,26 0,107
P10 2,717 0,56 0,842 0,175 0,213
RMSE 2,122 0,789 0,732 0,456 0,378

O mosaico que obteve o menor RMSE (0,378m) foi 0 QGIS10. O mosaico que
apresentou maior RMSE (2,122m) em relacdo a distancia dos pontos GCP foi o
mosaico PI1X0.

Liba e Berg-Jurgens (2015) utilizaram imagens de RPA e 9 GCPs para a
geragao de um mosaico com a ferramenta Pix4D e compararam com um mosaico
gerado sem o0 uso de GCPs, encontrando o RMSE de 0,132m e 1,417m para oS
mosaicos com e sem 0s GCPs, respectivamente. Neste estudo, 0s mosaicos
gerados pelo Pix4D sem a utilizacdo de GCPs demonstraram um RMSE de 2,122m,
e 0S mosaicos gerados pelo mesmo método com 5 e 10 GCPs obtiveram um RMSE
de 0,789m e 0,732m, respectivamente.

O resultado final pode sofrer influéncia de diversas variaveis, como a
resolucao espacial das imagens, equipamentos utilizados para coleta de imagens e
de coordenadas dos GCPs, variaveis climéaticas no momento das coletas, além do
proprio software utilizado. Isso pode explicar a diferenca de valores RMSE obtidos
nesse trabalho em relacéo ao de Liba e Berg-Jurgens (2015). Porém, ainda assim a
proporcao das diferencas do RMSE entre os tratamentos (sem GCP e com GCP)
sao relativamente proximas nos dois trabalhos.

Para verificagdo da real diferenga entre os resultados, foi aplicado o teste de
Tukey, o qual foi conduzido num delineamento inteiramente casualizado, ao nivel
5% de significancia, com cinco tratamentos e dez repeticdes.

Conforme pode ser observado na Tabela 8, houve diferenca significativa entre
0s mosaicos PIX0O em relagdo aos demais. Os mosaicos PIX5 e PIX10 néo
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apresentaram diferenca significativa entre eles. Nao é possivel estabelecer diferenca
significativa do tratamento QGIS5 dos demais tratamentos, além do P1XO.

Tabela 8. Resultados do teste de Tukey na verificacdo da diferenca entre as distancias dos

tratamentos’

Tratamentos Médias

PIX0 2,08"
PIX5 0,74°
PIX10 0,728
QGIS5 0,388¢
QGIS10 0,35°

'L etras iguais indicam médias iguais pelo teste de Tukey (p<0.05)

Além de possuir menor erro, o processo de corre¢cdo do mosaico pelo QGIS
(tratamento QGIS5 e QGIS10) é menos trabalhoso quando comparado com a
geracdo dos mosaicos corrigidos pelo Pix4D (tratamentos PIX5 e P1X10), tendo em
vista que no Pix4D ha a necessidade de demarcacdo de cada um dos GPCs em
todas as imagens originais antes da geracao do mosaico.

A partir desses resultados, todos os demais mosaicos foram gerados atraves
do software Pix4D sem o auxilio de GCPs, com posterior correcdo através do
Quantum GIS. Para correcdo dos mosaicos da Fazenda Santa Cruz foram utilizados
10 GCPs e para Fazenda Escola 9 GCPs.

5.2 COMPORTAMENTO DAS BASES DE DADOS

Na Fazenda Santa Cruz os maiores valores médios de NDVI (0,79) foram
observados quando a cultura apresentava 67 DAS, enquanto os demais valores se
mantiveram proximos (entre 0,50 e 0,36) nas coletas entre 74 DAS e 116 DAS
(Figura 30a).

Na Fazenda Escola (Figura 30b) os valores de NDVI nao ultrapassaram 0,317
(76 DAS), apresentando valores muito proximos em todos os periodos de coleta.
Considerando os periodos entre 85 DAS e 116 DAS. No geral, os valores de NDVI
para as duas areas se comportaram de maneira diferente, o que pode ser explicado

pela diferenca fisica entre as duas areas e a diferenca na cultivar de trigo utilizado.
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Figura 30. Comportamento dos valores de NDVI ao longo das coletas. (a) Fazenda Santa Cruz e (b)
Fazenda Escola

Em relacdo aos valores de refletancia nos canais R, G e B, obtidos com a
camera RGB, pode-se perceber que o comportamento ao longo das coletas foi
similar, em que os maiores valores médios foram obtidos com 49 DAS e 92 DAS
(Figura 31). Para a Fazenda Escola, os maiores valores médios foram observados
com 55 e 83 DAS (Figura 32).
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Figura 31. Comportamento dos valores digitais de R, G e B ao longo das coletas, obtidos com a
camera RGB para Fazenda Santa Cruz

Outro fato que pode ser observado ao analisar os dados dos canais RGB, é
que os valores encontrados nas imagens da Fazenda Escola sdo no geral maiores
gue os valores da Fazenda Santa Cruz, considerando os mesmos periodos de
coleta (ou periodos muito proximos). Tal fator pode ser explicado pela diferenca nas
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condi¢cdes no dia da coleta, uma vez que as coletas nos mesmos periodos foram

realizadas em dias diferentes, conforme mostrado na Tabela 2 (secéo 4.3).
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Figura 32. Comportamento dos valores digitais de R, G e B ao longo das coletas, obtidos com a
camera RGB para Fazenda Escola

Ao comparar os valores digitais para o canal R, obtidos pela camera NIR
(Figura 33a) e pela camera RGB (Figura 33b), pode-se perceber que a distribuicdo
dos dados é parecida, com valores altos no periodo de 49 DAS e 92 DAS, e valores

mais baixos em 67 DAS e 116 DAS, assim como para o canal G (Figura 34).
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Figura 33. Comparativo de comportamento dos valores no canal R (Red) obtidos com a caAmera (a)
NIR e com a cAmera (b) RGB, para Fazenda Santa Cruz
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Figura 34. Comparativo de comportamento dos valores no canal G (Green) obtidos com a camera
NIR (a) e com a camera RGB (b), para Fazenda Santa Cruz

O mesmo pode ser observado para os dados de dos canais R e G da
Fazenda Escola, quando comparadas as duas cameras (Figura 35 e Figura 36).
Percebe-se uma diferenca de leitura em relacédo ao periodo de 107 DAS: na camera
NIR, os valores vém decrescendo e na camera RGB, voltam a subir. Tal diferenca
pode ter sido causada pelas condi¢cbes climéticas e de voo na hora de coleta, uma
vez que a area experimental da Fazenda Escola é maior, levando a um tempo maior
entre a coleta com a camera RGB, a troca da camera e o voo com a camera NIR,

possibilitando mudancas no ambiente.

a) 50000 b) 30000

46000 /’\.\"\- 25000 A
v ggggg T/.\ // - = - ﬂ:I 20000 ] / \ P
o' 25000 | Su [/ —| @ 15000 l\"\-/ A

= g 2 10000 — 4
it = .
0 0
55 59 73 76 83 87 98 107 55 59 73 76 83 87 98 107
Dias apos semeadura Dias apos semeadura

—+—Minimo ‘Média -®-Maximo

Figura 35. Comparativo de comportamento dos valores no canal R (Red) obtidos com a camera NIR
(a) e com a camera RGB(b), para Fazenda Escola
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Figura 36. Comparativo de comportamento dos valores no canal G (Green) obtidos com a camera
NIR (a) e com a cAmera RGB (b), para Fazenda Escola



61

Para o canal NIR, no geral, os valores digitais sdo maiores quando
comparados aos outros canais, devido a alta reflexdo das folhas nesse canal, como
mostrado por Bernardi et al. (2014). Na Fazenda Santa Cruz, os valores médios
mais altos (52861,0) foram observados em 85 DAS, enquanto na Fazenda Escola
valores médios de refletancia acima dos 52 mil foram observados no periodo entre
83 e 98 DAS, conforme mostrado na Figura 37.

Ainda, percebe-se que os valores médios de NIR nas duas areas foram
diferentes mesmo em periodos iguais ou muito proximos. Isso pode ter sido causado
pela propria diferenca entre as duas areas, a diferenca entre a cultivar de trigo
semeada nas duas areas, e também nas condi¢des climaticas e de voo ho momento

das coletas.
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Figura 37. Comportamento dos valores de NIR ao longo das coletas. (a) Fazenda Santa Cruz e (b)
Fazenda Escola

De maneira geral, os valores digitais observados na area experimental da
Fazenda Santa Cruz e Fazenda Escola foram diferentes, mesmo em periodos muito
proximos. Isso pode ter sido causado pela diferenca nas condigbes de voo na hora
de cada uma das coletas, uma vez que por mais que varios voos tenham sido
realizados no mesmo dia, nas duas areas, ndo ha a garantia de que as condi¢des no
ambiente tenham sido as mesmas, além de que o periodo de desenvolvimento da
cultura do trigo nas duas areas era diferente, assim como a cultivar semeada.

Vale ressaltar mais uma vez que a correcao radiométrica para cada uma das
imagens sO foi feita com base em caracteristicas especificas de cada uma das
cameras, como mostrado na secéo 4.5. Trabalhos como o de Calderon et al. (2013),

Berni et. al. (2009) e Shi et al. (2016) realizam a corre¢cdo radiométrica das imagens
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utilizadas com base na radiagdo solar como uma garantia na precisdo dos valores
digitais, porém tais trabalhos ndo mostram os ganhos com tal correcéo.

Em relacdo ao numero de instancias (linhas) nas bases de dados, os valores
sdo 0s mesmos mostrados na Tabela 5, conforme explicado na secdo 4.7. A
quantidade de pontos variou de acordo com resolugcédo espacial das imagens das
quais foram extraidas as bases, bem como as diferentes proporcgoes.

5.3 RESULTADOS DA REGRESSAO E MODELOS PREDITIVOS

A mineracao das bases de dados, aplicando o algoritmo de regresséao, para a
geracdo do modelo preditivo de produtividade do trigo, foi realizada de trés formas,
variando os atributos de predicdo e mantendo sempre o mesmo atributo meta
(produtividade do trigo). As trés variacbes dos atributos de predicdo foram: (i)
considerando somente os valores extraidos através das imagens da camera RGB,
(ii) para valores extraidos a partir da camera NIR e (iii) para os valores de NDVI. Isso
foi feito tendo em vista as diferencas em relacdo a cada camera, como explicado na
secédo 4.2.

Essa variacdo de combinacdo de atributos foi feita para cada area
experimental separadamente e para cada dia de voo, ou seja, para os diferentes
periodos que foram observados. A Tabela 9, Tabela 10 e Tabela 11 apresentam
parte de cada base para cada combinacdo, sendo que os atributos Instancia e

Parcela nao foram usados na MD.

Tabela 9. Representacao de parte da base de dados utilizada para MD com a cAmera RGB para
estimativa de produtividade do trigo na Fazenda Escola no periodo de 84DAS
Instancia Parcela RGB_R RGB_G RGB_B Produtividade

1 Parcela01  10405,43 9758,397 6660,964 3414,639
2 Parcela01  10069,46 9754,925  6598,937 3414,639
3 Parcela01  10917,18 10168,96 7029,849 3414,639

38059 Parcela44 9541966  9315,966 6186,544 2726,598
38060 Parcela44 9114,48 9096,255 5903,063 2726,598
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Tabela 10. Representacao de parte da base de dados utilizada para MD com a camera NIR para

estimativa de produtividade do trigo na Fazenda Escola no periodo de 84DAS

Instancia Parcela NIR_R NIR_G NIR Produtividade
1 Parcela01 22460,0 24766,17  31382,34 3414,639
2 ParcelaO1  20844,77 23681,7 30582,76 3414,639
3 ParcelaO1  22435,46  24297,84 29846,9 3414,639

38059 Parcelad4  23269,18 26247,86 35194,41 2726,598
38060 Parcelad4  19992,42  23313,24  35290,03 2726,598

Tabela 11. Representacao de parte da base de dados utilizada para MD com os valores de NDVI

para estimativa de produtividade do trigo na Fazenda Escola no periodo de 84DAS

Insténcia Parcela NDVI Produtividade
1 ParcelaOl  0,165712 3414,639
2 Parcela01  0,189354 3414,639
3 Parcela01  0,141758 3414,639

38059 Parcelad4  0,203977 2726,598
38060 Parcela44  0,276717 2726,598

Os valores de correlacdo para a Fazenda Escola foram maiores que para a
Fazenda Santa Cruz, como pode ser observado na Tabela 12 e Tabela 13.
Enquanto na Fazenda Santa Cruz as correlacbes com base na camera RGB néao
passaram de 0,3663 (116 DAS), na Fazenda Escola chegaram a 0,4819 (76 DAS).
Para os valores da camera NIR, a correlacdo chegou a 0,3784 (74 DAS) na &rea da
fazenda Santa Cruz e 0,4749 (73 DAS) na Fazenda Escola.

Tabela 12. Correlacdes de produtividade com cada tipo diferente de dados (Camera RGB, NIR e o

NDVI) com a propor¢éo de 10% para as bases da Fazenda Santa Cruz

DAS
Tipode g4 67 74 85 92 98 107 116
Dado
RGB 0,1596 0,3089 0,3350 0,3147 0,3516 0,2064 0,1129 0,3663
NIR 0,1705 0,2146 0,3784 0,3177 0,0780 0,0929 0,2475 0,1277
NDVI 0,0928 0,1574 0,0426 0,0739 0,0358 0,0727 0,0206 0,090
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Tabela 13. Correlacdes de produtividade com cada tipo diferente de dados (Camera RGB, NIR e o

NDVI) com a proporcéo de 10% para as bases da Fazenda Escola

DAS
Tipode oo 59 73 76 83 87 98 107
Dado
RGB 0,4220 0,4461 0,4735 0,4819 0,4569 0,4770 0,4746 0,3693
NIR 0,3666 0,3806 0,4749 0,4355 0.4610 0,4376 0,4195 0,3429
NDVI 0,3569 0,3944 0,4212 0,4357 0,4384 0,3780 0,4015 0,3386

No caso do NDVI, os dados da Fazenda Santa Cruz n&o mostraram
correlacdo satisfatoria em nenhum periodo, onde o maior valor de correlacao obtido
foi de apenas 0,1574 em 67 DAS, periodo em que os valores meédios de NDVI foram
maiores. Ja para a area da Fazenda Escola, os valores de NDVI tiveram uma
correlacdo melhor em todos os periodos, mas ainda assim baixa, ndo passando de
0,4384 (83 DAS).

Os coeficientes de correlacdo obtidos para a camera RGB foram, no geral,
maiores que os obtidos para camera NIR e o NDVI, o que sugere que a estimativa
de produtividade do trigo utilizando dados extraidos das imagens da camera RGB
pode ser melhor.

Na Fazenda Escola, os valores de correlacdo a para camera RGB foram mais
altos desde as primeiras coletas, alcancando o pico (r = 0,4819) no periodo de 76
DAS e decaindo no periodo mais proximo a colheita (107 DAS). Ja para a camera
NIR, os coeficientes de correlacdo foram um pouco menores no periodo de 55 a 59
DAS, aumentaram no periodo de 73 a 87 DAS e diminuiram no periodo mais
proximo a colheita. Porém, mesmo no periodo de maior correlagdo com a camera
NIR (73 DAS), os valores de correlagdo para camera RGB s&o muito proximos. Tais
constatagcfes sugerem que a estimativa de produtividade do trigo utilizando a
camera RGB pode ser melhor, até por que se correlacionou melhor nos periodos
iniciais da cultura.

No geral, os valores de correlagcdo obtidos na Fazenda Santa Cruz foram
baixos e flutuaram bastante (Figura 38) em comparacdo com a Fazenda Escola,
tornando dificil a interpretacdo e indicacdo de melhores ou piores periodos para
estimativa.

Muitos fatores podem ter influenciado negativamente para esse resultado, os
guais muitas vezes fogem ao controle, como por exemplo, a baixa variabilidade no

vigor da cultura, a diferenca nas condi¢cdes climaticas na hora das coletas, a
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diferenca da cultivar de trigo, a diferenca entre os tratamentos realizados nas duas
areas e até a diferenca de produtividade obtida em cada um dos tratamentos pode

ter ocasionado a dificuldade na geracdo de modelos com boa correlacao.
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Figura 38. indices de correlag&o obtidos com bases na proporcdo de 10% para Fazenda Santa Cruz

N&o foi possivel executar todas as bases de dados em todas as propor¢oes,
devido a grande quantidade de bases e a falta de hardware para tal execu¢do, uma
vez que quanto maior a propor¢ao de cada base, maior também o tempo (Tabela 14)
para construcdo do modelo preditivo, além de sua validacdo. Sendo assim, a Tabela
15 e Tabela 16 mostram as proporcdes que foram efetivamente executadas para

Fazenda Santa Cruz, e para Fazenda Escola, respectivamente.

Tabela 14. Tempo médio para geracdo do modelo preditivo de acordo com a proporcéo da base

Proporcao Tempo Médio para Geracdo do Modelo

10% 48 minutos
20% 8 horas
40% 27 horas
70% 97 horas

100% 277 horas
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Tabela 15. Bases de dados executadas no algoritmo de MD para Fazenda Santa Cruz, onde o X

representa as bases executadas, e — (traco) as bases ndo executadas

Periodo 10% 20% 40% 70% 100%
49 DAS
67 DAS
74 DAS
85 DAS
92 DAS
98 DAS
107 DAS
116 DAS

XXX XX XXX
XXX X X
XXX X v X

Tabela 16. Bases de dados executadas no algoritmo de MD para Fazenda Escola, onde o X

representa as bases executadas, e — (tra¢co) as bases ndo executadas

Periodo 10% 20% 40% 70% 100%
55 DAS
59 DAS
73 DAS
76 DAS
83 DAS
87 DAS
98 DAS
107 DAS

>

XXX XX XXX
X

XXX X X XXX

Ao se analisar os resultados obtidos com as bases de dados em diferentes
proporcdes, foi possivel observar que mesmo com 0 aumento na Propor¢ao 0s
coeficientes de correlacéo variaram muito pouco, ndo chegando sequer a um décimo
de aumento na correlacdo. Isso péde ser observado nos resultados em diferentes
propor¢cdes nas bases de dados da Fazenda Santa Cruz (Tabela 17) e da Fazenda
Escola (Tabela 18).

Tabela 17. Correlacéo em diferentes proporcdes para Fazenda Santa Cruz

DAS RGB NIR NDVI
10% 0,1129 0,2475 0,0206
107  40% 0,1091 0,2506 0,0223
70% 0,1096 0,2500 -
10% 0,2064 0,0929 0,0727
98 40% 0,2088 0,0901 0,0716

70% 0,2088 0,0901 0,0714
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10% 0,3516 0,0780 0,0358
92 40% 0,3501 0,0725 0,0340
70% 0,3498 0,0734 -
10% 0,3147 0,3177 0,0739
85 40% 0,3174 0,3164 0,0771
70% 0,3192 0,3170 0,0780
10% 0,3089 0,2146 0,1574
67 40% 0,3083 0,2161 -
70% - 0,2142 0,1606

Tabela 18. Correlacdo em diferentes propor¢des para Fazenda Escola

DAS RGB NIR NDVI

10% 0,3693 0,3429 0,3386

107 40% 0,3738 0,3470 0,3421
70% - - -

10% 0,4770 0,4376 0,3780

87 40% 0,4817 0,4393 0,3842
70% . - -

10% 0,4569 0,4610 0,4384

83 40% 0,4607 0,4604 0,4396
70% . - -

10% 0,4735 0,4749 0,4212

73 40% 0,4771 - 0,4254
70% - - -

10% 0.4220 0,3666 0,3569

55 40% 0,4231 0,3664 0,3552
70% - - -

Ao observar os valores médios de refletancia para cada um dos canais
utilizados nas bases de dados, pode-se perceber que praticamente ndo ha diferenca
entre eles, como pode ser visualizado nos valores do canal R da camera RGB para

area da Fazenda Santa Cruz (Figura 39) e Fazenda Escola (Figura 40).



68

49 67 74 85 92 98 107 116
Dias ap6s semeadura

m10% m20% ®40% m70% ©100%

Figura 39. Valores médios de refletancia para o canal RGB_R nos diferentes periodos de coleta na
Fazenda Santa Cruz, considerando as diferentes proporcdes das bases de dados
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Figura 40. Valores médios de refletancia para o canal RGB_R nos diferentes periodos de coleta na
Fazenda Escola, considerando as diferentes proporcdes das bases de dados

Para que fosse possivel comprovar estatisticamente a igualdade entre as

bases de dados em diferentes proporc¢des, foram criadas tabelas para realizacéo de
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um teste de Tukey, com base na média e desvio padrdo dos valores digitais de cada
um dos canais para todos os periodos de coleta.

No resultado do teste de Tukey para os valores digitais do canal RGB_R
(Tabela 19 e Tabela 20), é possivel observar que independentemente da proporcao
da base ndo ha diferenca significativa entre os valores digitais em cada periodo de
coleta. O mesmo teste foi aplicado em todos os canais (RGB_G, RGB_B, NIR_R,
NIR_G, NIR e NDVI) nas bases de dados das duas areas de estudo, e mostrou o
mesmo resultado em todas as aplicagdes.

O fato de ndo haver diferenca nos indices de correlagdo independente da
proporcao da base acontece pois, uma vez que os valores digitais nas bases de
dados sdo os mesmos, consequentemente os modelos preditivos gerados seréo
estatisticamente os mesmos, ou seja, 0S pesos atribuidos a cada variavel do modelo
serdo muito parecidos, fazendo com que a correlagdo permaneca igual entre as

propor¢cdes de base.

Tabela 19. Valores de RGB_R nos diferentes periodos de coleta da Fazenda Santa Cruz em

diferentes proporcdes’

49 DAS 67 DAS 74 DAS 85 DAS

10% | 6142,3 + 921,7%| 837,7 + 205,1° | 13755 + 276,3“ | 1500,5 + 232,1°
20% | 6136,6 + 920,2° | 837,0 + 205,0° | 1376,3 + 277,8° | 1501,2 + 231,3°
40% | 6137,2 + 921,4* | 837,2 + 204,8°| 1376,1 + 276,8° | 1500,8 + 231,9°
70% | 6136,2 + 920,6" | 837,2 + 204,8° | 13759 + 276,5° | 1501,1 + 230,5°

100% | 6137,8 + 921,6% | 837,4 + 2054°| 1376,4 + 277,9° | 1501,0 + 232,1°

92 DAS 98 DAS 107 DAS 116 DAS

I+
I+
+

10% | 5239,5 + 857,67 | 3401,2 + 547,9" | 3373,0 + 454,2° | 620,4 + 67,7"

20% | 5239,9 + 851,3% | 3406,8 + 548,9" | 3377,8 + 451,3° | 6204 + 67,4"
40% | 5239,1 + 853,5° | 3403,8 + 549,87 | 3377,2 + 4525° | 6204 + 67,5"
70% | 5239,6 + 852,45 | 34055 + 548,37 | 3378,3 + 450,8° | 620,5 + 67,3"
100% | 5241,2 + 8554 | 3404,5 + 548,97 | 3377,2 + 4523° | 6205 + 67,7"

! Letras iguais indicam médias iguais pelo teste de Tukey (p<0.05).
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Tabela 20. Valores de RGB_R nos diferentes periodos de coleta da Fazenda Escola em diferentes

proporcdes’

55 DAS 59 DAS 73 DAS 76 DAS
10% | 11106,3 + 1621,6"| 9843,7 + 1557,6°| 6525,7 + 1252,4%| 10982,8 + 2244,1°
20% | 11108,1 + 1632,4"| 9852,3 + 1567,1°| 6528,7 + 1255,4°| 10978,9 + 2240,3°
40% | 11103,1 + 1632,7*| 9843,9 + 1570,9°| 6526,7 + 1257,5°| 10974,2 + 2242,8°
70% | 11103,1 + 1632,3"| 9846,8 + 1569,6°| 6522,7 + 1259,5°| 10972,3 + 2243,9°
100% | 11107,2 + 1631,2"| 9846,3 + 1568,0°| 6527,7 + 1256,8°| 10974,9 + 2241,4°

83 DAS 87 DAS 98 DAS 107 DAS
10% | 12909,2 + 2960,77|10761,2 + 2258,4"| 5745,7 + 2028,9%| 12388,9 + 1926,3"
20% | 12903,4 + 2959,8710760,8 + 2270,4"| 5744,3 + 2021,2%| 12392,2 + 1927,7"
40% | 12891,3 + 2956,4%10752,5 + 2269,87| 5743,7 + 2025,1°| 12390,8 + 1937,4"
70% | 12889,9 + 2959,7%110752,0 + 2270,17| 5741,6 + 2025,7%| 123854 + 1938,1"
100% | 12892,4 + 2958,9%|10754,8 + 2270,87| 5741,9 + 2025,2°| 12387,1 + 1934,5"

! Letras iguais indicam médias iguais pelo teste de Tukey (p<0.05).

Isso pode ser observado nos modelos preditivos gerados para bases em

diferentes proporcdes da Fazenda Santa Cruz (Tabela 21) e da Fazenda Escola
(Tabela 22).

Tabela 21. Modelos de estimativa de produtividade do trigo gerados em diferentes proporcées para a

Fazenda Santa Cruz*
40%

10%

70%

98 DAS

-0,1046 * RGB_R
+0,7751 * RGB_G
-0,3793 * RGB_B
+0,2922 (f = 0,2064)

RGB

-0,1146 * RGB_R
+0,7779 * RGB_G
-0,3729 * RGB_B
+0,2944 (f = 0,2028)

-0,0980 * RGB_R
+0,7620 * RGB_G
-0,3986 * RGB_B
+0,2965 (r = 0,2088)

+0,1433 *NIR_R

NIR

-0,2254 * NIR_G

+0,1178 * NIR

+ 0,4898 (r = 0,0929)

-0,2257 *

+0,1424 * NIR_R

NIR_G

+0,1167 * NIR
+ 0,4891 (r = 0,0896)

+0,1418 * NIR_R

- 0,2260 * NIR_G

+0,1146 * NIR
+ 0,4864 (r = 0,0901)

NDVI

+0,0253 * NDVI
+ 0,4756 (r=0,0727)

+ 0,0266 * NDVI
+ 0,4751 (r=0,0716)

+0,0272 * NDVI
+ 0,4746 (r=0,0714)

85 DAS

-1,0811 * RGB_R
+1,4162 * RGB_G

RGB

+ 0,0320 *RGB_B

~1,0696 * RGB_R
+1,4599 * RGB_G
+0,0213 * RGB_B

-1,0929 * RGB_R

+1,5044 * RGB_G
+0,0312 * RGB_B
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+ 0,2337 (r =0,3147)

+ 0,2115 (r=0,3174)

+ 0,2106 (r =0,3192)

- 2,6983 * NIR_R - 2,6657 * NIR_R -2,7477 * NIR_R
NIR +3,0969 *NIR_.G  +2,9579*NIR_G +3,1878 * NIR_G

-1,2376 * NIR -1,2771 * NIR -1,2871 * NIR

+0,6149 (r=0,3177) +0,7749 (r=0,3164) + 0,6406 (r =0,3170)
NDVI 0,0738 * NDVI - 0,0782 * NDVI - 0,0764 * NDVI

+ 0,5376 (r =0,0739)

+ 0,5375 (r=0,0771)

+ 0,537 (r=0,0780)

" Valores normalizados de RGB_R, RGB_G, RGB_B, NIR_R, NIR_G, NIR e NDVI

Tabela 22. Modelos de estimativa de produtividade do trigo gerados em diferentes proporgfes para a

10%

Fazenda Escola®

40%

70%

98 DAS

-3,7997 * RGB_R
+3,3436 * RGB_G

-3,8933 * RGB_R
+3,5330 * RGB_G

RGB | 0.2843*RGB B+ 0.2091 * RGB_B ]
+0,4605 (r=0,4746) + 0,4322 (r=0,4774)
+0,7590 *NIR_ R +0,7541 *NIR_ R +0,7876 * NIR_R
NR - L4930*NIRZG  -15465*NIR.G  -1,6267*NIR_G
+0,4258 * NIR +0,4415 * NIR +0,4405 * NIR
+0,5301 (r=0,4195) +0,4744 (r=0,4236) + 0,515 (r = 0.4256)
\Dyi *0:5598*NDVI  +0,5954 *NDVI  +0,5996 * NDVI
+0,0736 (r=0,4015) + 0,0477 (r=0,4055) + 0,0484 (r = 0.4073)
10% 40% 70%
83 DAS
T26158*RGB_R -2,8135*RGB_R - 2,8128 * RGB_R
nGp *32657*RGB_G +35293*RGB_G +3,4692 *RGB_G
-0,7985*RGB_B -0,8637*RGB_B -0,8117 * RGB_B
+0,4657 (r=04569) + 0,4684 (r=04607) + 0,4184 (r = 0.4637)
+0,555*NIR R +0,6074*NIR_ R +0,6027 * NIR_R
\r L1096 *NIR.G  -12147*NIR.G  -1,2229*NIR_G
+0,7415 * NIR +0,7527 * NIR +0,753 * NIR
+0,1961 (r=04610) + 0,209 (r=04604) -+ 0,2234 (r = 0.4631)
\Dy| -+ 0,609 * NDVI +0,6068 * NDVI _

+ 0,0059 (r=0,4384)

+ 0,0078 (r = 0,4396)

" Valores normalizados de RGB_R, RGB_G, RGB_B, NIR_R, NIR_G, NIR e NDVI

Os mesmos testes foram aplicados nas bases de dados extraidas de imagens

nas resolugbes de 10cm/px e 20cm/px, e mostraram 0 mesmo comportamento.

Dessa forma, as bases em diferentes propor¢cdes na mesma resolugcdo continuam

iguais, mantendo os coeficientes de correlacdo quando aplicadas no algoritmo de

regressdo. Porém, ao comparar bases entre resolucdes diferentes, podem-se

observar diferencas, como mostrado na Tabela 23 e Tabela 24.
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Tabela 23. Coeficientes de correlagdo em diferentes resolugdes. Fazenda Escola a 87 DAS

3,4 cm/px 10 cm/px 20 cm/px
RGB 0,4770 0,5871 0,6060
NIR 0,4376 0,5377 0,5423
NDVI 0,3780 0,5094 0,5424

Tabela 24. Coeficientes de correlacdo em diferentes resolugdes. Fazenda Escola a 98 DAS

3.4cm/px 10 cm/px 20 cm/px
RGB 0,4746 0,5608 0,6168
NIR 0,4195 0,5006 0,5411
NDVI 0,4015 0,4741 0,5113

Como pode-se perceber, ha uma diferenca no coeficiente de correlacao das
trés bases com resolucdo de 3,4cm/px em comparacdo com as resolucdes de
10cm/px e 20cm/px. Ao se diminuir a resolucdo espacial das imagens,
caracteristicas da area de estudo sdo perdidas, uma vez que uma area maior sera
representada por um unico pixel.

Nesse caso, através dos coeficientes de correlacdo alcancados, é possivel
observar que os maiores coeficientes de correlagédo foram atingidos em bases da
Fazenda Escola, extraidas a partir de imagens na resolugdo de 20cm/px, ou seja,
imagens que possuem menos caracteristicas (Figura 41).

Figura 41. Diferenca nas caracteristicas de uma imagem nas resolucées de 3,4cm/px (a), 10cm/px (b)

e 20cm/px (c)
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Tais resultados mostram que a utilizacdo de imagens em alta resolucao
podem ndo ser adequadas para a estimativa da produtividade do trigo. Os
respectivos modelos preditivos para cada uma das bases que obtiveram maior

correlacdo sédo apresentados na Tabela 25.

Tabela 25. Modelos gerados para os maiores coeficientes de correlagéol

RGB NIR NDVI
87 DAS

-2,3146 *RGB_R | +0,1534 * NIR_R
+1,3092*RGB_G | -0,5326 * NIR_G |+ 0,6674 * NDVI

+0,6121 *RGB_B |+ 0,6958 * NIR + 0,0133 (r = 0,5424)
+ 0,6263 (r=0,6060) | + 0,2051 (r = 0,5423)
98 DAS

-1,7176 *RGB_R | +0,4867 * NIR_R
-1,5705*RGB_G | -0,8905* NIR_G |+ 0,5897 * NDVI

+2,9794 *RGB_B | +0,6062 * NIR + 0,0383 (r =0,5153)
+ 0,4395 (r=0,6168) | + 0,2875 (r=0,5411)

! Valores normalizados de RGB_R, RGB_G, RGB_B, NIR_R, NIR_G, NIR e NDVI

No trabalho de Bose et al. (2016), também foi aplicado um algoritmo de SVR
para a estimativa de produtividade do trigo com base no NDVI, a partir de imagens
de satélite, com resolugdo de 250 metros, obtendo coeficiente de correlacdo de 0,67.
Além do SVR, os autores também utilizaram regresséo linear, algoritmo do K-vizinho
mais préximo e redes neurais, obtendo as maiores correlacdes (r = 0,81) através das
redes neurais. A que se mencionar aqui que a SVM tem a vantagem sobre a rede
neural de gerar um modelo numérico explicito, o que permite compreender como
cada atributo de predicao interfere no modelo resultante.

No trabalho de Araujo et al. (2005), os autores realizaram a estimativa de
produtividade para duas areas cultivadas com trigo, com base em imagens de
videografia aérea, utilizando dados do comprimento de onda do vermelho, NIR e
NDVI. Para a primeira area, foi obtida correlagdo de 0,819 para o NDVI, 0,594 para o
NIR e 0,578 para o vermelho. Na segunda area, os indices de correlagcdo foram

muito baixos (0,158, 0,103 e 0,095 para NDVI, NIR e vermelho, respectivamente),
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onde os autores associaram a problemas na camera durante as coletas de dados. O
fato dos resultados terem sido contrarios aos encontrados nessa pesquisa, onde
indices de correlacdo mais altos foram encontrados para camera RGB e NIR, e mais
baixos para o NDVI, pode ser explicado pela diferenca nos equipamentos utilizados
(cameras e plataforma de vdo).

Tattaris et al. (2016) utilizaram uma RPA para coleta de imagens com uma
camera NIR, para posterior calculo de NDVI e estimativa de produtividade do trigo
irrigado. Nesse trabalho, os autores utilizaram imagens com resolucdo de 46 cm/px,
sendo que a correlacdo mais alta (r = 0,73) foi alcangada somente em uma data de
coleta. Na maioria dos casos, as correlagdes ndo ultrapassaram 0,6, com valores
muito baixos em alguns casos (0,16, 0,21 e 0,36). Isso pode indicar que o NDVI
obtido a partir de imagens de RPA pode nao ser a melhor variavel de estimativa de
produtividade do trigo, tendo em vista que os resultados alcancados nessa pesquisa
também n&o mostraram correlagfes altas para o NDVI.
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6 CONCLUSAO E TRABALHOS FUTUROS

A mineracao de dados em imagens € um método de analise adequado para o
uso durante o desenvolvimento da cultura, permitindo que se tenha um indicativo do
desenvolvimento do trigo antes mesmo da colheita. Foi possivel gerar varios
modelos predicdo, dentre eles, os gerados a partir de dados extraidos das imagens
da camera RGB se mostraram mais apropriados, por apresentar modelos de
estimativa da produtividade de trigo com as maiores correlacées. O uso do NDVI
nao se mostrou adequado para tal estimativa.

O software Quantum GIS apresentou melhores resultados para a corre¢céo do
georreferenciamento dos mosaicos se comparado ao Pix4D. Portanto, € mais
vantajoso e menos trabalhoso gerar os mosaicos pelo Pix4D sem qualquer auxilio
de GCPs (pontos de controle em solo) e depois corrigi-los através do Quantum GIS.

Entre as resolucdes de imagens utilizadas, a que se mostrou melhor para
estimativa de produtividade foi a de 20cm/px, apresentando os maiores indices de
correlacdo. A resolucdo de 3,4cm/px, que permite a visualizacdo de mais
caracteristicas nas imagens, apresentou coeficientes de correlacéo baixos. Portanto,
pode-se concluir que imagens com menor resolugdo espacial sdo melhores para
estimativa de produtividade do trigo.

Os valores digitais de refletancia obtidos nos diferentes comprimentos de
onda sao estatisticamente iguais nos diferentes tamanhos de bases avaliadas, nas
proporcdes de 10%, 20%, 40%, 70% e 100%. Dessa forma, a utilizagéo de bases de
dados na proporcdo de 10% é mais vantajosa por exigir menor tempo de execucao
do algoritmo.

Como trabalhos futuros sugere-se:

* Aplicar os modelos gerados nos dados para verificar 0s erros na
estimativa de produtividade do trigo, com intuito de analisar se os modelos
gerados, mesmo ndo apresentando altos indices de correlagdo, podem se
adequados para utilizacdo em campo.

* Realizar a correcdo radiométrica com base na irradiacéo solar, pois dessa
forma poderia se garantir a precisdo da refletancia em cada um dos

comprimentos de onda.
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* Verificar a real diferenca das imagens com e sem correcao radiométrica, e
como cada uma afeta os resultados do processo de mineracdo de dados
em imagens de RPA.

* Aplicar as bases de dados em diferentes algoritmos para mineracdo de
dados, com o intuito de identificar o melhor algoritmo para estimativa de

produtividade do trigo.
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